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A
 Annexes : CV détaillé
 Nom patronymique : DUTECH Prénoms : Alain, Edgé
 Date et lieu de naissance : 16 mars 1970 à EPINAL (88)Nationalité : Français Situation de famille : Célibataire
 Adresse Personnelle : 34 rue Sadi Carnot, 54220 MalzévilleTél : 03.83.21.42.32email : [email protected]
 Situation actuelle : Chargé de Recherche, 1ère classe, INRIA
 A.1 Fonctions précédentes
 depuis sept. 01 : chargé de recherche INRIA sept. 00 à sept. 01 : ATER à l'ESIAL, Université H. Poincaré, Nancy I sept. 99 à sept. 00 : ATER à l'ESSTIN, Université H. Poincaré, Nancy I avr. 99 à sept. 99 : Post-Doc au LORIA, Nancy (bourse INRIA)
 A.2 Diplômes - Titres Universitaires
 Doctorat d'Intelligence Articielle Mention : Très Honorable
 Titre : Apprentissage d'environnements : Approches Cognitives et ComportementalesDirecteur de Thèse : Manuel Samuelides (ENSAE)
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Annexe A. Annexes : CV détaillé
 Date : 1er février 1999 Lieu : ToulouseJury : C. Barouille, ONERA/CERT Toulouse (président)
 P. Gaussier, ETIS/ENSEA Cergy (rapporteur)J.-P. Haton, Université H. Poincaré Nancy (rapporteur)A. Lanusse, Ecole Polytechnique PalaiseauM. Samuelides, ENSAE Toulouse
 DEA Informatique Fondamentale et Parallélisme Mention : Bien
 Date : 1993 Lieu : ToulouseStage eectué au GTRI d'Atlanta (USA) sous la direction de John Gilmore sur l'appren-tissage automatique de connaissances dans les systèmes à base de règles.
 Ingénieur : Ecole Nationale Supérieure de l'Aéronautique et de l'Espace
 Spécialisation : InformatiqueDate : 1992 Lieu : ToulouseStage de n d'étude eectué à l'Université de Sydney (Australie) sous la direction deMarwan Jabri sur la simulation et l'utilisation de réseaux de neurones articiels pour lareconnaissance de la parole.
 A.3 Publications
 Revues internationales de rang A (selon classication ANU)
 1. An investigation into Mathematical Programming for Finite Horizon Decentralized POMDPs.R. Aras and A. Dutech. Journal of Articial Intelligence Research, Vol 37, pp 329-396, 2010. rang A.
 2. Shaping multi-agent systems with gradient reinforcement learning. Buet O., Dutech A.et Charpillet F. Journal of Autonomous agents and Multi-agent Systems, Vol 15 :2, pp197-220, 2007 rang A.
 Revues nationales
 1. Etude de diérentes combinaisons de comportements adaptatives. Buet O., Dutech A. etCharpillet F. Revue d'Intelligence Articielle (RIA), volume 20(2-3), pp 311344, 2006.
 2. Développement autonome des comportements de base d'un agent. Buet O., Dutech A.,Charpillet F. Revue d'Intelligence Articielle (RIA), volume 19(4-5), pp 603632, 2005.
 3. Apprentissage par renforcement pour les processus décisionnels de Markov partiellementobservés. Dutech A. et Samuelides. M. Revue d'Intelligence Articielle, RIA, volume 17(4),pp 559589, 2003.
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A.3. Publications
 Chapitres de livre
 1. Partially Observable Markov Decision Processes. Dutech A. et Scherrer B. Chapitre 7 deMarkov Decision Processes in Articial Intelligence, Edité par O. Sigaud et O. Buet,ISTE Ld., Wiley & Sons Inc., 2010.
 2. Processus Décisionnels de Markov Partiellement Observables. Dutech A. et Scherrer B.Chapitre 3 de Processus décisionnels de Markov en intelligence articielle, vol 1, éditépar O. Sigaud and O. Buet, Hermes Science Publishing, 2008.
 Conférences de rang A et A+ (selon classication ANU)
 1. Mixed integer linear programming for exact nite-horizon planning in decentralized POMDPs.R. Aras, A. Dutech et F. Charpillet. Int. Conf. on Automated Planning & Scheduling(ICAPS'07), Rhode Island, 2007 rang A+, 31,2%.
 2. Cooperation in stochastic games through communication. R. Aras, A. Dutech et F. Charpil-let. In Proc. of the fourth Int. Conf. on Autonomous Agents and Multi-Agent Systems(AAMAS'05), Utrecht, Nederland, 2005 rang A+, 24,5%.
 3. Self-Growth of basic behaviors in an action selection based agent.. O. Buet, A. Dutechet F. Charpillet. In Proc. of Int. Conf. on Simulation of Adaptive Behavior (SAB'04), LosAngeles, 2004 rang A, 25%.
 4. Automatic Generation of an Agent's Basic Behaviors. Buet O., Dutech A., Charpillet F.In Proceedings of Autonomous Agents and Multi-Agent Systems (AAMAS'03), Melbourne,2003 rang A+, 24,7%.
 5. Adaptive Combination of Behaviors in an Agent. Buet O., Dutech A., Charpillet F. Eu-ropean Conference on Articial Intelligence, (ECAI'02), Lyon, 2002 rang A, 27,2%.
 6. Learning to weigh basic behaviors in Scalable Agents. Buet O., Dutech A., Charpillet F.Autonomous Agents and Multi-Agent System, (AAMAS'02), Bologna, Italy, 2002 rangA+, 26,8%.
 7. Multi-Agent systems by incremental gradient reinforcement learning. Alain Dutech, OlivierBuet and François Charpillet. Seventeenth International Joint Conference on ArticialIntelligence (IJCAI'01), Seattle, 2001 rang A+, 25%.
 8. Incremental reinforcement learning for designing multi-agent systems. Olivier Buet, AlainDutech and François Charpillet. Proceedings of the 5th International Conference on Au-tonomous Agents (poster session), (AAMAS'01), Montréal, may 2001 rang A+.
 9. Solving POMDPs using selected past events. Alain Dutech. European Conference on Arti-cial Intelligence, (ECAI'00), Berlin, 2000 rang A, 30%.
 Autres conférences avec comité de lecture et actes
 1. Modèles stochastiques de la prise de décision collective. A. Dutech. Colloque annuel del'Association pour la Recherche Cognitive (ARCo'07), Nancy, 2007.
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Annexe A. Annexes : CV détaillé
 2. Une méthode de programmation linéaire mixte pour les POMDP décentralisés à horizonni. R. Aras, A. Dutech et F. Charpillet. Journées Françaises de Planication, Décision,Apprentissage (JFPDA'07), Grenoble, 2007.
 3. Apprentissage par Renforcement et Théorie des Jeux pour la coordination de SystèmesMulti-Agents. A. Dutech, R. Aras et F. Charpillet. Dans Colloque Africain sur la Rechercheen Informatique - CARI 2006, Cotonou, Bénin, 2006.
 4. Ecient Learning in Games. R. Aras, A. Dutech and F. Charpillet. (Poster) In Actes dela huitième Conf. Francophone sur l'Apprentissage (CAp'06), Trégastel, France, 2006.
 5. Cooperation through communication in decentralized Markov games. R. Aras, A. Dutechet F. Charpillet. In International Conference on Advances in Intelligent Systems - Theoryand Applications - (AISTA'2004), Kirchberg, Luxembourg, 2004.
 6. Stigmergy in Multi Agent Reinforcement Learning. R. Aras, A. Dutech et F. Charpillet.In Fourth International Conference on Hybrid Intelligent Systems (HIS'2004), Kitakyushu,Japan, 2004.
 7. On the use of Articial Intelligence for Prognosis and Diagnosis in the PROTEUS E-maintenance platform. PROTEUS WP2 Team (L. Déchamp, A. Dutech, T. Montroig,X. Qian, D. Racoceanu, I. Rasovska, B. Brézillon, F.Charpillet, J-Y. Jaray, N. Moine,B. Morello, S. Müller, G. Nguengang, N. Palluat, L.Pelissier). In Proc. of Int. Conf. onMechatronics and Robotics, (MECHROB'04), Aachen, Deutchland, 2004.
 8. Proteus, des web services pour les systemes de maintenance. Rebeuf, Xavier and Blanc,Nicolas and Charpillet, François and Chevé, Denis and Dutech, Alain and Lang, Christopheand Pélissier, Loïc and Thomesse, Jean-Pierre. In Actes des Nouvelles Technologies de laRépartition - NOTERE'04, Saidia, Maroc, 2004.
 9. Développement autonome des comportements de base d'un agent. A. Dutech, O. Buet etF. Charpillet. In Actes de la Conférence d'Apprentissage (CAp'04), Montpellier, 2004.
 10. Apprentisage par renforcement pour la conception de systèmes multi-agents réactifs. A.Dutech, O. Buet et F. Charpillet. Journées Francophones des Systèmes Multi-Agents -Hors série Revue RSTI, Hammamet, 2003.
 11. Self-organizing autonomous robot controler. Alain Dutech. Proceedings of the EIS'98 In-ternational Symposium on Engineering of Intelligent Systems, Tenerife, Spain, février 1998.
 12. World Modeling by the Fusion of Simpler Models. Alain Dutech and Manuel Samuelides.Proceedings of the ICS'96 International Conference on Articial Intelligence, Kaohsiung,Taiwan, décembre 1996.
 13. Detection of word-boundaries from continuous phoneme streams using simple recurrentneural networks. Laurens Leerink, Marwan Jabri and Alain Dutech. Proceedings of thefourth australian international conference on speech science and technology, pp 162-166,december 1992, Australia.
 Workshops avec comité de lecture, avec ou sans actes
 1. Quadratic programming for Multi-Target Tracking. R. Aras, A. Dutech et F. Charpillet.MSDN Workshop at AAMAS'09, Budapest, 2009.
 2. Apprentissage par renforcement et jeux stochastiques à information incomplète. R. Araset A. Dutech. Journées PDMIA, Lille, 2005.
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A.3. Publications
 3. A Self-Made Agent Based on Action-Selection. Buet O., Dutech A. In Proceedings of 6thEuropean Workshop on Reinforcement Learning, EWRL-6, Nancy, 2003.
 4. Learning to use contextual information for solving partially observable Markov decisionproblems. Dutech A. and Scherrer B. 5th European Workshop on Reinforcement Learning,EWRL-5, Utrecht, 2001.
 5. Looking for scalable agents. Buet O. and Dutech A. 5th European Workshop on Rein-forcement Learning, EWRL-5, Utrecht, 2001.
 6. Learning dynamical extensions of observation state in a partially observed environment.Alain Dutech et Manuel Samuelides. Workshop on Learning, Snowbird, USA, 1999.
 Communications diverses
 1. IA et Cognition Incarnée. A. Dutech. Conférence au Lycée Jeanne d'Arc, Remiremont,mars 2010.
 2. Tutorial sur les POMDP. A. Dutech. Séminaires de l'équipe TAO, Orsay, janvier 2010.
 3. Tutorial sur les POMDP. A. Dutech. Atelier sur les MDP, RFIA'2010, Caen, janvier 2010.
 4. Participation table ronde "Science en tête, Cerveau en fête" , Saint-Dizier, Samedi 22Novembre 2008.
 5. Intelligence Articielle : espèce en voie d'apparition ? A. Dutech et N. Fatès. Conférencedans le cadre de la fête de la science à Saint-Dizier, Saint-Dizier, octobre 2007.
 6. Self-Growing of Basic Behaviors by an Agent using Reinforcement Learning. Olivier Buet,François Charpillet et Alain Dutech. MAIA-UMASS Workshop, Nancy, juin 2004.
 7. Résoudre les POMDP en utilisant des informations contextuelles. Alain Dutech. Journées"Stochastiques", Université Laval, Québec, Canada, 3 et 4 mars 2003.
 8. Modèles Stochastiques pour la Décision. Alain Dutech. Journées du Réseau CogniEST,Traitement numériques issus de la Biologie, Metz, 23 et 24 mars 2002.
 9. Coopération par Apprentissage dans les systèmes articiels. Alain Dutech. Assemblée Généraledu Réseau CogniEST, La petite Pierre, 18 octobre 2001.
 10. Reinforcement Learning for the design of multi-agent systems. Alain Dutech, Olivier Buet.Séminaire LORIA-NASA, Robotique Mobile sur Mars, novembre 2000.
 11. Apprendre à s'adapter dans les modèles de Markov. Alain Dutech. Actes de la Journée surl'Adaptation, INRA Champenoux, mai 2000.
 Thèses, Rapports techniques
 An investigation into Mathematical Programming for Finite Horizon Decentralized POMDPs.Raghav Aras, et Alain Dutech. Rapp technique de l'INRIA, No RR-7066, 2009. Using linear programming duality for solving nite horizon Dec-POMDPs. Raghav Aras,Alain Dutech, et François Charpillet. Rapp technique de l'INRIA, No RR-6641, 2008. Apprentissage d'environnement : Approches cognitives et comportementales. Alain Dutech.Thèse de l'ENSAE. Toulouse, 1999.
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Annexe A. Annexes : CV détaillé
 A.4 Encadrement
 Thèse
 . Thèse d'Elham Ghassemi, Co-encadrement avec Y. Boniface et B. Girausujet : Mécanismes fonctionnels du Cervelet dans la commande motriceThèse commencée en septembre 2008.Cette thèse s'intéresse aux fonctions du cervelet lors de la commande motrice occulaire eten particulier sur la correction et l'adaptation de la commande issue du colliculus supérieur.
 . Thèse de Raghav Aras, Co-encadrement avec F. Charpilletsujet : Communications dans les jeux stochastiques décentralisésSeptembre 2003 - Soutenue le 23 octobre 2008.Cette thèse s'intéresse à l'utilisation de la programmation mathématique dans le cadre desProcessus Décisionnels de Markov Partiellement Observables Décentralisés (Dec-POMDP).En s'inspirant de la théorie des Jeux et de considérations combinatoires, Raghav à proposésplusieurs algorithmes originaux de résolution exacte des Dec-POMDP et a apporté desconnaissances importantes sur la structure de ces solutions.
 . Thèse d'Olivier Buet, Co-encadrement avec F. Charpilletsujet : Apprentissage comportemental pour la conception de systèmes multi-agentsSeptembre 2001 - Soutenue le 10 septembre 2003.Cette thèse porte sur l'Apprentissage dans les Systèmes Multi-Agents. En utilisant le for-malisme des processus décisionnels de Markov, nous travaillons sur des algorithmes deconception automatique de systèmes multi-agents par un processus incrémental et hiérar-chique.
 Stage de DEA
 . M2R ENSI de Tunis, de Selma Belgacem. Co-encadrement avec Y. Boniface.sujet : Etude des propriétés fonctionnelles d'un réseau de neurones à codage temporel.Mars-Octobre 2008Utilisation d'un mécanisme d'apprentissage STDP pour apprendre des associations multi-modales dans un réseau de cartes neuromimétiques impulsionnelles s'inspirant du principede la CNFT.
 . M2R informatique (Nancy I) de Nicolas Beaufort. Co-encadrement avec O.Buet.sujet : Apprentissage optimiste et planication partielle pour un robot mobile.Février-Juin 2009Mise en ÷uvre d'un algorithme de construction incrémentale de modèle de l'environ-nement à partir de la mémorisation paresseuse des conséquences des actions d'un robot.Développement d'un algorithme de planication partielle qui s'appuie sur l'élaborationrapide d'une trajectoire directe qui est ensuite augmentée petit à petit en prenant encompte des états proches.
 . M2R informatique (Nancy I) de Louis Deandresujet : Agent EpervierFévrier - Juin 2006.
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A.4. Encadrement
 Etude de l'apprentissage par renforcement sur la boucle sensori-motrice d'un agent. Lecomportement de l'agent découle d'une perception active s'appuyant sur les champs neu-roneaux continus.
 . DEA informatique (Nancy I) de Walid Tfailisujet : Robotique collectiveFévrier - Septembre 2003.Des robots mobiles dotés de comportements réactifs mettant en jeu satisfaction et altruismecoopèrent pour eectuer une tâche d'exploration collective.
 . DEA informatique (Nancy I) de Raghav Aras, co-encadrement avec FrançoisCharpillet et I. Chadèssujet : Decentralized control in the pursuit domainFévrier - Juillet 2003.Approche hiérarchique et récursive des processus décisionnels de Markov qui permet d'ap-pliquer les outils associés à des problèmes de grande taille ou continus.
 . DEA informatique (Nancy I) d'Olivier Buet, Co-encadrement avec F. Charpil-letsujet : Jeux de Markov et apprentissage dans les systèmes multi-agentsAvril - Août 2000Ces travaux sur une nouvelle méthode de conception des systèmes multi-agents ont débouchésur une publication à la conférence Agents'01.
 Stages divers
 . Stage n étude, Exia, de Jérôme Béchusujet : Traces d'éligibilité pour apprentissage par renforcement ecace sur Wibot.Février-Aout 2008Améliorer l'ecacité de nos algorithmes d'apprentissage par renforcement embarqués parl'utilisation de traces d'éligibilité.
 . Stage n étude, UTC, de François Rispalsujet : Guidage collectif d'un robot dans un environnement multi-robotique.Septembre 2007 - Février 2008Dénir, implémenter et expérimenter un algorithme permettant à deux robots dotés d'unecaméra imprécise de guider un autre robot aveugle.
 . Stage d'été, ESIAL, de Nicolas Beaufortsujet : Apprentissage par renforcement ecace pour robot mobile.Juillet-Aout 2007Porter sur un Wibot l'algorithme d'apprentissage par renforcement mis au point par W.Smart. La fonction de valeur est estimée en utilisant la régression locale pondérée.
 . Stage court, L2 Informatique, UHP-Nancy, de Renaud Fontanasujet : Apprentissage par renforcement dans l'environnement Robocode.Juillet 2007Mettre en ÷uvre un 'bot' utilisant l'apprentissage par renforcement dans l'environnement'Robocode' (http ://robocode.sourceforge.net).
 . Stage de Master 1 Sciences Cognitives de Eléonore Eliassujet : Conceptions et analyse d'algorithmes pour jeux sans stratégies dominante, applica-tion à Alésia. 2006-2007
 99

Page 8
						

Annexe A. Annexes : CV détaillé
 Proposer, implanter et étudier diérents algorithmes pour permettre à des agents à ap-prendre à jouer à Alésia.
 . Stage d'été, ESIAL, de Julien LeGuensujet : Une librairie bas niveau pour Wibot.Mai - Juillet 2006Conception d'une librairie pour interagir avec des Wibot. Conception d'une pince. (voirhttps ://gforge.inria.fr/projects/wibotlib).
 . Stage de n d'Etude, MIAGE, de Cédric Berniersujet : Suivi de cible par un Wibot.Juillet - Aout 2006.Augmenter la libraire développée par Julien LeGuen pour doter les Wibots de la capacitéde suivre des cibles données.
 . Stage de n d'étude, IUP-SI Toulouse, d'Alexandre Françoissujet : Apprentissage de modalités d'interactionMars - Aout 2004Dans le cadre du projet européen Ozone, ce stage a vu la mise en ÷uvre d'un algorithmed'apprentissage par renforcement dans un espace d'état continu pour apprendre automa-tiquement les préférences des utilisateurs.
 . Stage de n d'étude, IUP-SI Toulouse, de Pierre-Antoine Berreursujet : Mise en ÷uvre d'une plateforme multi-robotiqueMars - Aout 2004Spécication et implémentation des routines de bas niveau d'une plateforme multi-robotiquecomposée d'une caméra et de 10 robots footballeurs commandés par ondes hertziennes.
 . Stage IUT Charlemagne d'Aurélien Delaitresujet : Des 'bots intelligents sous NeLJuillet - Août 2002
 . Stage Initiation Recherche (Maîtrise Informatique Nancy I) de Nicolas Medocet Joseph Raziksujet : Une heuristique pour l'utilisation d'un contexte pour la prise de decisionFévrier - Avril 2002
 A.5 Enseignement
 . 08/09 - Vacataire à l'Université Nancy II10h de cours/TD sur l'apprentissage numérique pour le L3 de Science Cognitive.
 . 07/08 - Vacataire à l'ESIAL, Nancy I4h CO, 4h TD en Introduction à l'Intelligence Articielle, étudiants en 3ème année.
 . 07/08 - Vacataire à l'Université Nancy II10h de cours/TD sur l'apprentissage numérique pour le L3 de Science Cognitive.
 . 06/07 - Vacataire à l'ESIAL, Nancy I4h CO, 16h TD en Introduction à l'Intelligence Articielle, étudiants en 3ème année.
 . 06/07 - Vacataire à l'Université Nancy II10h de cours/TD sur l'apprentissage numérique pour le L3 de Science Cognitive.
 . 05/06 - Vacataire à l'Université Nancy II10h de cours/TD sur l'apprentissage numérique pour le L3 de Science Cognitive.
 . 04/05 - Vacataire à l'Université Nancy II
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A.6. Production logicielle
 10h de cours sur les agents situés pour la Licence de Sciences Cognitives.. 03/04 - Vacataire à l'Université Nancy II10h de cours sur les agents situés pour la Licence de Sciences Cognitives.
 . 02/03 - Vacataire à l'Université Nancy II10h de cours sur les agents situés pour la Licence de Sciences Cognitives.
 . 02/03 - Vacataire à l'Université Nancy I3h de cours sur l'Apprentissage pour les DESS Ingéniérie du Logiciel.
 . 01/02 - Vacataire à l'ESIAL, école d'Ingénieur en Informatique à Nancy4h de cours, 26h de TD dans le module d'Intelligence Articielle.
 . 01/02 - Vacataire à l'Université Nancy I3h de cours sur l'Apprentissage pour les DESS Ingéniérie du Logiciel, 26h de TD/TP pourles Licences d'Informatique en Technologie des Ordinateurs
 . 01/02 - Vacataire à l'Université Nancy II10h de cours sur l'Apprentissage pour les Maîtrises en Sciences Cognitives.
 . 00/01 - ATER à l'ESIAL, école d'Ingénieur en Informatique à Nancy20h de cours, 100h de TD, 50h de TP en Intelligence Articielle, UNIX, Programmation ori-entée objet, Programmation en C, Technologie des Ordinateurs et Conception de Logiciels(UML/Merise).
 . 99/00 - ATER à l'ESSTIN, école d'Ingénieur à Nancy.28h de cours, 104h de TD et 30h de tutorat en programmation orientée objet, bases dedonnées et UNIX.
 . 94/99 - Vacataire à l'ENSAE, école d'Ingénieur en Aéronautique de Toulouse.54h de cours, 62h de TD et 168h de TP en programmation orientée objet, intelligencearticielle, traitement du signal, mathématiques appliquées et projets longs des élèves.
 A.6 Production logicielle
 Depuis presque 3 ans, je me suis beaucoup investi dans le développement de l'activité robo-tique au Loria. Ces tâches de faible visibilité mais gourmandes en temps et en énergie ont permisl'acquisition d'une expérience et d'un savoir faire nécessaire à la mise en place d'expérimentationset de recherches en robotique. J'ai en particulier largement contribué à l'élaboration du contextelogiciel, embarqué et déporté, qui a permis d'assoir la recherche en robotique au Loria.
 . Bibliothèque bas niveau et driver URBI pour robots KheperaIIIJ'ai largement contribué à l'écriture d'une bibliothèque bas niveau pour interagir avec lesrobots KheperaIII soit en utilisant le langage URBI soit par le biais de commandes envoyéespar des sockets TCP/IP. Ces logiciels forment le c÷ur de nombreux travaux sur les robotskheperaIII du Loria et donc l'assise du dépot loriakhep sur la forge INRIA. Disponibilité :En téléchargement sur la gforge INRIA http://gforge.inria.fr/projects/loriakhep.Contributeurs : Nicolas Beaufort, Alain Dutech, Olivier RochelContact : [email protected]
 . Bibliothèque bas niveau pour les robots WiBotswifibotlib est une bibliothèque bas/moyen niveau pour controler les robots WiBots.Cette bibliothèque permet d'interagir avec le Wibot soit au niveau du hardware (con-
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Annexe A. Annexes : CV détaillé
 troler la vitesse des moteurs, lire les valeurs des capteurs) soit à un niveau un peu plusabstrait (avancer, tourner, s'arrêter).Disponibilité : En téléchargement sur la gforge INRIA http://gforge.inria.fr/projects/
 wifibotlib.Contributeurs : Nicolas Beaufort, Jérôme Béchu, Alain Dutech, Julien Le Guen, FrançoisRispal, Olivier RochelContact : [email protected]
 A.7 Collaborations
 A.7.1 Collaborations académiques
 . Programme NeuroInformatique C.N.R.S. 2009 : Adaptation & Action
 2009-2010.La capacité pour un organisme d'acquérir plusieurs modèles ou représentations de l'envi-ronnement en parallèle peut être une stratégie d'adaptation ecace dans un environnementnon-stationnaire. Chez le rat ou le primate, deux systèmes de contrôle de l'action instru-mentale correspondent à des régions spéciques du cortex préfrontal. Neurobiologistes etinformaticiens trouvent ici un terrain commun pour identier les critères auxquels obéissentces systèmes et les processus d'arbitrage entre eux, qui pourraient dépendre de l'incertitudeou l'erreur associée à chacun. Sur la base de séquences d'actions réelles recueillies chez lerat intact ou lésé lors de procédures de dégradation de contingence, des modèles d'appren-tissage par renforcement seront développés et évalués sur le plan formel an d'évaluer lesmécanismes permettant cette exibilité comportementale.Je participe à ce projet en tant que spécialiste de l'apprentissage par renforcement pouraider à modéliser les deux types d'apprentissage utilisés par les rats.Partenaires : Loria-INRIA, Nancy (Maia et Cortex) ; Centre de Neurosciences Intégrativeset Cognitives (CNIC), UMR 5228, Bordeaux (Fonctions exécutives : circuits neuronaux etdéveloppement) ; Supélec Metz (IMS).
 . ANR MAPS : Mappings, Adaptation, Plasticity and Spatial computation2008-2010.Dans ce projet, par le biais de l'étude des propriétés d'une structure spécique du cerveau(le Colliculus) envisagée sous plusieurs angles comme les Neurosciences, la Modélisation, laPsychologie Expérimentale, nous chercherons à mieux comprendre et à mieux modéliser lesprocessus d'apprentissage et de traitement de l'information mis en oeuvre dans le cerveau,notamment au niveau des mécanismes temporels et spatiaux.Je participe à ce projet en tant que spécialiste de l'apprentissage par renforcement. Unde mes objectifs est de proposer des algorithmes décentralisés d'apprentissage par renforce-ment compatibles avec les contraintes biologiques et notamment celles des neurosciencescomputationnelles.Partenaires : Loria-INRIA, Nancy (Maia et Cortex) ; UMR Mouvement et Perception,Marseille ; Institut de Neurosciences Cognitives de la Méditerranée (INCM)-CNRS, Mar-seilles ; Laboratoire d'Informatique en Images et Systèmes d'information (LIRIS), Lyon.
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A.7. Collaborations
 . Equipe Associée - Univ. of Massachusetts at Amherst, Resource-Bounded Rea-soning LabJe suis un membre actif de cette coopération renforcée entre notre équipe et l'équipe deShlomo Zilbertein de UMass qui se traduit par le statut d'équipe associée. Nous tra-vaillons notamment sur la formalisation et l'analyse des processus décisionnels de Markovpour les sytèmes multi-agents. Dans ce cadre, avec Raghav Aras, nous avons conçu et validél'algorithme de résolution exact de DEC-POMDP le plus rapide à l'heure actuelle.
 . GDR Robotique et ApprentissageDans le GDR Robotique, au sein du Groupe de travail 4 "méthodologie", le sous groupe"apprentissage" vise à réunir l'ensemble des équipes françaises concernées par les méthodesd'apprentissage pour la robotique. La constitution d'un groupe de travail à part entière esten cours.
 . Groupe Processus Décisionnels de Markov et Intelligence Articielle (PDMIA)Depuis 2001.Je suis un des membres fondateurs d'un groupe de travail français sur les processus déci-sionnels de Markov dont le but est de favoriser des collaborations et de faire connaître lacommunauté française sur le plan international. Depuis 2001, des journées de travails sontorganisées en France chaque année et, depuis 2006, une conférence sur le sujet (JFPDA).Par le biais de ce groupe, le noyau de chercheurs expérimentés dont je fais partie anime lerecherche française dans le domaine, encadre les travaux des doctorants et participe à l'ani-mation du domaine en dehors de la France. Ainsi, en 2008, le groupe a été l'un des moteursde la résurrection du Workshop Européen d'Apprentissage par Renforcement (EWRL)qui a rassemblé toute la communauté internationnale du domaine à Lille en juillet 2008.
 A.7.2 Transfert technologique
 . PROTEUS : Projet ITEA-01011aOctobre 2002 - Mars 2005.Proteus vise à spécier une plateforme pour faire de la e-maintenance industrielle. J'ai par-ticipé au WorkPackage 2 (Intelligence Articielle) en tant que co-leader. Sur ce projet,l'équipe MAIA s'est intéressée plus particulièrement aux outils de l'Intelligence Articiellequi peuvent être employés pour faire de la maintenance corrective et prédictive à distance,ce qui nous a permis de développer nos travaux sur l'apprentissage de modèle et sur ladécision.En tant que responsable du Workpackage 2, j'ai coordonné les travaux des diérents parte-naire et géré la rédaction des diérents délivrables.
 . OZONE : Projet IST-2000-30026Septembre 2002 - Décembre 2004.Au sein de ce projet d'Intelligence Ambiante, j'étais responsable de l'adaptation desservices aux utilisateurs. Pour ce faire, nous avons développé un agent intelligent dontla fonctionnalité essentielle est de choisir le mode d'interaction (vocal, gestuel, etc) leplus adapté à l'interaction courante de l'utilisateur avec un programme client utilisant lesservices d'OZONE. Cela a été l'occasion pour l'équipe Maia de mettre en oeuvre ses acquis
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Annexe A. Annexes : CV détaillé
 en matière d'agent, d'apprentissage et de planication stochastique.
 A.8 Responsabilités Collectives
 Jury et comité de thèse
 . Jury de thèse de Raghav ArasThèse de l'Université Henry Poincaré de Nancy, soutenue le 23 octobre 2008 avec poursujet : Mathematical Programming Methods for Decentralized POMDPs.
 . Jury de thèse de Thomas DegrisThèse de l'Université Paris 6, soutenue le 26 septembre 2006 avec pour sujet : Apprentis-sage par renforcement dans les Processus de Décision Markoviens Factorisés.
 . Jury de thèse d'Olivier BuetThèse de l'Université Henry Poincaré de Nancy, soutenue le 10 septembre 2003 avec poursujet : "Une double approche modulaire de l'apprentissage par renforcement pour des agentsintelligents adaptatifs".
 . Comité de thèse de Laurent PéretLaurent Péret a eectué une thèse à l'INRA de Toulouse, et j'ai participé aux deux comitésde thèse qui ont jalonné son travail (2001 et 2002). Ses travaux s'intéressent aux processusdécisionnels de Markov de grande taille et à la planication pour les constellations desatellites.
 Comité de lecture et Comité de Programme
 . Relecteur pour les revues suivantesJAAMAS, RIA, IEEE Transactions on Systems, Man, and CyberneticsPart C : Applica-tions and Reviews, JESA.
 . AAAI-2008 : reviewerLa conférence américaine d'intelligence articielle.
 . ICML-2010, 2008 : reviewerLa conférence sur le Machine Learning.
 . RFIA-2008 : ReviewerConférence française d'intelligence articielle.
 . IJCAI-2007, 2005 : ReviewerLa Conférence généraliste internationale en Intelligence Articielle.
 . JFPDA-2009, 2008, 2007, 2006 : Reviewer, Membre comité de ProgrammeLa conférence qui a emané du groupe PDMIA. Rendez vous national de la communautétournant autour de planication, décision et apprentissage.
 . PLMUDW-2006 : ReviewerWorkshop de la conférence ECAI-06 sur Planning, Learning and Monitoring with Uncer-tainty and Dynamic Worlds.
 . RJCIA-2003 : Reviewer et membre du comité de programmeCes Rencontres des Jeunes Chercheurs en Intelligence Articielles ont eu lieu à Laval en
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A.8. Responsabilités Collectives
 juillet 2003.. EWRL-2008, 2003 : Reviewer et membre du comité de programmeCe workshop international est le rendez vous des chercheurs de la communauté européennesur l'apprentissage par renforcement.
 . PDMIA- 2005, 2004, 2003, 2002, 2001 : Reviewer et membre du comité deprogrammeAteliers de travail du groupe sur les Processus Décisionnels de Markov et IntelligenceArticielle, précurseur des conférences JFPDA. Ce groupe regroupait tous les acteurs dela communauté française s'intéressant aux processus décisionnels de Markov dans le cadrede l'intelligence articielle.
 . ECAI-2002 : Chairman ; 2002, 2008 : ReviewerLors de l'European Conference on Articial Intelligence de juillet 2002 à Lyon, j'ai présidéla session "Agents".
 Colloques et Congrès
 . NIPS 2005 - Neural Information Processing System ConferenceJ'ai été co-responsable d'un workshop intitulé `Reinforcement Learning Benchmarks andBake-os II qui vise à mettre en place des standarts et des benchmark dans le domainede l'intelligence articielle.
 . EWRL 2003 - European Workshop on Reinforcement LearningJ'ai été co-reponsable de l'organisation et du programme scientique duWorkshop EWRL-6qui a eu lieu à Nancy au LORIA en septembre 2003. Ce workshop international est le rendezvous des chercheurs de la communauté européenne sur l'apprentissage par renforcement.
 . PDMIA - Processus Décisionnels de Markov et Intelligence ArticielleAvec notamment F. Garcia de l'INRA Toulouse, P. Fabiani du CERT de Toulouse, F.Charpillet de l'INRIA Nancy, O. Sigaud de DASSAULT Paris et A.I. Mouaddib du Crilde Lens je suis un membre fondateur d'un groupe de travail français sur les processusdécisionnels de Markov dont le but est de favoriser des collaborations et de faire connaîtrela communauté française sur le plan international.- J'ai notamment organisé une journée de travail à Nancy en 2002.- J'étais membre du comité de programme de la journée qui a eu lieu à Caen en juin 2003.
 Au sein du laboratoire
 . Conseil de LaboratoireJ'ai été membre élu au conseil de laboratoire du Loria pour la période 2004-2008.
 . Commission de Spécialistes de Nancy 2J'étais membre de la Commission de Spécialistes de Nancy 2 en 2006/2007.
 . AGOSDepuis 2003, je suis membre du bureau du Comité de Gestion Local de l'Association deGestion des Oeuvres Sociales de l'INRIA au sein du Loria. Je suis le secrétaire du CGLdepuis 2005.
 . Groupe de Travail sur les Modèles StochastiquesJe suis un des responsables d'un groupe de travail de l'équipe MAIA du Loria, et ce depuis
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 septembre 2000. Les notes de nos réunions sont disponibles sur le Web.http://maia.loria.fr/XXXXXX/GTMS
 . Groupe Robotique du LoriaJe suis un des référents du développement et des recherches en robotique au Loria. Cegroupe rassemble les chercheurs, ingénieurs, doctorants et stagiaires dont l'activité toucheà la robotique au sein du laboratoire.
 A.9 Divers
 . LanguesFrançais (maternel), Anglais (courant), Allemand (scolaire), Arabe et Japonais (notions),Espagnol (débutant conrmé).
 . Titulaire du BAFALongtemps animateur de stages d'été pour l'association ALTAIR qui propose des vacancesscientiques pour les adolescents.
 . Sans oublierThéâtre d'improvisation, sport (badminton, ski, basket), musique (batterie).
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B
 Annexes : Sélection d'Articles
 Dans cette partie on trouvera les articles suivants : Apprentissage par renforcement pour les processus décisionnels de Markov partiellementobservés. Dutech A. et Samuelides. M. Revue d'Intelligence Articielle, RIA, volume 17(4),pp 559589, 2003.Cet article est en lien avec la section 3.4.
 Développement autonome des comportements de base d'un agent. Buet O., Dutech A.,Charpillet F. Revue d'Intelligence Articielle (RIA), volume 19(4-5), pp 603632, 2005.Cet article est en lien avec la section 3.5.
 An investigation into Mathematical Programming for Finite Horizon Decentralized POMDPs.R. Aras and A. Dutech. Journal of Articial Intelligence Research, Vol 37, pp 329-396, 2010.Cet article est en lien avec la section 4.2.
 Apprentissage par Renforcement et Théorie des Jeux pour la coordination de SystèmesMulti-Agents. A. Dutech, R. Aras et F. Charpillet. Dans Colloque Africain sur la Rechercheen Informatique - CARI 2006, Cotonou, Bénin, 2006.Cet article est en lien avec la section 4.3.
 Shaping multi-agent systems with gradient reinforcement learning. Buet O., Dutech A.et Charpillet F. Journal of Autonomous agents and Multi-agent Systems, Vol 15 :2, pp197-220, 2007.Cet article est en lien avec la section 4.4.
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Un algorithme d’apprentissage par renforcementpour les processus décisionnels de Markovpartiellement observés
 Apprendre une extension sélective du passé
 Alain Dutech* — Manuel Samuelides**
 * LORIA - MAIABP 239 - 54506 Vandoeuvre les Nancy
 [email protected]
 ** Ecole Nationale de l’Aéronautique et de l’Espace10 avenue Edouard BelinBP 4032 - 31055 Toulouse Cedex
 [email protected]
 RÉSUMÉ.Nous présentons un nouvel algorithme qui contribue à étendre le formalisme del’Apprentissage par Renforcement (RL) aux Processus Décisionnels Markoviens PartiellementObservés (POMDP). L’idée principale de notre méthode est de construire une extension d’état,appeléeobservable exhaustif, qui permet de définir un nouveau processus qui est alors mar-kovien. Nous démontrons que résoudre ce nouveau processus, auquel on peut appliquer lestechniques classiques de RL, apporte une solution optimale au POMDP original. Nous appli-quons l’algorithme déduit de ce résultat sur plusieurs exemples pour en tester la validité et larobustesse.
 ABSTRACT.We present a new algorithm that extends the Reinforcement Learning framework toPartially Observed Markov Decision Processes (POMDP). The main idea of our method is tobuild a state extension, calledexhaustive observable, which allow us to define a next processusthat is Markovian. We bring the proof that solving this new process, to which classical RL meth-ods can be applied, brings an optimal solution to the original POMDP. We apply the algorithmbuilt on that proof to several examples to test its validity and robustness.
 MOTS-CLÉS :théorie de la décision, agent intelligent, apprentissage par renforcement, POMDP,extension d’état
 KEYWORDS:decision theory, intelligent agent, reinforcement learning, POMDP, state extension
 RSTI - RIA. Volume 17 - n 4/2003, pages 559 à 589
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 1. Introduction
 Nous nous intéressons à la construction d’agents autonomes qui ont à résoudredes tâches complexes dans des environnements changeants et mal connus. Les agentsinteragissent avec leur environnement grâce à des capteurs et des actionneurs. Le pro-blème qui se pose à eux est de choisir la “bonne” action en fonction de leur état interneet de leur perception du monde. Les méthodes d’apprentissage par renforcement sontparticulièrement adaptées à ce genre de problème mais sont limitées, en théorie, auxtâches où l’étatcompletde l’environnement est connu par l’agent. En général les li-mitations physiques et en ressources de calcul font que l’environnement n’est quepartiellement connu par l’agent. Cet article propose une réponse à la question : com-ment pouvons-nous utiliser l’apprentissage par renforcement pour résoudre des tâchesdans un environnement partiellement connu ?
 Les algorithmes d’apprentissage par renforcement sont des méthodes trèsattrayantes pour résoudre les problèmes de prise de décision car elles ne nécessitentqu’un signal de renforcement scalaire pour apprendre. Ainsi, un professeur passif estsuffisant et, bien souvent, l’environnement lui même peut jouer ce rôle. Au traversd’algorithmes comme le Q-Learning [WAT 89] ou TD(λ) [SUT 88], il est possiblede trouver des politiques d’actions optimales dans un environnement inconnu. Ce-pendant, le formalisme mathématique sur lequel s’appuient ces algorithmes demandeque l’environnement soit markovien pour qu’il y ait convergence : à chaque pas detemps, la connaissance de latotalité de l’étatprésentest nécessaire et suffisante pourchoisir l’action optimale. Si cet état n’est que partiellement observé, les algorithmesclassiques d’apprentissage par renforcement conduisent généralement à des solutionssous-optimales.
 Plusieurs approches ont affronté ce problème. Aström [AST 65] utilise une exten-sion d’état pour construire un nouveau problème markovien qui peut alors être résolupar des méthodes classiques, avec une difficulté accrue due au fait que ce nouvel étatétendu est continu. Cassandra [CAS 98] et Littman [LIT 94] apportent des solutionspour prendre en compte cette explosion combinatoire. D’autres, comme Chapman etKaelbling [CHA 91] utilisent des actions de perception pour différencier les diversesobservations ambiguës.
 Cependant, aucune de ces méthodes ne peut être appliquée quand l’environnementn’est que partiellement observé et que l’on ne connaît pas son modèle d’évolution,c’est-à-dire la structure de l’espace d’état et les probabilités de transition entre cesétats. Jaakkolaet al. [JAA 94b] ont proposé un algorithme pour ce type de problème,mais ne peuvent trouver que des solutions sous-optimales. Dans l’optique d’utiliserl’information contenue dans le passé du processus, Lin [LIN 92] utilise des réseauxde neurones récurrents pour construire des états internes stockant des faits pertinentsdu passé, mais il n’a rencontré qu’un succès limité.
 Notre idée, comme dans [MCC 96], est de construire une extension d’état de di-mension finie composée d’éléments non ambigus, ces éléments sont ce que nous ap-pelons des trajectoires d’observation-action. Cette extension d’état permet alors de
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 chercher une politique de décision optimale en utilisant des algorithmes classiques. Lasection 2 présente le formalisme des processus décisionnels de Markov partiellementobservés et introduit la notion de trajectoire d’observation-action avant de s’intéresserau formalisme mathématique sous-jacent à nos travaux. Notre algorithme est détailléà la section 3 et des expériences pour le valider sont explicitées à la section 4. Nouscomparons ensuite notre algorithme à d’autres approches similaires dans la ection 5.Nous poursuivons alors, en section 6, en passant en revue diverses améliorations pos-sibles de notre algorithme avant de conclure (section 7).
 2. Généralités et formalisme
 2.1. Q-Learning et POMDP
 Soit (S,A, T, r) un ProcessusDécisionnel deMarkov (noté MDP) oùS est unensemble fini d’états,A un ensemble fini d’actions. Ce processus est markovien carles transitions d’états sont gouvernées par la fonction de transitionT : S×A×S −→[0, 1] avecPSt+1 = s′|At = a, St = s = T (s, a, s′). r est une fonction deS ×AdansIR qui indique larécompensereçue par le système après chaque transition d’état.Une politique d’action π est une fonction des états vers les actions. Le problèmeest alors de trouver une politique d’action qui optimise une certaine fonction de larécompense, qu’on appelle l’utilité . Typiquement, l’utilité peut être la somme desrécompenses sur un horizon fini, ou la somme pondérée de cette récompense sur unhorizon infini (
 ∑∞t=0 γtrt oùγ ∈ [0, 1[) ou encore la récompense reçue en moyenne à
 chaque transition.
 Pour un MDP, il existe au moins une politique optimale qui est déterministe. Onpeut trouver cette politique optimale par des algorithmes dérivés de la programmationdynamique comme “value iteration” ou “policy iteration” quandT etr sont connues,[BEL 57], [PUT 94]. Dans les autres cas, on peut utiliser des méthodes d’apprentis-sage par renforcement, par exemple leQ-Learningde Watkins [WAT 89].
 L’algorithme du Q-Learning estime l’utilité optimale de chaque couple(s, a) d’état-action par le biais d’une fonctionQ. La convergence de l’algorithme est assurée sil’exploration de l’espaceS ×A est récurrente quand l’environnement est markovien,ainsi que le montre [JAA 94a]. Une fois que la fonctionQ est connue, la politique opti-maleπ∗ est déterminée par :π∗(s) = arg maxa∈A Q(s, a). Dans ce cadre markovien,la convergence ne dépend pas de la stratégie d’exploration de l’espace d’état utilisée,sauf en ce qui concerne la vitesse de convergence, [THR 92]. La procédure standardest d’abord d’explorer l’environnement en choisissant des actions aléatoirement avantd’utiliser la politique optimale ainsi apprise, ce que nous appelons leQ-Learning uni-forme. La plupart des algorithmes fusionnent lentement les stratégies d’explorationet d’exploitation au sein d’une même politique. C’est le cas duQ-Learning de Boltz-mann. Ces deux algorithmes sont plus détaillés en annexe A.
 Dans le cas qui nous intéresse, l’agent qui apprend n’a pas directement accès auxétats du monde, il ne peut que les observer à travers des perceptions imparfaites. Cette
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 notion se formalise en ajoutant un espace d’observationO et une fonction de percep-tion f : S −→ O qui peut être stochastique. Ainsi,λ = (S,A, T, r,O, f) définitun ProcessusDécisionnel deMarkovPartiellementObservé (noté POMDP). Le pro-blème à résoudre maintenant est de trouver une politique optimale qui soit une fonc-tion des observations et non plus des états, que l’agent ne connaît pas. Nous parleronsalors depolitique adaptéequand elle sera fonction des observations.
 Sans perdre en généralité, nous allons considérer que la fonction d’observationfest déterministe car, pour tout POMDP avec une fonction d’observation stochastique,il est possible de construire un POMDP équivalent avec plus d’états mais une fonctiond’observation déterministe.
 Comme l’a montré [SIN 94], les algorithmes classiques d’apprentissage par ren-forcement ne peuvent construire des politiquesadaptéesoptimales car ils construisentdes politiques markoviennes et déterministes. Or, par des exemples, Sing [SIN 94]montre que la politique optimale, fonction des états, peut être arbitrairement meilleureque n’importe quelle politique stochastique adaptée. De même, ces dernières peuventà leur tour être arbitrairement meilleures que n’importe quelle politique adaptée dé-terministe. L’unique solution pour atteindre l’optimalité est d’utiliser des politiquesadaptées qui soientnon markoviennes.
 2.2. Q-Learning adapté
 Dans certains cas, il peut être suffisant de trouver des politiques sous-optimales,surtout quand ce sont les seules que l’on peut obtenir en termes de temps de calcul. Enfait, nous avons vu de nombreux travaux qui utilisent des algorithmes de Q-Learningclassiques sur des environnements non markoviens et qui obtiennent des résultats in-téressants. Mais, dans le cas général, comme le montre [SIN 94], le Q-Learning nepeut pas converger pour des problèmes non markoviens.
 En théorie, la convergence du Q-Learning pour des POMDP n’est possible quesi on utilise une politiquefixéependant la phase d’exploration de l’environnement.Cette politique peut évidemment être stochastique, mais elle doit être fixée : pour unétat donné, la probabilité de choisir une action doit être constante. Ce n’est générale-ment pas le cas pour les méthodes classiques. Si la politique d’exploration est fixée,l’algorithme du Q-Learning (que nous appelons alorsQ-Learning adapté) convergevers l’estimation de l’utilité de la politique fixée utilisée. On ne peut alors être sûr detrouver l’utilité optimale.
 Cependant, [JAA 94b] montre comment il est possible d’améliorer la politiqued’exploration fixée à partir de son utilité. L’itération de ce procédé est au coeur de l’al-gorithme d’apprentissage par renforcement qu’il propose. Cet algorithme est assuré deconverger vers un maximum local de l’utilité et utilise des politiques stochastiques. Anotre connaissance, c’est le seul algorithme d’apprentissage par renforcement pour lesPOMDP qui s’appuie sur des résultats mathématiques.
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 Comme l’article de Jaakkolaet al. [JAA 94b] ne donne pas de résultats expéri-mentaux, nous l’avons testé sur des exemples simples. Ces expériences sont décritesdans [DUT 99] et ont montré que cet algorithme avait des performances similaires àcelle du Q-Learning de Boltzmann adapté aux seules observations. De plus ce der-nier semble plus robuste et rester moins souvent bloqué dans des maximums locaux.Cependant, il faudrait tester et comparer ces deux algorithmes sur des exemples pluscomplexes et moins académiques avant de prononcer des conclusions définitives.
 2.3. Les états estimés d’Aström
 Quand on connaît lemodèle d’évolution du processus, c’est-à-dire les transitionsT et la récompenser, il est possible, en théorie, de trouver une politique adaptée opti-male pour un POMDP. Aström [AST 65] propose en effet d’utiliser des états étendusqui sont en fait des distributions de probabilité sur l’espace des étatsS. Il appelleces états étendus desétats estimés, ou belief statesen anglais. Un état estiméξ estdéfini par :ξ(s) = PSt = s. Le principe de la méthode d’Aström est que si onconnaît l’état estiméΞt, l’observationOt et l’actionAt choisie à l’instantt, alors ilest possible de déterminer le nouvel état estiméΞt+1 à l’instantt + 1 par une estima-tion bayésienne. L’extension d’état permet ainsi de construire un nouveau processusdécisionnelmarkovienque l’on peut alors résoudre avec des techniques classiques.
 Le problème est que le nouvel espace d’état étendu est potentiellement infini etcontinu ! Il est alors quasiment impossible de résoudre le MDP associé à cet espaced’état et l’on doit souvent se résoudre à chercher des solutions approximatives. Ainsi[LIT 94] ou [CAS 98] étudient des algorithmes d’approximation de l’utilité de poli-tiques définies sur les états estimés en utilisant des fonctions paramétriques qui doiventêtre apprises.
 La méthode d’Aström n’est de toute façon pas directement applicable à notre cadrepuisque nous ne connaissons pas le modèle d’évolution du POMDP que nous essayonsde résoudre. Néanmoins, l’approche théorique proposée par Aström est fort intéres-sante. En effet, elle montre que les états estimés sont une sorte de résumé exhaustif detout le passé du processus. Or, parfois, une telle connaissance de tout le passé n’est pasnécessaire pour avoir assez d’information sur le présent pour être capable de choisirl’action optimale. Nous avons décidé de n’utiliser le passé du processus que là où ilest vraiment utile, ce qui permet d’utiliser une extension d’état avec un nombre finid’éléments. Evidemment, ce n’est réalisable que pour une sous-classe des POMDP,comme nous l’expliquons ci-dessous.
 2.4. POMDP d’ordre N
 Commençons par un petit exemple. Supposons que nous voulons faire un paquetcadeau. La démarche est simple : ouvrir la boîte, mettre le cadeau dans la boîte, fer-mer la boîte, emballer la boîte dans du papier cadeau. Si nous ne pouvons observer que
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 l’état de la boîte (fermée, vide, pleineEtOuverteouemballée), nous sommes face à unPOMDP. En effet, quand la boîte est fermée, nous ne pouvons plus savoir si le cadeauest à l’intérieur ou non, sauf si nous avons une mémoire du passé. Dans ce cas seule-ment, nous pouvons savoir si nous avons mis le cadeau à l’intérieur précédemment.Par contre, quand la boîte est ouverte, il n’y a pas d’ambiguïté sur l’état de l’environ-nement et nous pouvons choisir l’action optimale en fonction de la présence ou nondu cadeau dans la boîte. Ainsi, si nous utilisons les états étendusFboite = (pleineE-tOuverte), (vide), (emballée), (fermée, actFermer, pleine), (fermée, actFermer, vide)où les événements perceptifs et actifs sont listés du plus récent au plus ancien, nousavons à chaque fois assez d’information pour choisir l’action optimale. La figure 1illustre cet exemple qui nous permet de montrer que la mémoire de tout le passé n’estpas nécessaire pour résoudre ce POMDP. Dans certains cas, par exemple quand nousobservons que la boîte est vide, nous n’avons même pas besoin de mémoire du tout.
 actMettreCadeau actFermeractOffrir
 emballée
 actFermer
 vide pleineEtOuverte
 observation autemps t.
 action autemps (t−1).
 observation autemps (t−1).
 fermée vide
 actOuvrir
 noeud ambigu
 noeud non−ambigu
 actEmballer
 pleineEtOuverte
 Figure 1. Espace d’états étendu pour l’emballage de cadeau. Cet espace peut semettre sous la forme d’un arbre où chaque feuille représente un état étendu non am-bigu. Ainsi, la feuille que nous avons particularisée par un trait plus épais correspondà l’état étenduj’observe que la boite est fermée alors que je viens de la fermer etqu’elle était pleineque nous notons (fermée, actFermer, pleine). A chacun de ces étatsétendus, nous pouvons associer une action optimale, ce qui n’est pas le cas de l’ob-servationferméequi est ambiguë.
 Nous allons maintenant formaliser ces notions. Nous appelleronsTrajectoire d’Etat-Action (notée TEA) une séquence d’états et d’actions. Ainsi, la TEA courante duprocessus s’écrit :
 Σt = (st, at−1, st−1, . . . , s1, a0, s0)
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 De la même manière, nous appelleronsTrajectoire d’Observation-Action (ouencore TOA) une séquence d’observations et d’actions, comme par exempleω =(ot, at−1, ot−1, . . . , at−k, ot−k). L’ ordre d’une trajectoire est simplement le nombred’observations ou d’états qu’elle contient. Ainsi, la TOAω précédente est d’ordrek+1. Pour chaque TEAσ = (si, ai−1, . . . , s0) on peut obtenir une TOAω en utilisantla fonction d’observation f parω = f(σ) = (f(si), ai−1, . . . , f(s0)).
 La concaténationde deux trajectoiresω = (oi, . . . , ai−k, oi−k) etω′ = (o′
 j , . . . , a′j−l, o
 ′j−l) oùoi−k = o′
 j est définie par :
 ω · ω′ = (oi, ai−1, . . . , oi−k, a′j−1, o
 ′j−1, . . . , o
 ′j−l)
 La concaténation induit unordre partielsur l’ensemble des TOA défini par :
 (ω1 ω2) ⇔ (∃ω′|ω2 = ω1 · ω′)
 Dans ce cas, on dit queω1 est unminorant deω2.
 Si l’on considère un ensembleF de TOA, comme l’ensembleFboitede l’exemplede la boite, on définit un opérateur deprojection notéprojF . Ainsi, la projectiond’une TOA ω sur l’ensembleF est le plus grand minorant (la borne supérieure) deω appartenant àF , s’il existe. Sinon, l’image deω par la projection est l’ensemblevide ∅. Si l’on reprend l’exemple de la boite, la projection de(pleineEtOuverte,actMettreCadeau, vide) (resp.(fermee)) sur l’ensembleFboiteest(pleineEtOuverte) (resp.∅).
 La fonctionprojF f est unobservabledu processus. Par abus de langage, nousdirons aussi que l’ensembleF est un observable du POMDP. L’ordre de l’observableest l’ordre de la plus grande trajectoire de l’observable.
 Un observable définit une relation d’équivalencesur S que nous notons “∼”.Quels que soient les étatss et s′ de S et toute trajectoire d’observation-actionωd’ordre supérieur à celui deF , nous écrivons que :
 s ∼ s′ ⇔ (projF (f(s), a, ω) = projF (f(s′), a, ω))
 Nous pouvons maintenant aborder le point clef de notre méthode, l’exhaustivité.Un observableF est exhaustif quand il contient assez d’information pour pouvoirprédire le comportement du POMDP. Nous le traduisons par :
 Définition 1. Un observableF d’ordre n est exhaustif pour un processus décisionnelde Markov partiellement observé s’il vérifie :a) pour toute TOAω d’ordre supérieur àn, on aprojF(ω) 6= ∅.b) pour toute TEAΣt, pour touta deA, tout t ≥ n, nous avonsPst+1|a, Σt =Pst+1|a, projF (f(Σt))c) la récompenser estF -adaptée : (s ∼ s′) =⇒ (r(s, a) = r(s′, a))
 La première condition permet d’être sûr que nous pourrons, à tout moment, asso-cier un élément de l’observable à la trajectoire d’état-action du processus. La deuxième
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 condition dit que quand on connaît l’élément de l’observable on en sait assez sur lePOMDP pour choisir une action optimale. La troisième condition est nécessaire pourprouver les théorèmes qui vont suivre. Cette définition est très proche de celles desprocessus markoviens d’ordre n. On rajoute ici la notion de classe d’équivalence pourla récompense. Et nous rappelons que, en pratique, l’observableF peut contenir deséléments d’ordre très inférieur àn.
 Un POMDP n’admet pas forcément un observable exhaustif fini, c’est pourquoinous allons seulement considérer la classe desPOMDP d’ordre N .
 Définition 2. Un POMDP d’ordre N admet un observable exhaustif d’ordre N.
 Pour cette classe de problèmes, le point crucial est de trouver l’observable exhaus-tif. En effet, comme le montrent les deux théorèmes suivants que nous avons démon-trés, si nous trouvons un tel observable, nous pouvons alors construire une extensiond’état qui définit un MDP dont la politique optimale sera une politique optimale adap-tée pour le POMDP.
 Le premier théorème montre comment on peut construire l’extension d’état quigénère alors un MDP.
 Théorème 1. Siλ est un processus décisionnel de Markov partiellement observé quiadmet un observable exhaustifF alors le problème de décision étendu défini par(St = projF [f(Σt)])t≥n est un processus décisionnel de Markovλ = (S, A, T , r)où :a) S = F , A = Ab) pour tout(s = f(s).ω) ∈ S nous avonsr(s, a) = r(s, a)c) T (s, a, s′) = PSt+1 = s′|At = a, St = s
 Le deuxième théorème montre que la récompense obtenue en utilisant la politiqueoptimale du problème de Markov étendu est la même que celle que nous obtiendrionsen ayant accès aux états du POMDP.
 Théorème 2. La politique optimaleπ∗ du processus décisionnel de Markov étenduλdéfinit en fait une politiqueadaptéepour le processus décisionnel de Markov partiel-lement observéλ. C’est-à-dire que la récompense reçue en utilisantπ∗ est la mêmeque celle reçue en utilisant la politique non adaptée optimaleπ∗.
 La démonstration de ces deux théorèmes est donnée en annexe B.
 3. Algorithme de construction d’un observable exhaustif
 Le principe de notre algorithme d’apprentissage par renforcement pour les POMDPest de construire un observable exhaustif qui nous permettra alors de trouver une po-litique adaptée optimale. La construction de cet observable sera incrémentale : les
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 éléments ambigus seront peu à peu remplacés par des trajectoires non ambiguës. Dansun premier temps, nous expliquons comment nous détectons les TOA ambiguës, en-suite nous explicitons la construction incrémentale de l’observable. Nous abordonsalors le problème du critère d’arrêt de l’algorithme. Nous précisons enfin les détailsde l’algorithme.
 3.1. Détecter les ambiguïtés
 Pour pouvoir construire incrémentalement l’observable, nous avons besoin de pou-voir les éléments ambigus d’un observable courant. Pour cela nous nous appuyons surune heuristique qui découle des constatations et des motivations suivantes.
 3.1.1. Convergence plus lente
 Un observable donné permet de définir une extension d’état induisant un processusdécisionnel qui peut ne pas être markovien, surtout si l’observable n’est pas exhaus-tif. Cependant, on peut quand même calculer l’utilité de chaque couple (élément del’observable, action) en utilisant un algorithme de Q-Learning adapté (voir section2.2). Si la politique utilisée pendant la phase d’exploration est fixée, cet algorithmeva converger. De plus, nous avons noté que la vitesse de convergence était plus rapidepour les éléments non ambigus que pour les éléments ambigus.
 Nous exploitons ce fait à travers les variations de la fonctionQ(ω, a) où ω est unélément de l’observable. Plus l’amplitude de la variation est grande, plus l’élément ades chances d’être ambigu.
 3.1.2. Nombre de mises à jour
 Le nombre de mises à jour de la fonctionQ pour un couple(ω, a) influence aussiles variations deQ par l’intermédiaire du coefficientα d’apprentissage (voir annexeA) qui, décroissant avec le nombre de mises à jour, fait diminuer les variations deQ. Ilnous faut alors tenir compte de ce nombre de mises à jour pour la détection d’élémentsambigus car certains éléments mis peu souvent à jour auront des fortes variations.
 De plus, il est assez fréquent que, en utilisant une politique d’exploration aléatoireuniforme, les éléments ambigus soient visités plus souvent que les éléments non am-bigus. Cela vient du fait que ces éléments ambigus sont associés à plusieurs états duMDP sous-jacent au POMDP. Les éléments non ambigus seront plus probablementassociés à un seul état sous-jacent.
 Dans le cas général, un élément a plus de chances d’être ambigu quand son nombrede mise à jour est grand.
 3.1.3. Ambiguïté dans les actions
 Si l’action optimale pour un élément ambigu est clairement définie, bien qu’il soitambigu, nous n’allons pas forcément chercher à lever cette ambiguïté. Inversement,
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 quand les valeurs de la fonctionQ d’un élément sont très proches pour les différentesactions possibles, l’action optimale n’est pas clairement établie. Dans ce cas, il peutêtre intéressant de traiter l’élément comme étant ambigu pour le remplacer par des élé-ments qui, apportant plus d’information sur le passé, permettront peut-être de choisirplus clairement l’action optimale.
 C’est pourquoi nous considérons qu’un élément dont les deux plus grandes valeursdeQ sont très proches est un élément ambigu potentiel.
 3.1.4. En bref
 Chaque élément de l’observable est évalué en fonction de ces trois critères. Pourcela nous classons les éléments selon chacun de ces critères et considérons la sommedes classements selon ces trois critères. Les éléments les plus ambigus sont ceux dontla somme est la plus basse. Cette heuristique, bien que fort simple, donne de bonsrésultats, comme nous le montrons dans la section 4.
 3.2. Construire l’observable
 La construction de l’observable est itérative. Au départ, notre observableF estconstitué de l’ensemble des observations du POMDP.
 Comme nous venons de l’expliquer, en utilisant un algorithme de Q-Learning uni-forme adapté à cet observable, nous pouvons en détecter les éléments les plus ambi-gus. Supposons queω soit un de ces éléments. Alors, nous remplaçonsω dansF par|A|× |O| éléments de la forme(ω, a, o) oùa appartient àA eto appartient àO. Nousaugmentons ainsi notre observableF . Nous itérons ensuite le procédé jusqu’à ce quel’observable soit exhaustif.
 3.3. Critère d’arrêt
 En fait, notre heuristique ne nous permet pas de détecter les éléments ambigusd’un observable, mais seulement les éléments lesplusambigus. Dès lors, il n’est paspossible de décider si un observable est exhaustif ou pas. Nous avons alors mis enplace un critère d’arrêt pour notre algorithme.
 Chaque nouvel observable construit est évalué et nous arrêtons notre algorithmequand les performances n’augmentent plus. Pour évaluer un observable, nous esti-mons l’utilité moyenne de la meilleure politique construite sur cet observable en uti-lisant le Q-Learning de Boltzman. L’utilisation de cet algorithme alors que l’obser-vable n’est pas forcément exhaustif est justifiée par sa robustesse (voir section 2.2 et[DUT 99]). Quant au choix de l’utilité moyenne comme estimation de la qualité d’unepolitique, Singhet al. [SIN 94] montrent que c’est un critère particulièrement adaptéaux POMDP.
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 Nous imposons aussi une limite au nombre d’éléments que peut contenir un obser-vable pour éviter que l’observable ne grossisse indéfiniment.
 3.4. L’algorithme en détail
 Comme nous venons de l’expliquer, notre algorithme est composé d’une succes-sion de deux parties : une phase d’exploration et une phase d’évaluation de perfor-mance. Nous allons ici donner le détail de l’algorithme, pour cela nous introdui-sons les notations suivantes. Comme précédemment, nous considérons un POMDP(S,A, T, r,O, f). A chaque instantt, le processus est dans l’étatst, l’agent perçoitl’observationot, il choisit d’effectuer l’actionat ce qui lui permet de recevoir la ré-compensert.
 Une trajectoire d’observation-action d’un observableF sera notéeω. Des algo-rithmes de Q-Learning seront utilisés pour estimer la fonctionQ associée à chaquecouple(ω, a). Nous en noteronsQn(ω, a) la neme mise à jour.N(ω, a) est le nombrede fois oùQn(ω, a) a été mis à jour, et∆Qn(ωt, at) = (Qn(ωt, at)−Qn−1(ωt, at)).
 Les paramètres de l’algorithme sont :
 – Nambigu: le nombre d’éléments ambigus pris en compte à chaque étape de laconstruction de l’observable.
 – Tdec etTstart : pour le Q-Learning de Boltzman.
 – nexplor : nombre d’itérations pour l’exploration du premier observable.
 – Nmax: taille maximale de l’observable.
 1) InitialisationF = O
 2) ExplorationEn utilisant le Q-Learning uniforme surF (voir Annexe A), nous mettons à jourQn(ω, a), N(ω, a) et∆Qn(ωt, at). Cette exploration est faite pendantnexploritérations, ce nombre augmente avec la taille de l’observable.
 3) Détection des ambiguïtésComme indiqué à la section 3.1, nous utilisons une heuristique. Les élémentssont donc classés selon trois critères avant qu’on ne choisisse lesNambiguélé-ments les plus ambigus (plus petites somme des classements) qui forment l’en-sembleM. Les trois critères sont :
 - Rapidité de convergence.Lesω sont classés du plus grand∆Qn(ωt, at)moyen au plus petit.
 - Nombre de mises à jour.Lesω sont classés du plus grandN(ω, a) auplus petit.
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 - Pas d’action claire.Lesω sont classés par ordre croissant de différenceentre la valeurQ de l’action préférée et de la valeur deQ de la seconde actionpréférée.
 4) PerformanceEn utilisant le Q-Learning de Boltzmann (voir annexe A), nous évaluons les per-formances de l’observable courant par le biais de la récompense moyenne reçueen suivant la politique adaptée ainsi déterminée. Si les performances n’aug-mentent plus ou si la taille limite de l’observable est atteinte, nous allons àl’étape 6.
 5) Augmenter l’observableChaque élémentω deM est remplacé par tous les éléments(ω, a, o) oùa décritA eto décritO. On retourne à l’étape 2.
 6) Stop
 4. Résultats expérimentaux
 Nous avons testé notre algorithme dans des environnements statiques et dyna-miques pour mesurer ses performances et en apprendre plus sur son comportement.Tous ces problèmes sont des POMDP mais le dernier sort du cadre théorique d’appli-cation de notre algorithme car il n’existe pas d’observable exhaustif fini. Notre algo-rithme a de bonnes performances et reste robuste même dans des conditions difficiles.
 4.1. Environnement statique
 Le premier problème auquel nous nous intéressons est le fameux problème ducheese maze, voir [MCC 95] ou [CAS 98]. Dans cet environnement discret simulédépeint à la figure 2, une souris doit trouver son chemin à travers un labyrinthe pouraller jusqu’au fromage. La souris est l’agent apprenant. A chaque pas de temps, lasouris doit choisir entre quatre actions :Haut, Gauche, BasouDroite. Les différentespositions de la souris dans son environnement forment l’ensemble des états (11 étatsdifférents).
 La souris ne perçoit pas directement son état, mais observe simplement la présencede murs autour d’elle. Ainsi, dans l’exemple de la figure 2, la souris ne perçoit que lesmurs qui sont à sa gauche et à sa droite. Dès lors, dans cette même figure, les cases 2et 4 semblent identiques pour la souris. Il en va de même pour les cases 6, 7 et 8. Larécompense donnée à la souris est de -1.0 si la souris rentre dans un mur, de -0.1 si ellebouge et de +5.0 si elle trouve le fromage. Quand elle trouve le fromage, la souris esttransportée automatiquement dans une autre case du labyrinthe et doit retourner versle fromage.
 Cette tâche devrait être assez facilement résolue par la souris. Elle doit apprendreque pour les cases ambiguës, une mémoire très limitée du passé (la dernière observa-tion) est nécessaire. Par exemple, dans une case hachurée vers la gauche (observationE), si la souris vient de la case 3 elle doit alors descendre sinon elle doit monter. Ceproblème est un processus décisionnel markovien partiellement observé d’ordre 2.
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 1 2 3 4 5
 6 7 8
 9 1011
 A B BC D
 E E E
 F FG
 Etats 1−11 Observations A−G
 Perceptions : dans la case 1, la souris ne perçoit que les murs à gauche et en haut.
 Figure 2. La souris et le fromage. La souris doit choisir entre 4 actions pour aller aufromage. Mais elle n’a qu’une connaissance partielle de son état car elle ne perçoitque les murs qui l’entourent. Dès lors, les cases 6, 7 et 8 lui semblent identiques etforment l’observation E. La souris est punie quand elle heurte un mur et récompenséequand elle trouve le fromage.
 4.1.1. Actions déterministes
 Nous avons d’abord vérifié que des techniques classiques d’apprentissage par ren-forcement ne pouvaient pas trouver de politique optimale pour ce problème. Pourcela nous avons utilisé le Q-Learning de Boltzmann pour essayer de trouver une po-litique adaptée markovienne. Nous avons fait tourner cet algorithme pendant18000itérations, le coefficient d’apprentissageαt décroissant comme1t . Pour les paramètresde la décroissance de la température qui gouverne les distributions de probabilité deBoltzmann sur les actions, nous avons choisiTstart = 5, 0 et Tdec = 0, 999. Avecces paramètres, l’action ayant la plus grande Q-valeur est choisie99% du temps après5000 itérations.
 Ensuite, nous avons utilisé notre algorithme. La longueur de la première périoded’exploration est de4000 itérations. Après cette phase, les trois actions les plus am-biguës sont choisies pour former le nouvel observable. Avant d’explorer ce nouvelobservable pendant6000 itérations, nous mesurons les performances du premier ob-servable avec un Q-Learning de Boltzmann (Tstart = 5, 0, Tdec = 0, 995) pendant2500 itérations. Ensuite le second observable est évalué à son tour (Tstart = 5, 0,Tdec = 0, 995).
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 Figure 3. Performances comparées. Le Q-Learning classique, qui est limité à despolitiques markoviennes adaptées, ne peut pas trouver une politique optimale. Dansun premier temps, notre algorithme trouve la même politique adaptée mais, ensuite, ilutilise des éléments du second ordre pour converger vers une politique optimale.
 La figure 3 montre les performances de ces deux algorithmes sous la forme d’ungraphe donnant l’évolution de la récompense moyenne en fonction du nombre d’itéra-tions. On y voit clairement que la politique markovienne reste sous-optimale et limitéeà une récompense moyenne de0, 1 tandis que notre algorithme converge vers une poli-tique non-markovienne qui est optimale. Ces résultats sont les moyennes des résultatsobtenus sur 10 simulations.
 Comme nous l’espérions, après la première phase d’exploration, les observationsles plus ambiguës sont E et B, ensuite viennent soit A soit D. La longueur de la pé-riode d’exploration joue un rôle important car nous avons vu qu’avec une périoded’exploration de moins de 100 itérations, les observations E et B ne sont pas toujoursconsidérées comme les plus ambiguës. Ce rôle est partagé par la valeur initiale et lavitesse de décroissance du coefficient d’apprentissage. Cela est dû au fait que, avecun faible nombre d’itérations, la fonctionQ n’a pas toujours le temps de convergersuffisamment.
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 4.1.2. Actions stochastiques
 Dans une deuxième expérience, nous avons utilisé des actions stochastiques. Quandla souris choisit l’actionHaut par exemple, elle ne va pas toujours vers le haut. Enfait, chacune des actions qui n’a pas été choisie peut tout de même être exécutée avecune probabilité deq, ce qui fait que la probabilité d’effectuer l’action choisie est de(1 − 3q). Cette difficulté supplémentaire ne devrait pas empêcher la souris de trouverle fromage, sauf siq est trop grand.
 Nous avons d’abord testé notre algorithme avec un bruitq = 0, 1. La premièrepériode d’exploration est de15000 itérations et les 3 observations les plus ambiguëssont choisies pour augmenter l’observable. Pour la première phase d’évaluation nousavons employé un Q-Learning de Boltzmann avec les paramètres suivants :Tstart =5, 0, Tdec = 0, 995, 15000 itérations. Ensuite, le deuxième observable est explorépendant40000 itérations avant d’être évalué à son tour (Tstart = 5, 0, Tdec = 0, 9998,25000 itérations). La figure 4 donne les résultats moyens sur 20 simulations.
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 Figure 4. Avec du bruit. Ce graphe présente les résultats de notre algorithme moyen-nés sur 20 simulations quand les actions sont bruitées (q = 0, 1)
 Il est évident que la récompense optimale est inférieure à celle du cas précédent.Les observations B et E sont toujours considérées comme les plus ambiguës. Pourêtre plus systématique et parce que nous pensions que notre algorithme ne se compor-terait pas aussi bien en présence de bruit plus important, nous avons lancé une série
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 d’expérience avec desq croissants. A partir d’une valeur initiale de0, 05, q croit de0, 05 en 0, 05 jusqu’à une valeur limite de0, 25. Pour chacune de ces valeurs nouslançons 20 simulations et regardons les observations les plus ambiguës et la valeursde la récompense moyenne obtenue. Ces résultats sont résumés dans le tableau 1.
 Bruit Réc. Moy. Plus Ambiguë Suivante Suivante0, 05 0, 61 E B,AD G,AD0, 10 0, 57 E B,ADG B,G0, 15 0, 12 E B,AD,G,F B,G,AD,F0, 20 −0, 19 E A,F,B F,B,D,C0, 25 −0, 39 F,E,A E,AD,F F,AD,E
 Tableau 1.Bruit croissant. Pour chaque niveau de bruitq, nous donnons la récom-pense moyenne reçue sur 20 simulations ainsi que les 3 observations les plus ambi-guës détectées par notre algorithme. Quand les observations sont séparées par desvirgules, comme par exemple E,A,B, cela indique que E fut le choix le plus fréquent,puis A puis B.
 Les simulations confirment qu’il est de plus en plus délicat de détecter les ob-servations ambiguës quand les actions stochastiques rajoutent du bruit, et donc desvariations dans les fonctionsQ. Si l’observation E reste assez facile à détecter, cen’est pas le cas de B. Cependant, dans chaque expérience, à part pourq = 0.25, notrealgorithme donne de meilleures performances que le Q-Learning classique.
 4.2. Environnement dynamique
 Nous avons aussi testé notre algorithme sur un environnement dynamique, pluscomplexe. Ici, le monde est plus grand, et un chat doit apprendre à attraper une souris.La figure 5 donne une représentation de cet environnement. Le chat a le choix entretrois actions :TournerGauche, TournerDroiteet Avancer. L’état est donné par les po-sitions du chat et de la souris sur la grille, soit492 = 2401 états. Cependant le chatne voit que quelques cases autour de lui : deux devant, une à droite, une à gauche.Chacune de ces cases peut être soitVidesoit occupée par unMur ou laSouris. Il y adonc3 × 3 × 3 = 81 observations différentes. La récompense reçue par le chat est de−1, 0 s’il percute un mur et de+1, 0 si la souris est dans la case directement devantlui.
 La souris n’apprend pas, elle a uncomportement programmé et automatique. Lasouris n’est pas statique mais ne bouge que quand le chat est sur le point de l’attraper,c’est-à-dire quand la souris est dans la case immédiatement devant lui. Les mouve-ments de la souris déterminent la difficulté de la tâche et nous avons utilisé deuxstratégies de mouvement différentes pour la souris.
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 Cases vues par le chat
 Mur extérieur
 Figure 5. Chat et souris. Le chat, dont le champ de vision est limité, doit attraper lasouris. Mais cette dernière bouge quand elle sur le point de se faire attraper. Suivantla stratégie de déplacement de la souris, qui est fixée, nous pouvons avoir des POMPDqui n’admettent pas d’observable exhaustif fini.
 4.2.1. Souris fainéante
 La première stratégie de mouvement de la souris est assez simple. Soit elle avancede trois cases en s’éloignant du chat soit, avec la même probabilité, elle se déplace dedeux cases vers la droite du chat. Dans le cas ou la souris se trouve bloquée par unmur, elle se place alors juste derrière le chat. Dans tous les cas, la souris disparaît duchamp de vision du chat. La figure 6 explicite ces mouvements au cas (a).
 Pour que le chat puisse suivre la souris qu’il vient de voir, la politique optimale estd’avancer d’une case puis de tourner sur sa droite pour vérifier si la souris y est. Si elley est, il doit alors avancer pour l’attraper. Sinon, il doit se tourner vers sa gauche etde nouveau avancer jusqu’à ce qu’il trouve la souris. Evidemment, c’est un peu pluscompliqué car la souris peut aussi se trouver derrière le chat. Sans ce cas particulierqui est moins fréquent, cette partie de politique optimale peut s’apprendre avec destrajectoires d’ordre deux. Ce n’est qu’une partie de la politique optimale car le chatdoit aussi retrouver la souris quand il n’a aucune idée de là où elle se trouve. Dans cedernier cas, il n’y a aucune politique d’ordre fini qui permette de trouver le plus courtchemin entre le chat et la souris. Nous sommes à la limite du champ d’applicationthéorique de notre algorithme. Nos résultats confirment cette analyse sommaire du
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 Quand la sourisest bloquée par un mur...
 Cas (a)
 Quand la sourisest bloquée par un mur...
 Cas (b)
 Figure 6. Stratégie de mouvement de la souris. Avec une probabilité uniforme, elles’éloigne de trois (deux dans le cas (b) ) cases vers l’avant ou sur la droite du chat. Sijamais la souris rencontre un mur, elle vient se placer derrière le chat. Le cas (b) estutilisé quand la souris peut aussi se téléporter.
 problème. Le chat trouve une politique quasi optimale (elle n’est optimale qu’une foisque le chat a vu la souris et qu’il ne la perd pas). Mais, alors que nous pensions qu’unetelle politique pouvait être trouvée avec un observable d’ordre deux, notre algorithmeutilise un observable d’ordre trois. Cela peut s’expliquer par le fait qu’un observabled’ordre trois est plus robuste qu’un observable d’ordre deux. De plus, comme nousl’avons vu, le chat peut parfois se trouver confronté à des cas particuliers commequand la souris se place derrière lui ou qu’il la perd... La figure 7 montre en tous casque les performances sont meilleures quand le chat utilise un observable d’ordre trois.
 4.2.2. Souris qui se téléporte
 Cette fois la souris a des mouvements plus simples, comme le montre le cas (b) dela figure 6. Dans ce cas, une politique markovienne devrait suffire à suivre la souris.Mais la souris peut aussi, toutes les3000 itérations, se téléporter sur n’importe quelleautre case du monde. Dès lors, il n’existe aucune politique optimale adaptée d’ordrefini, et la politique markovienne n’est plus que quasi optimale.
 Si nous utilisons un algorithme de Q-Learning classique, comme le montre la fi-gure 8, le chat a beaucoup de difficulté à retrouver la souris une fois qu’il l’a perdue.Il doit en effet oublier sa politique quasi optimale qui le faisait tourner sur sa droitequand la souris n’était plus en vue. Le chat doit maintenant explorer le monde pourretrouver la souris alors que sa politique quasi optimale le faisait rester sur place.
 Avec notre algorithme, le chat apprend une politique d’ordre 2 qui lui permet depasser facilement de la phase où il doit chasser la souris à la phase où il doit la chercherdans le monde. C’est comme si le chat avait appris deux politiques ainsi que leurcontexte d’application. La figure 9 montre que les performances en sont améliorées.
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 Figure 7. La souris se déplace doucement. Alors qu’un observable d’ordre deux sem-blait suffire à trouver une politique quasi optimale, l’agent apprenant préfère utiliserun observable d’ordre 3 pour être plus robuste et couvrir plus de cas d’ambiguïté
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 Figure 8. Q-Learning classique. Une politique markovienne ne suffit pas quand lasouris disparaît soudainement de la vue du chat qui doit alors ré-apprendre à explorerle monde.
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 Figure 9. Notre algorithme. En utilisant des observables d’ordre deux, le chat ap-prend à changer de politique pour chasser la souris et explorer son environnement.Nous ne voyons plus les baisses de performance quand la souris disparaît.
 La politique d’ordre deux apprise par le chat pour explorer son environnement estillustrée sur la figure 10. On y voit que le chat essaie de suivre les murs extérieurs dumonde pour maximiser les cases qu’il couvrira dans son champ de vision durant sesdéplacements. En combinant cette tactique avec des actions aléatoires qui peuvent tou-jours survenir grâce au caractère stochastique des politiques du Q-Learning de Boltz-mann, c’est en fait une politique très efficace. Il est vrai que des politiques d’ordre plusélevé seraient plus performantes, mais l’accroissement effectif de performance est sipetit que notre algorithme s’est contenté d’un observable d’ordre deux.
 Ainsi, notre algorithme n’a pas pu trouver de politique optimale car il n’en existeaucune qui soit d’ordre fini. Mais il a trouvé rapidement une politique d’ordre deuxqui donne de très bons résultats.
 5. Travaux et recherches similaires
 Notre algorithme s’inspire d’idées issues d’autres algorithmes comme, par exemple,le G-Algorithmde [CHA 91], leQ-Learning adaptéde [JAA 94b], l’utilisation de ré-seaux de neurones pour l’apprentissage par renforcement comme dans [LIN 92] etdes théories avancées par [AST 65] et [SON 71]. Son principe est très similaire auxtravaux présentés par [RIN 94] et par [MCC 96] et reste assez proche des techniquesmises en œuvre dans les modèles de Markov cachés (HMM) [LEV 83].
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 Cases que le chat ne peux pas voir
 Stratégie d’exploration apprise
 Figure 10.Explorer l’environnement. C’est en suivant les murs extérieurs que le chata le plus de chance de retrouver la souris qui n’a plus que 5 cases pour se cacher.Comme la politique reste légèrement aléatoire, le chat retrouve la souris en très peude temps.
 – POMDP et “belief states”. Dans ses travaux sur les POMDP, Aström utiliseune extension d’état qui s’appuie sur des distributions de probabilité sur les états duMDP sous-jacent. Ces états étendus sont appelésbelief states. Cette extension d’étatpermet de traiter le problème comme un MDP mais on doit alors raisonner sur unespace d’état qui est continu et donc potentiellement infini. Sondik [SON 71] montrecependant que l’utilité sur cet espace d’état peut être approchée par une fonction conti-nue, théorie utilisée par Littman [LIT 94] puis Cassandra [CAS 98] qui proposent desalgorithmes pour résoudre les POMDP, dont le fameux algorithmeWITNESS. Malgrédiverses améliorations, cette famille d’algorithmes ne peut que difficilement traiterdes problèmes où il y a plus d’une dizaine d’états sous-jacents. Il apparaît en fait quel’extension d’état proposée par Aström est un résumé exhaustif de tout le passé du pro-cessus. Nous utilisons aussi une extension d’état mais de taille plus réduite car nousn’étendons que les observations ambiguës. Le coût de la recherche de cette extensionappropriée est compensé par la facilité qu’il y a ensuite à trouver une politique opti-male. Nous pouvons donc aborder des problèmes d’une taille plus grande. De plus,les algorithmes qui s’appuient sur lesbelief statesont besoin de connaître le modèled’évolution du processus, alors que nous n’en avons pas besoin.
 – Q-Learning adapté. En s’appuyant sur les remarques et les limitations du Q-Learning classique utilisé dans les POMDP, Jaakkolaet al. [JAA 94b] propose unalgorithme de renforcement qui construit des politiques markoviennes stochastiques.Bien que les politiques ainsi définies soient sous-optimales, ces travaux, avec ceuxde Singhet al. [SIN 94], sont parmi les premiers à étudier le comportement des algo-rithmes classiques quand les observations sont partielles. Nous avons largement profité
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 des remarques pertinentes et de la compréhension gagnée à travers ces travaux pourdéfinir nos heuristiques de recherche de trajectoires d’observation-action ambiguës.
 – Q-Learning récurrent. L’idée principale des travaux de Lin [LIN 92] est d’uti-liser un réseau de neurones pour calculer une approximation de la fonction d’utilité duprocessus. Pour utiliser l’information contenue dans le passé du processus, il utilisedes réseaux récurrents comme ceux proposés par Elman [ELM 90] ou Williams et Zip-ser [WIL 90]. Ces architectures lui permettent de stocker dans les couches internes deses réseaux des informations pertinentes sur le passé du processus, information qui estensuite utilisée dans une architecture d’apprentissage par renforcement neuronale plusclassique. Les résultats obtenus sont intéressants mais visiblement sous-optimaux. Laraison majeure est que la formation des états internes de l’architecture neuronale n’estpas supervisée, l’information qui y est traitée n’est que peu utile pour la résolutiondu POMDP. Il est difficile de détecter l’information utile dans le passé du processus.Nous avons choisi de diriger plus précisément cette recherche d’éléments pertinentsdans notre algorithme en nous concentrant sur l’ambiguïté des observations. Si nouspouvons alors construire une extension d’état plus efficace, nous n’avons pas la puis-sance d’expression et de généralisation que l’utilisation de réseaux neuronaux permet.
 – G-Algorithme. Cet algorithme proposé par Chapman [CHA 91] apprend à dis-tinguer les observations ambiguës des observations non ambiguës. L’un des prérequisde cet algorithme est que l’état sous-jacent actuel du processus soit accessible par lebiais d’une ou de plusieurs actions de perception. Le but ici n’est pas de trouver unepolitique optimale quand les informations sont partielles mais d’utiliser les bonnes in-formations parmi toutes celles qui sont disponibles dans un état donné. L’algorithmeconstruit un arbre de décision pour choisir parmi les différents éléments des observa-tions. Le principal intérêt de cet algorithme est l’utilisation d’un test statistique pourdifférencier les distributions de probabilité des récompenses reçues à chaque nœud del’arbre. Tel quel, l’algorithme a besoin de quelques adaptations pour être utilisé dansle contexte des POMDP d’ordre N.
 – U-Tree. L’algorithme de McCallum [MCC 96] s’appuie lui aussi fortement surla structure arborescente proposée par Chapman (G-Algorithm) et Ron [RON 94].Chaque feuille de l’arbre correspond à une trajectoire d’observation non-ambiguë.L’arbre est construit itérativement. McCallum détecte les noeuds ambigus par untest statistique sur les distributions de probabilité de récompense entre les feuilles del’arbre et une extension virtuelle de cet arbre qu’il appelle lafrange. Une différence dedistribution indique une feuille ambiguë et l’arbre est alors étendu et on lui rajoute unenouvelle frange. De plus, comme pour l’algorithme de Chapman, il peut différencierles observations en n’utilisant que quelques caractéristiques de ces dernières pour lesregrouper en différentes classes. Ainsi, l’algorithme reste performant même avec desespaces d’états et d’observations conséquents.
 Le désavantage de cette méthode est qu’elle est gourmande en termes de calculet de mémoire. Pour pouvoir utiliser des tests statistiques, il faut stocker pour chaquenœud tout son historique en termes de récompense. Chaque itération de l’algorithmeest assez coûteuse car il faut mettre à jour plusieurs nœuds de la frange. Le test sta-tistique est lui-même gourmand en ressource et en temps de calcul. Enfin, bien quenous pensons que notre algorithme et celui de McCallum s’appuient sur les mêmes
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 propriétés mathématiques, aucune étude théorique n’est envisagée par McCallum quise contente de quelques suppositions.
 Par contre, l’algorithme a été testé avec succès sur plusieurs problèmes, dont leCheese Maze. McCallum teste aussi son algorithme sur un problème complexe deson invention : un agent doit apprendre à conduire dans un environnement simulécomposé de 4 voies d’autoroute où il faut éviter des camions et des voitures. Pour cetenvironnement composé de plus de3500 états et2500 observations, l’algorithme duU-Tree est capable de proposer une politique qui, si elle n’est pas optimale, donne demeilleurs résultats que toutes les politiques construites “à la main” par McCallum.
 Nous venons de le rappeler, l’algorithme mis au point par McCallum n’est pas as-suré de trouver une politique optimale. En fait, cette question de l’optimalité n’est quepeu abordée par l’auteur, ce qui est lié au fait qu’il manque une étude théorique deson algorithme. Néanmoins, McCallum pense que son algorithme peut faire face à lafois au bruitstructurel(observation ambiguës) et au bruitperceptuel(fonction d’ob-servation bruitée). Bien que l’étude théorique de notre algorithme (voir [DUT 99]) sesoit limitée au cas de fonctions d’observation déterministes, nous pensons que notrealgorithme devrait converger en utilisant une large gamme de fonctions d’observationstochastiques, nous en reparlons à la section 6.
 – Modèles de Markov cachés.Des méthodes bien connues initialement propo-sées par Levinsonet al. [LEV 83] permettent de trouver la structure des modèles deMarkov Cachés répondant au mieux à un problème posé. Ces modèles ne prennentpas en compte l’aspectdécisiondes POMDPs mais ils sont capables de gérer le bruitd’observation. Cependant, même s’il paraît assez facile de modifier ces algorithmespour prendre en compte les actions, nous ne pensons pas que nous pourrions utiliserces algorithmes modifiés pour notre classe de problème car les méthodes de Levinsonne peuvent qu’adapter les paramètres d’un modèle où le nombre de nœuds cachés estconnu à l’avance. Or, ce n’est clairement pas notre cas. Il serait possible, comme ilest fait généralement, de tester plusieurs structures et de choisir la plus vraisemblable,mais cette option paraît délicate à mettre en œuvre à cause de son coût en ressourcede calcul. Par contre, de nouvelles approches pour les modèles de Markov cachés es-sayent de construire incrémentalement la structure du modèle, comme par exemple lestravaux de Stolcke et Omohundro[STO 92]. Malgré tout, prendre en compte le bruitde perception avec ces méthodes appliquées aux POMDP risque d’être beaucoup pluscomplexe que dans le cas des modèles de Markov cachés.
 6. Améliorations et discussions
 Pour être plus efficace et pour pouvoir être utilisé sur des problèmes réels, notrealgorithme nécessite encore quelques améliorations. Nous en détaillons quelques-unesci-dessous.
 – Détection des états ambigus.Nous utilisons des heuristiques pour décider siun état étendu est ambigu, en nous appuyant sur le fait que la fonctionQ convergeplus lentement pour ces états ambigus. Nous travaillons donc principalement avec les
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 variations de la fonctionQ, mais de nombreux facteurs influencent ces variations,comme par exemple la fonction de récompense qui est stochastique, les variations dela fonctionQ dans les états voisins, les probabilités de transition. Le vrai problèmeest de déterminer la source des variations pour savoir si elle provient d’une observa-tion partielle ou de l’aspect aléatoire de l’environnement. L’algorithme duU-Treede[MCC 96] utilise un test statistique plus rigoureux mais il reste confronté au mêmeproblème : l’origine de l’aléa. Améliorer la détection de ces ambiguïtés est un pointcrucial de l’algorithme, mais nous n’avons pas pour l’instant de piste de rechercheprometteuses à ce sujet.
 – Influence du bruit de perception.Notre étude théorique ne s’est faite que dansle cas d’une fonction d’observationf déterministe (en particulier, pour pouvoir parlerde classe d’équivalence). Intuitivement, notre algorithme devrait pouvoir convergeravec certaines fonctions d’observations stochastiques. Par exemple, des fonctions in-jectives, c’est-à-dire quand une observation n’est liée qu’à un état, ne devraient poseraucun problème. Par contre, quand une observation peut être l’image de deux étatsdifférents par une fonction stochastique, la difficulté augmente. En fait, cela revientà ajouter une cause de variation supplémentaire pour la fonction Q. Notre algorithmedevrait toujours pouvoir converger, mais avec plus de difficultés. Dans la plupart descas, on ne devrait plus se situer dans la classe des POMDPs d’ordre fini, ce qui n’em-pêche pas forcément notre algorithme de bien se comporter.
 – Observations pertinentes séparées par un grand intervalle de temps.Notrealgorithme n’utilise que des observables formés d’événements passés contigus. Dèslors, si ce qui est important pour diminuer l’ambiguïté du présent se situe il y a 50pas de temps, il faudrait des trajectoires d’ordre 50, ce qui n’est pas envisageable pourl’instant. Une idée, comme celle mise en oeuvre par McCallum, est d’étiqueter lesdivers éléments d’une trajectoire en indiquant le nombre d’itérations dont il faut re-monter dans le passé pour prendre en compte cette observation. Reste alors à mettre àjour cette étiquette, ce qui en pratique ne peut se faire qu’en testant toutes les valeursde l’étiquette, ce qui devient rapidement infaisable. Nous travaillons actuellement surce problème lui aussi très important en essayant, par le biais d’une mesure d’informa-tion ou de pertinence, de détecter les observations qui réduisent l’ambiguïté et en netravaillant plus avec des trajectoires “continues” mais “discontinues”.
 De plus, notre algorithme souffre de limitations qui sont plus générales et qui sontcommunes à la plupart des algorithmes d’apprentissage par renforcement. Ces limi-tations sont actuellement au centre de plusieurs recherches sur l’apprentissage parrenforcement.
 – Explosion combinatoire.La complexité de notre algorithme est plus grande quecelle des algorithmes classiques comme le Q-Learning ou TD(λ), nous sommes encoreplus dépendant du nombre d’actions, d’états et d’observations. Des solutions mainte-nant classiques comme par exemple des estimations paramétriques de fonctions, desréseaux de neurones ou des codages appropriés pourraient êtres utilisées pour ne pasavoir à associer à chaque élément une utilité mais pour se contenter d’estimer l’utilitésur les différents observables.
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 – Vitesse de convergence.En théorie, il faut que chaque élément d’un observablesoit visité une infinité de fois pour être sûr de la convergence du Q-Learning, en ad-mettant que l’observable soit exhaustif. Ici, c’est l’exploration de l’environnement quipermet d’améliorer cette vitesse de convergence. A la place d’une exploration aléa-toire de l’environnement, nous pourrions utiliser une exploration dirigée. En plus desméthodes décrites par [SUT 91], [THR 92] ou [MOO 93] nous pouvons aussi accor-der plus d’importance aux nouveaux éléments rajoutés à l’observable qu’aux ancienséléments qui sont non-ambigus et pour lesquels une action jugée optimale existe déjà.
 – Algorithme réactif. Notre algorithme, ainsi que les algorithmes d’apprentis-sage par renforcement en général, n’est pas très réactif. Tel quel, il n’est donc pas trèsadapté comme système de prise de décision pour des agents autonomes qui doiventréagir en temps réel à des changements ou des modifications de leur environnement.Même si l’environnement n’évolue pas, il faut disposer d’un bon simulateur sur le-quel faire des expériences avant d’utiliser la politique apprise sur un robot, car il fautsouvent des milliers d’itérations, parfois destructrices, pour trouver cette politique. Iln’est donc pas envisageable de la faire apprendre directement par le robot. Des idéesinspirées par les méthodes mises en œuvre dans [STO 92] peuvent éventuellementpermettre de rendre les algorithmes plus réactifs.
 7. Conclusion
 Dans cet article, nous avons étudié l’utilisation de techniques d’apprentissage parrenforcement pour les processus de décision markoviens partiellement observés. Dansce cadre, nous avons proposé un nouvel algorithme qui s’appuie sur la constructionincrémentale d’un observable exhaustif minimal. L’extension de l’espace d’états ainsidéfinie permet de se ramener à un processus de décision qui est alors markovien donton peut chercher une solution optimale. Cette politique optimale est en même tempsune politique adaptée optimale pour le processus markovien partiellement adapté.
 Nous avons donné le cadre théorique d’application de notre algorithme, c’est-à-dire l’ensemble des POMDP d’ordre fini. Nous avons ensuite validé notre algorithmepar des simulations sur des problèmes de difficulté croissante. Ces simulations nousont donné une meilleure compréhension du comportement de notre algorithme. Parailleurs, elles ont montré la robustesse de notre algorithme qui reste performant pourdes problèmes se situant hors de son cadre théorique de convergence.
 En comparant notre travail avec d’autres travaux sur les processus de décisionsmarkoviens partiellement observés nous avons vu que notre algorithme pouvait trou-ver une solution optimale à des problèmes où l’algorithme de Jaakkola était limitéà des solutions sous-optimales. De plus notre algorithme peut être utilisé quand lemodèle d’évolution du processus n’est pas connu, ce qui n’est pas le cas de tout les al-gorithmes qui s’appuient sur lesbelief states, comme WITNESS par exemple. En fait,notre algorithme est très proche de l’algorithme duU-Treeproposé par McCallum quipart des mêmes idées, sans toutefois s’appuyer sur une formalisation mathématiquerigoureuse. Néanmoins, leU-Tree détecte les observations ambiguës au moyen d’un
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 test statistique ce qui est à la fois plus adéquat, mais aussi plus lourd en termes detemps et de ressource de calcul.
 En plus des limitations générales de tous les algorithmes d’apprentissage par ren-forcement (explosion combinatoire, convergence lente, faible réactivité...) notre al-gorithme se trouve confronté à des problèmes spécifique dus aux observations. Si lafonction d’observation est trop bruitée, notre algorithme peut ne pas converger et,s’il converge, la solution trouvée ne sera pas forcément optimale. Notre algorithmese repose sur des heuristiques pour détecter les éléments ambigus d’un observable, ilserait intéressant d’utiliser de meilleures heuristiques pour ces détections. En fait, leplus gros problème auquel est confronté notre algorithme est celui de distinguer lesdifférentes sources d’aléa sur les observations : bruit structurel (observations ambi-guës), bruit du modèle (fonction de transition et de récompense) et bruit d’observation(fonction d’observation bruitée). Ce problème est encore largement ouvert.
 Enfin, pour que notre algorithme puisse être utilisé pour des agents autonomes, ilmanque de réactivité. Des travaux dans cette direction sont en cours, mais là encoreles difficultés à résoudre sont importantes.
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 Appendix A : algorithmes de Q-Learning classiques
 Le Q-Learning est un algorithme classique d’apprentissage par renforcement quia été proposé par [WAT 89] pour résoudre les MDP quand le modèle d’évolution estinconnu. Cet algorithme s’appuie sur l’équation de point fixe de [BEL 57] qui dit quel’utilité pondérée en horizon infiniVp∗ pour la politique optimalep∗ est telle que :
 Vp∗(s) = maxa∈AEr×π(s,a)[r(s, a) + γVp∗(·)] [1]
 Le principe du Q-Learning est d’estimer une fonctionQ définie par :
 Q∗(s, a) = Er×π(s,a)[r(s, a) + γVp∗(·)] [2]
 en utilisant une mise à jour itérative asynchrone donnée par :
 Qn+1(st, at) = (1 − αn)Qn(st, at) + αn[rt + γ · maxa∈A(Qn(st+1, a))] [3]
 oùrt est le renforcement reçu en ayant choisi l’actionat dans l’étatst, ce qui a mis leprocessus dans le nouvel étatst+1. αn est un réel positif compris entre0 et1 que l’onappelle le taux d’apprentissage.
 Il a été prouvé, par exemple dans [JAA 94b], que si les espaces d’états et d’actionsS etA sont finis, siαn est tel que
 ∑n αn = ∞ et que
 ∑n α2
 n ≤ ∞ et si le processusest récurrent (c’est-à-dire que l’on passe par chaque état-action un nombre infini defois), cet algorithme converge versQ∗.
 En principe, il faut d’abord explorer aléatoirement l’environnement pendant ungrand nombre d’itérations pour que le Q-Learning puisse converger vers la fonctionQ optimale et seulement ensuite utiliser la politique optimale définie par :p∗(s) =argmaxa∈AQ∗(s, a). L’exploration de l’environnement peut se faire en choisissantaléatoirement les actions à effectuer suivant une distribution de probabilité uniformecommePat = a = 1
 |A| . C’est ce que nous appelonsQ-Learning Uniforme.
 Une autre façon classique de faire est d’utiliser progressivement la connaissancesapprise sur l’environnement et la tâche à accomplir pour décider de la prochaine ac-tion. Pour ce faire, on peut utiliser une distribution de probabilité de Boltzman sur lesactions de manière à ce que :
 Pat = a|st = s = eQn(s,a)
 Tt /∑
 b∈A
 eQn(s,b)
 Tt [4]
 où Tt est un paramètre de température dont la valeur initiale estTstart et qui décroitexponentiellement parTt+1 = Tdec · Tt. Ainsi, l’algorithme passe progressivementd’une exploration aléatoire de l’environnement à la politique optimale apprise. Nousappelons cet algorithme leQ-Learning de Boltzman.
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 Appendix B : démonstration des différents théorèmes
 Démonstration du Théorème 1.Pour démontrer le Théorème 1 nous allons montrerque les probabilités de transition étenduesT au tempst dépendent seulement de l’étatétendu présent et de l’action choisie. Nous noteronss un élément deS et s un élémentdeS. Σt est la trajectoire d’état-action du processus.
 Calculons les probabilités de transition quand tout le passé du processus est connu.
 PprojF [f(Σt+1)] = s′|At = a, Σt = σ [5]
 = PprojF [(Ot+1, a, f(Σt))] = s′|At = a, Σt = σ [6]
 = POt+1 = o|At = a, Σt = σ [7]
 =∑
 s∈f−1(o)
 PSt+1 = s|At = a, Σt = σ [8]
 mais nous savons queF est un observable exhaustif, donc
 ∑
 s∈f−1(o)
 PSt+1 = s|a, Σt [9]
 =∑
 s∈f−1(o)
 PSt+1 = s|At = a, St = projF [f(Σt)] [10]
 =∑
 s∈f−1(o)
 PSt+1 = s|At = a, St = st [11]
 Ce qui termine la démonstration.
 Pour démontrer le Théorème 2 nous avons besoin du lemme suivant.
 Lemme 1. Soients et s′ deux éléments deS tels quer(s, a) = r(s′, a) et π(s, a) =π(s′, a) pour touta deA, alors il est indifférent de choisirp∗(s) oup∗(s′) quand onse trouve dans l’états. Cela signifie que nous avons :
 Qp∗(s, p∗(s)) = Qp∗(s, p∗(s′)) = Vp∗(s) [12]
 oùVp∗(s) est l’utilité optimale de l’états.
 Démonstration du Lemme. En utilisant l’équation de Bellman (cf Equation [1]),nous avons
 Qp∗(s, a) = r(s, a) + Eπ(s,a)[γVp∗(.)] [13]
 D’après les propriétés der etp∗ on tire :
 Qp∗(s′, a) = r(s, a) + Eπ(s,a)[γVp∗(.)] = Qp∗(s, a) [14]
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 Par définition d’une politique optimale, on a :p∗(s) = argmaxa∈AQp∗(s, a) cequi nous permet d’écrire que, pour touta : Qp∗(s, p∗(s)) ≥ Qp∗(s, a). En particulier,poura = p∗(s′) nous avons
 Qp∗(s, p∗(s)) ≥ Qp∗(s, p∗(s′)) = Qp∗(s′, p∗(s′)) [15]
 L’égalité se déduit de l’Equation [14].Commes ets′ ont un rôle symétrique, nous pouvons écrire que :Qp∗(s, p∗(s)) = Qp∗(s′, p∗(s′)) d’où l’on déduit queQp∗(s, p∗(s)) = Qp∗(s, p∗(s′))et, par définition, nous avons :Vp∗(s) = Qp∗(s, p∗(s))
 Démonstration du Théorème 2.Nous noteronsp une politique deλ et p une poli-tique deλ. Vp(s) est l’utilité de l’états en utilisant la politiquep et Vp(s) est l’utilitédep. A partir de maintenant, nous considérons les processus à l’instantt, oùt est plusgrand quen, l’ordre de l’observable exhaustif deλ. Nous allons d’abord démontrerqueVp∗ ≤ Vp∗ , avant de montrer queVp∗ ≤ Vp∗
 Soitp′ la politique définie par
 p′(Σt) = p∗(projF [f(Σt)]) = p∗(st) [16]
 Même sip′ est stochastique, son utilité ne peut être supérieure à celle dep∗ carλ étantun processus décisionnel markovien, il admet une politiquedéterministeoptimale (icip∗). Ainsi nous avons
 Vp′ (Σt) ≤ Vp∗(st) [17]
 De plus, par définition dep′, nous savons que :
 Vp′ (Σt) = Vp∗(st) [18]
 Nous démontrons ainsi queVp∗ ≤ Vp∗ [19]
 Soient deux étatss et s′ équivalents pourλ. Par définition de l’équivalence, on abien :
 ∀a ∈ A, r(s, a) = r(s′, a) [20]
 De plus, commeλ est défini à partir d’un observable exhaustif, on obtient pour toutadeA ets′′ deS :
 Ps′′|a, s [21]
 Ps′′|a, s′ [22]
 s et s′ remplissent bien les conditions du lemme 1. On peut alors construire une poli-tique adaptéep′ par p′(s) = p∗(s) oùs ∈ S est un élément de la classe d’équivalencedéfinie pars. Et comme d”après le lemme 1 l’utilité de chacun des éléments de laclasse d’équivalence des est identique et vautVp∗(s), on a bien :
 Vp′(s) = Vp∗(s) [23]
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 Par définition de la politique optimale surλ, on sait que :
 Vp′(s) ≤ Vp∗(s) [24]
 c’est-à-dire :Vp∗(s) ≤ Vp∗(s) [25]
 De équations [19] et [25], on tire que :
 Vp∗(s) = Vp∗(s) [26]
 ce qui termine la démonstration.
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 RÉSUMÉ.La problématique abordée dans cet article est celle de la conception automatiqued’agents autonomes devant résoudre des tâches complexes mettant en œuvre plusieurs objectifspotentiellement concurrents. Nous proposons alors une approche modulaire s’appuyant sur lesprincipes de la sélection d’action où les actions recommandées par plusieurs comportements debase sont combinées en une décision globale. Dans ce cadre, notre principale contribution estune méthode pour qu’un agent puisse définir et construire automatiquement les comportementsde base dont il a besoinvia des méthodes d’apprentissage par renforcement incrémentales.Nous obtenons ainsi une architecture très autonome ne nécessitant que peu de réglages. Cetteapproche est testée et discutée sur un problème représentatif issu du "monde des tuiles".
 ABSTRACT.The problem addressed in this article is that of automatically designing autonomousagents having to solve complex tasks involving several –andpossibly concurrent– objectives.We propose a modular approach based on the principles of action selection where the actionsrecommanded by several basic behaviors are combined in a global decision. In this framework,our main contribution is a method making an agent able to automatically define and build thebasic behaviors it needs through incremental reinforcement learning methods. This way, weobtain a very autonomous architecture requiring very few hand-coding. This approach is testedand discussed on a representative problem taken from the “tile-world”.
 MOTS-CLÉS :problèmes de décision markoviens, apprentissage par renforcement, motivationsmultiples.
 KEYWORDS:Markov Decision Problems, Reinforcement Learning, Multiple Motivations.
 RSTI - RIA – 19/2005. Apprentissage automatique, pages 603 à632
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 1. Introduction
 Un agent (Russellet al., 1995, Jenningset al., 1998) est défini ici comme uneentité immergée dans un environnement au sein duquel cette entité cherche à atteindreun objectif qui lui est propre. Dans ce but, l’agent interagit avec son environnement :il le perçoit et peut agir sur celui-ci, comme illustré sur lafigure 1.
 ?
 Env
 action
 perception
 récompense
 Figure 1. Agent et son environnement liés à travers une boucle perception/action
 Dans nos travaux, nous cherchons à concevoir de manière automatisée des agentsse trouvant dans des milieux à la fois inconnus, incertains et partiellement observés(l’état précis du système agent+environnement n’est pas connu). Sous ces hypothèsesdifficiles, nous nous limitons à considérer des agents réactifs, adoptant un comporte-ment de type stimulus-action.
 Notre intérêt se porte sur la synthèse de ce comportement parl’utilisation de mé-thodes d’apprentissage par renforcement(A/R). Dans ce cadre, l’objectif assigné àun agent est défini par des récompenses lui indiquant quand unévénement considérécomme positif ou négatif survient. L’apprentissage par renforcement consiste pour unagent à renforcer les décisions qui lui permettent de maximiser les récompenses qu’ilreçoit. Si de nombreuses recherches ont déjà été conduites sur cette thématique, nousnous intéressons ici plus particulièrement à la situation dans laquelle un agent possèdeplusieurs motivations éventuellement conflictuelles.
 L’apprentissage par renforcement passe classiquement parle formalisme des pro-blèmes de décision markoviens (MDP). Si ceux-ci peuventa priori tenir compte dedifférentes motivations du moment qu’elles se traduisent par des fonctions de récom-penses additives (r = r1 + r2 + . . . ), il devient vite déraisonnable d’apprendre uncomportement dans de grands espaces d’états. Dans l’hypothèse que l’environnementest constitué d’objets en nombre variable et que les motivations courantes de l’agentdépendent des objets présents, une approche possible est celle des MDPrelationnels(Boutilier et al.,2001, Dzeroskiet al.,2001, Grettonet al.,2004) (voir figure 2). Mal-
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 heureusement, on ne peut aisément étendre cette approche dans le cas d’un agent avecobservations partielles et sans mémoire à court terme (agent à comportement réactif),situation dans laquelle il faut chercher une politique stochastique, donc difficilementreprésentable par des outils de logique comme ceux utiliséspar l’A/R relationnel.
 BA C BC
 AD
 Figure 2. Les approches relationnelles pour l’apprentissage par renforcement per-mettent entre autres d’utiliser la même connaissance pour mettre le bloc[A sur[Cdans le cas de gauche que pour mettre[C sur [B ou[D (même couleurs) dans lecas de droite. Dans ce second cas, on a deux motivations concurrentes : mettre[Csur[B ou mettre[C sur[D1.1. Approche : sélection d’action et apprentissage par renforcement
 L’apprentissage par renforcement relationnel classique répondant mal au problèmede la prise de décision avec motivations multiples et en milieu partiellement observé(sans mémoire à court terme), nous avons orienté nos recherches vers des méthodesheuristiques de combinaison de comportements (on parle de sélection d’action (Tyr-rell, 1993), voir section 2.3) pour voir comment elles peuvent entrer dans la conceptiond’un agent par apprentissage par renforcement.
 Suivant les mêmes principes que (Humphrys, 1996), nous employons une archi-tecture de sélection d’action dans laquelle un agent connaît différents comportementsde bas niveau (que nous appelonscomportements de base) et doit choisir une actiond’après l’utilité/la préférence que lui associent ces comportements de base. De précé-dents travaux dans le domaine de l’A/R pour la sélection d’action se sont concentrés :
 – soit sur l’adaptation du processus de combinaison de comportements de base(Buffet et al.,2002),
 – soit sur l’apprentissage/l’amélioration de comportements de base sélectionnésau préalables (Humphrys, 1996, Buffetet al.,2003).
 Alors que ces travaux proposent de fournir à l’agent des comportements sélec-tionnés manuellement, notre objectif est que l’agent puisse définirde lui-mêmelescomportements de base dont il a besoin pour prendre de bonnesdécisions, de ma-nière :
 – à compléter, voire remplacer des choix intuitifs de ces comportements, et
 – à automatiser autant que possible la conception.
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 Pour cela, nous suggérons de donner à l’agent les moyens d’apprendre, partantde zéro, ces comportements. Ceci signifie non seulement apprendre à accomplir unetâche donnée, mais aussi et surtoutdéterminer quelles tâches apprendre.
 Ce type d’apprentissage est rendu possible dans le cadre général de l’apprentis-sage par renforcement grâce à un nouveau mécanisme de sélection d’action (décrit etétudié en détails dans (Buffetet al.,2003)) qui permet à un agent de combiner de ma-nière adaptative des comportements de base en un comportement complexe efficace.Nous montrons que ce même mécanisme peut être utilisé par l’agent pour établir si lenouveau comportement appris, plus complexe, mérite d’êtreemployé comme unnou-veau comportement de base dans le processus de sélection d’action futur. Ainsi, sansconnaissances préalables, notre agent fait croître de manière incrémentale son propreensemblede comportements de base répondant à ses besoins et buts.
 1.2. Cadre de travail
 Afin d’éviter de possibles méprises, clarifions aussi dès à présent les bases de notrearchitecture d’agent :
 – l’agent ne connaît pas de modèle de la dynamique de son environnement et nel’observe que partiellement. Les buts de l’agent sont représentés par un signal de ré-compense scalaire dépendant de l’action et de l’état de l’agent ;
 – l’agent a un ensemble de comportements de base, chacun répondant à un but/unemotivation simple. En outre, chaque comportement de base est de type stimulus-réaction, guidé par la seule observation courante (pas de mémoire à court terme) ;
 – dans une situation donnée (perception + choix d’un objectif), l’agent utilise l’in-formation (principalement l’utilité des actions) de ses divers comportements de basepour décider de l’action à effectuer.
 1.3. Exemples
 Voici deux exemples de problèmes auxquels notre travail s’applique. Le premierest un problème applicatif (qui nécessiterait une mise en forme plus complète), et lesecond servira à valider l’approche proposée.
 Assistant personnel intelligent
 Un certain nombre de projets actuels visent à rendre notre environnement (mai-son, ville, entreprise) “intelligent”. Un outil privilégié dans ce cadre est l’assistantpersonnel (PDA), outil informatique portatif que l’on va doter ici de la capacité decommuniquer avec d’autres appareils l’environnant.
 Au sein d’une maison, l’assistant pourrait être capable d’accomplir des tâches encombinant les capacités de différents appareils (afficher sur la télévision une imagestockée dans un appareil photo numérique par exemple). Maisles appareils dispo-
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 nibles ne sont pas toujours les mêmes d’un instant à l’autre,et l’assistant peut avoir àgérer différentes demandes à la fois.
 On se retrouve donc dans une situation avec plusieurs motivations simultanées,avec des objets (appareils) apparaissant/disparaissant de son environnement (selonqu’ils sont utilisés, déplacés...). Cela correspond précisément à la problématique quenous avons définie précédemment.
 Le monde des tuiles
 Pour illustrer notre approche et tester nos algorithmes, nous emploierons le clas-sique problème du monde des tuiles (voir (Joslinet al.,1993)). Dans celui-ci, tel quereprésenté sur la figure 3, l’agent doit pousser des tuiles dans des trous tout en évitantd’y tomber lui-même. Intuitivement, il faut pour cela deux comportements de base :pousser des tuiles dans des trous, et éviter des trous.
 Avec notre algorithme d’apprentissage, un agent devrait apprendre seul quels com-portements de base sont réellement utiles pour résoudre cette tâche complexe.
 Dans ce cadre, le monde des tuiles est des plus intéressants car :
 – il fait apparaître des comportements aussi bien positifs (essayer de pousser untuile dans un trou) que négatifs (éviter les trous) ;
 – l’un des comportements implique de manipuler plus d’un objet, ce qui évite dese limiter à des interactions trop simples ;
 – des objets peuvent avoir plusieurs “rôles” : une tuile peutn’être qu’un obstacledans certaines situations, ou pourrait être placée dans plusieurs trous disponibles.
 Nous verrons tout cela à travers les expérimentations.
 O2
 O1
 O3
 agent
 trou tuiles
 Figure 3. Une scène avec quelquesobjets : la tâche globale est une com-binaison de sous-tâches
 O2 O3
 O2
 O1
 O2
 +
 +
 évite trou
 pousse tuile
 pousse tuile
 1.4. Organisation de l’article
 Pour présenter notre algorithme de définition automatique de comportements debase, nous commençons par définir de manière plus précise la notion demotivation
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 et revenons sur les outils que sont l’apprentissage par renforcement et la sélectiond’action (section 2). Ensuite la section 3 introduit la notion decomportement de base,avant d’expliquer comment des comportements de base sont combinés en de nouveauxcomportements, ces derniers étant des nouveaux comportements de base potentiels.Le processus d’apprentissage d’un ensemble de comportements de base lui-même estprésenté dans la section 4, expérimenté et analysé en section 5. Une discussion surnotre algorithme et quelques travaux futurs conclut cet article.
 2. Préliminaires
 Après avoir introduit quelques notations utiles, cette section présente la notionde motivation, puis revient sur les principaux outils employés dans notre approche :sélection d’action et apprentissage par renforcement.
 2.1. Perception : de l’état à l’observation
 Nous considérons un système constitué d’un agent et de l’environnement dans le-quel il évolue, l’environnement étant composé d’objets de types définis et reconnais-sables par l’agent. A chaque instant, l’état du système est donné par l’état de l’agentet des objets du système. L’agent ne perçoit que partiellement le système à traversune liste de percepts liés à chaque objet. Ainsi, un agent perçoit la scène courante (lapartie du système qui lui est accessible) comme uneobservationqui est un ensembled’objetstypésdéfinis par leurspercepts.
 En notantT l’ensemble des types d’objets présents dans le système, nous allonsspécifier quelques concepts utilisés par la suite :
 – objet perçuobj : défini par son type et la perception courante que l’agent en a:obj = [t, per] où t ∈ T. Nous noteronst(obj) et O(obj) le type et la perceptioncourante de l’objet ;
 – observationo : ensemble d’objets (typés) actuellement perçus par l’agent : o =obji ;
 – configurationc : une configuration est un sous-ensemble ordonné d’objets del’observation. L’ordre est important, car deux objets de même type peuvent avoir desrôles différents ;
 – type de configurationCT : un type de configurationCT = 〈t1, . . . tn〉 est uneliste de types d’objets (non nécessairement uniques). Celanous permet de définir unopérateurCT qui extrait d’une observation donnéeo toutes les configurationscompa-tiblesavec le type de configuration :CT (o) = c ⊆ o telle qu’il existe une applicationbijectivem : CT → c ;
 – observation d’une configuration : liste des perceptions associées avec les objetsd’une configurationc : o(c) = (O(obj), obj ∈ c).
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 2.2. Motivation liée à un comportement
 L’architecture dont nous souhaitons doter notre agent suppose que celui-ci con-naisse un certain nombre de comportements dits “de base” répondant chacun à unemotivation. En ce sens, il faut en premier lieu définir ce qui constitue une motivation,puisqu’un comportement sera simplement le résultat d’un apprentissage guidé par unemotivation.
 Un premier aspect est naturellement lié aux signaux de récompense. Pour ne pasêtre trop restrictifs, une première caractéristique d’unemotivation sera un sous-ensem-ble (non vide) parmi l’ensemble des signaux de récompense élémentaires disponibles.Dans le cas du monde des tuiles, cela revient à choisir un ou deux signaux de récom-pense parmi les deux disponibles : un pour pousser des tuilesdans des trous (noté+)et un pour éviter des trous (noté−).
 Les comportements que nous pouvons concevoir étant lié à un nombre fixe de per-ceptsi.e.d’objets dans notre exemple), il nous faut aussi préciser les types et nombresdes objets à prendre en compte (ces types étant instanciés dans un monde donné). Sil’agent ne vise qu’à pousser des tuiles dans des trous, il peut être intéressant pour luide considérer un trou et deux tuiles simultanément, sans quoi l’une des deux tuilespeut devenir un obstacle non-perçu.
 Dans le présent article, une motivationm est ainsi décrite par :
 1) r = re1, . . . , rek un sous-ensemble de signaux de récompense élémentaireset
 2) CT = 〈t1, . . . tn〉 un type de configuration,
 ce qui est représenté sur la figure 4. Cette motivation va guider des approches d’ap-prentissage par renforcement.
 récompense positive
 (pousse tuile dans trou)
 type de
 configuration(1 trou, 2 tuiles)
 +
 Figure 4. Une représentation schématique d’une motivation pour 1 trou, 2 tuiles etune récompense positive (+) quand une tuile est poussée dans un trou.La position relative des objets n’a aucune sorte d’importance. Seuls leur type et leurnombre comptent
 2.3. Sélection d’action
 La sélection d’action pose le problème très général de choisir l’action à accom-plir face à différents buts parallèles qui peuvent être hétérogènes et même conflic-tuels, et répond donc en ce sens à la problématique que nous nous posons. Mais si les
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 éthologues ont étudié ce problème en profondeur, leurs modèles s’avèrent difficiles àimplémenter, comme l’explique Toby Tyrrell (Tyrrell, 1993).
 2.3.1. Problème posé
 Un grand nombre de modèles de sélection d’action mis en œuvreévaluent la qua-lité d’une action par rapport aux divers buts de haut niveau,se basant sur une sommepondérée de diverses quantités. Le processus obtenu peut être vu comme la consulta-tion de divers experts pour prendre une décision faisant un compromis entre leurs avis(voir figure 5). Dans notre cas, il va falloir identifier dans l’environnement courant lesmotivations présentes (comme définies dans la section 2.2) pour associer à chacuneun comportement de base qui jouera le rôle d’expert.
 Agent
 évitant trou
 Environnement
 poussant tuile
 dans trou
 Agent
 contrôleur
 O1O2O2s(t) T (; )(: : : )
 Figure 5. Une schéma d’architecture de sélection d’action pour le monde des tuiles.Le “contrôleur” doit faire un compromis entre les propositions des différents experts
 Pour éviter la tâche laborieuse de régler manuellement un grand nombre de para-mètres associés à ce processus de pesée et de sélection d’actions, diverses approchesd’apprentissage par renforcement(A/R) ont été étudiées (voir (Lin., 1992, Humphrys,1996) par exemple). Le présent article se situe dans cette lignée, proposant une ap-proche innovante pour atteindre une plus grande automatisation de la conception del’agent. Comme nous l’avons déjà dit en introduction, des méthodes existent déjà pourapprendre les comportements de base (l’A/R classique peut suffire) et pour adapterleur combinaison (l’A/R permet aussi d’optimiser les paramètres du contrôleur). Nousproposons en plus detrouver quels comportements de base sont utiles.
 2.3.2. Notre cadre de sélection d’action
 Dans sa thèse (Tyrrell, 1993), Toby Tyrrell a fait une analyse des différentes ca-ractéristiques principales des architectures de sélection d’action. Nous en tirons deuxchoix importants pour notre propre architecture :
 – le processus de sélection d’action est de type “flux-libre”: l’action choisie peutêtre différente des actions recommandées par les comportements de base. L’agent estcapable de combiner les comportements en unenouvelledécision (ex : une action peut
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 être classée deuxième par tous les experts, et faire ainsi l’unanimité).Ceci s’oppose aux processus “winner-takes-all” oùunexpert (donc un comportement)est élu et prend seul la décision ;
 – de plus, on ne peut raisonnablement obtenir un contrôleur déterministe, prenanttoujours la même décision face à une observation donnée. On risquerait alors trop faci-lement de rester bloqué dans une situation à laquelle la réponse associée est mauvaise.Il est donc préférable de travailler avec des comportementsstochastiques.Ce problème est similaire à celui des problèmes de décision markovienspartiellementobservablesdans lesquels la propriété de Markov est perdue (voir section 2.4).
 2.4. Notre cadre d’apprentissage par renforcement
 2.4.1. Problèmes de décision markoviens partiellement observables
 Le problème que nous voulons résoudre dans le cadre de l’apprentissage par ren-forcement (Kaelblinget al., 1996) peut se formaliser comme un problème de déci-sion markovien partiellement observable (POMDP) (Littmanet al.,1995, Cassandra,1998). Cette généralisation des problèmes de décision markoviens (MDP) (Suttonetal., 1998, Bertsekaset al.,1996, Puterman, 1994) prend explicitement en compte lefait que le système n’est que partiellement perçu par l’agent qui cherche à le contrôler.
 Comme schématisé en figure 6, un POMDP est défini par un uplet〈S,A, T ,Ω,O, r〉. Ici, S est un ensemble fini d’états du système,Ω un ensemblefini d’observationspossibles etA un ensemble fini d’actions. La dynamique dusystème est décrite par unefonction de transition T : S × A × S → [0, 1] oùT (s, a, s′) = Pr(St+1 = s′|At = a, St = s), et le lien entre état et observation setraduit par lafonction d’observationO(s, o) = Pr(Ot = o|St = s). Enfin,r est uneapplication deS × A dansR qui définit larécompenseobtenue par le système aprèschaque transition d’état.
 L’agent, qui n’a accès qu’aux observations, doit trouver une politique d’action(par exemple sous la formeπ : Ω→ Π(A)) qui optimise une mesure de performancebasée sur la récompense appelée valeur et notéeV . Typiquement, la valeur peut être lasomme des récompenses sur un horizon fini, la somme pondérée de ces récompensessur un horizon infini (
 ∑∞t=0 γ
 trt où γ ∈ [0, 1)), ou la récompense moyenne obtenuependant une transition (i.e.pendant un pas de temps).
 Dans le cas où l’observation du système est totale (une observation correspondsans équivoque à un état), il a été prouvé qu’il existe au moins une politique optimaledéterministe et l’agent peut alors la trouver (Puterman, 1994). Si, comme dans notrecas, l’agent ne connaît pas la dynamique du système, il peut directement apprendreune politique optimale (en utilisant leQ-learning (Watkins, 1989) ou SARSA (Suttonet al.,1998) par exemple) à partir de ses expériences.
 Toutefois, dans notre situation, un agent ne perçoit que desobservations partielleset, desonpoint de vue, le problème de décision n’est pas markovien. Ilpeut donc ne
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 pas y avoir de politique déterministe parmi les solutions optimales. Les algorithmesde programmation dynamique mentionnés précédemment ne sont plus adaptés à cenouveau cadre, mais peuvent être remplacés par des algorithmes de recherche directede politiques tels que la descente de gradient en ligne que nous avons utilisée (due à(Baxteret al.,2001a, Baxteret al.,2001b)).
 Xt−1
 Yt−1
 At−1
 Xt
 Yt
 At
 Xt+1
 Figure 6. Modèle graphique d’un POMDP. Les flèches pointillées indiquent que lechoix d’une action dépend de l’état courant. Ici, les états sont cachés (représentésavec un fond blanc), contrairement aux observations et actions (fond gris). Les ré-compenses ne sont pas représentées, afin de garder une figure lisible.Note : les décisions prises ne sont ici dépendantes que de l’observation courante
 L’apprentissage est d’autant plus difficile dans ces nouvelles conditions, du fait depossibles optima locaux dans lesquels l’agent peut tomber définitivement. Les lecteursintéressés peuvent se référer à (Littmanet al.,1995) et (Singhet al.,1994) sur le sujetde l’utilisation dans un cadrepartiellementobservable d’algorithmes dédiés à un cadretotalementobservable, et à (Jaakkolaet al.,1994) pour une alternative à la descentede gradient.
 2.4.2. La descente de gradient de Baxter et Bartlett
 Sans entrer dans les détails de cette descente de gradient en-ligne, nous décrivonsici succinctement son principe et les conditions dans lesquelles elle a été utilisée.
 Comme proposé dans (Baxteret al.,2001a, Baxteret al.,2001b), une politiqueπdépend d’un ensemble de paramètresΘ. Ceci conduit à une valeur espéréeV (πΘ) =V (Θ). La descente de gradient permet d’obtenir une politiquelocalementoptimale encherchant unΘ∗ qui annule le gradient∇V (Θ).
 L’ensemble de paramètres que nous choisissons estΘ = θ(o, a), (o, a) ∈ Ω ×A, où toutθ(o, a) est un paramètre à valeurs réelles. La politique est définie par lesprobabilités d’effectuer l’actiona quando est observé par :
 πΘ(o, a) =eθ(o,a)
 ∑b∈A eθ(o,b)
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 A l’aide de cet algorithme, la donnée d’une motivation (définie en section 2.2)permet d’apprendre la politique qui servira au comportement de base correspondantdans notre mécanisme de sélection d’action (introduit en section 2.3).
 3. Combiner des comportements de base
 Nous présentons ici brièvement le mécanisme de sélection d’action (apprentissageet combinaison de comportements) utilisé dans cet article.Différentes variantes ont étéenvisagées, dont une analyse est faite dans (Buffet, 2003) (ainsi qu’une présentationplus complète).
 3.1. Comportements de base
 Pour une motivation donnée, tout algorithme d’A/R adapté aux observations par-tielles peut être utilisé. Il n’est requis que d’avoir une motivation, c’est à dire :
 – de définir une fonction de récompense “guide” (comme la somme de fonctionsde récompenses élémentaires sélectionnées), et
 – de construire la perception basée sur les observations desobjets (objets corres-pondants au type de configuration).
 Le premier résultat obtenu est une politique stochastique (à l’aide de l’algorithmevu en section 2.4.2). Néanmoins, il faudra mémoriser d’autres informations pour faireusage de ce “comportement”. De la motivation de départ, on varetenir le type deconfiguration (qui servira à trouver les objets adéquats dans l’environnement), maispas la fonction de récompense : on se contentera de la fonction qualitéQ (qui aideraà peser l’importance du comportement en fonction de l’espérance de gain).
 Un comportementb est ainsi défini par un uplet〈CTb , Pb, Qb〉, où :
 1) CTb est le type de configuration : l’uplet des types d’objets impliqués dans le
 comportement ;
 2) Pb(a|o(c)) est la politique de décision stochastique. A toute observation d’uneconfiguration, elle associe une distribution de probabilité sur les actions ;
 3) Qb(o(c), a) est laQ-table de cette politique, donnant l’espérance de récom-pense actualisée d’une paire (observation, action).
 Un tel comportement répond à une motivation donnée. Mais notre objectif est detrouver un ensemble de comportements qui puissent être combinés ensemble pourprendre une décision. Ces comportements sélectionnés sontnomméscomportementsde base, notésbb (acronyme de “basic behavior”) et constituent un ensemble notéB.Avant de voir comment choisir cet ensemble, la prochaine section présente le proces-sus de sélection d’action utilisé.
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 3.2. Principe de notre architecture de sélection d’action
 La prise de décision consiste en deux étapes. D’abord, l’agent doit identifier lesensembles d’objets déclenchant des comportements de base.Ensuite, les décisionsstochastiques correspondantes sont combinées en une seulefaisant un compromis.
 La figure 3 illustre ce processus avec seulement deuxbb intuitifs :
 1) bp qui considère une tuile et un trou, et la récompense pour pousser une tuiledans un trou, et
 2) be qui considère un trou, et la récompense pour tomber dans un trou.
 On a alors deux raisons pour utiliserbp : les configurations (uplets d’objets)cfg1 = 〈O1, O2〉 et cfg2 = 〈O3, O2〉, et une raison pour utiliserbe : la configurationcfg3 = 〈O2〉. A chaque paire(bb, cfg) sont associées une distribution de probabilitésur les actions et lesQ-valeurs associées, tout cela étant employé pour calculer unedistribution de probabilité finale à appliquer, comme montré sur la figure 7.
 (bp, cfg1)
 (bp, cfg2)
 (be, cfgk)
 Pbp(·|o(cfg1)), Qbp ...
 Pbp(·|o(cfg2)), Qbp ...
 Pbe(·|o(cfgk)), Qbe ...
 Combinaiso
 n
 Politique immediate
 Figure 7. Comment obtenir une distribution de probabilité sur les actions avec lestrois paires(bb, cfg) identifiées
 Les deux sections suivantes décrivent plus en détail les principales opérations quesont la décomposition de la scène et la combinaison de comportement elle-même.
 3.2.1. Décomposition de la scène
 L’objectif de cette décomposition est de trouver quels sontles comportements debase applicables dans une situation donnée.
 L’environnement de l’agent est constitué d’objets typés (tels que les trous et tuilesde la figure 3). L’observation de l’agent est un ensemble d’objets perçus dans l’envi-ronnement. Chaque comportement de base n’est concerné que par certains types d’ob-jets. Ainsi, ils sont “instanciés” en les associant avec desconfigurations (cfg), i.e.dessous-ensembles d’objets de types appropriés. Cela amène à une décomposition de lascène en un ensembleBC(o) de paires(comportement de base, configuration).Revenant à la figure 3, nous avons ici trois telles paires :(be, 〈O2〉), (bp, 〈O1, O2〉) et(bp, 〈O3, O2〉).
 Nous avons vu comment chaque scène est décomposée en paires(bb, cfg). On aune politique de décision stochastique (Pbb()) pour chaque paire. Et, comme chaque
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 observation est associée avec une observationo(cfg), chaque paire fournit une distri-bution de probabilité sur les actionsPbb(a|o(cfg)).
 3.2.2. Combinaison pondérée de comportements de base
 Chaque comportement de basebb deBC(o) identifié lors de la décomposition dela scène est associé avec une politique d’actionPbb() et une qualitéQbb(). Avec cesdonnées, l’étape de combinaison consiste à calculer une nouvelle distribution de pro-babilité sur les actions, déterminant ainsi la politique réelle immédiate de l’agent.
 La combinaison peut prendre des formes diverses. Celle que nous avons employéeici dépend d’un ensembleΘ = (θ1, · · · , θn) de paramètres et est exprimée par laformule suivante (oùC(b, o) est l’ensemble des configurations observées liées àb) :
 Pr(a|o) = 1
 K.
 1
 k(o,a)
 ∑
 b∈Beθb︸︷︷︸
 à apprendre
 [∑
 c∈C(b,o)
 |Qb(o, c, a)|.Pb(o, c, a)
 ︸ ︷︷ ︸déjà connu
 ]
 ( aveck(o,a) =∑
 (b,c)∈BC(o)
 wb(o, c, a) =∑
 (b,c)∈BC(o)
 eθb.|Qb(o, c, a)| )
 Apprentissage des poids
 La politique combinée globale ne dépend que de l’ensembleΘ de paramètres,lesquels sont peu nombreux puisqu’il n’y a qu’un paramètre pour chaque compor-tement de base.
 Comme le réglage de ces poids est un problème d’optimisation(maximiser l’es-pérance du gain moyen), ces paramètres peuvent être appris par renforcement à l’aided’un recuit simulé. L’algorithme a juste à faire une bonne estimation de l’espérancedu gain moyen pour chaque jeu de paramètres.
 On notera que ce processus de sélection d’action est “extensible” puisqu’on peututiliser plusieurs instances d’un mêmebb sans apprendre de nouveaux paramètres.
 3.3. Problèmes ouverts
 L’algorithme que nous venons de brièvement présenter a été testé sur le mondedes tuiles dans (Buffetet al., 2002, Buffet, 2003) en employant deuxbb “intuitif-s” ([pousse tuile dans trou et [évite trou). Malgré de “bons résultats”,l’optimalité n’était pas atteinte et plusieurs limitations étaient citées. Nous insistonssur les suivantes :
 – Optima locaux. L’apprentissage de paramètres est difficile du fait des nombreuxoptima locaux vers lesquels le recuit simulé peut converger. De plus, cet apprentissage
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 reste long malgré le faible nombre de paramètres à apprendre: il faut prendre le tempsde bien évaluer le comportement obtenu avec un jeu de paramètres donné.
 – Méthode de combinaison. Combiner des avis de divers experts est un problèmetrès ouvert (voir (Genestet al.,1986) par exemple). Les différentes méthodes évaluéesdans (Buffet, 2003) reflètent en partie leur diversité et l’attention qu’il faut porter à cechoix. Nous considérons ici qu’une méthode satisfaisante aété choisie.
 – Choix des comportements de base. L’ensemble des comportements de basedisponibles a une grande influence sur les performances de l’algorithme de combinai-son. Desbb très généraux (souvent intuitifs) sont requis pour avoir unagent adaptable,mais d’autres, plus spécialisés, permettraient de répondre à des cas difficiles précis(voir les deux blocages de la figure 8). Choisir les comportements de base est précisé-ment le sujet du présent article.
 O3O2 O1 O2
 O1 O3
 a) Blocage avec1 tuile et 2 trous :Aucun des comportements de base nesuggère d’aller vers le sud
 b) Blocage avec2 tuiles et1 trou (et un murest) : Les deuxbb “pousse” suggèrent d’allerà l’ouest, alors que le bon choix serait le nord
 Figure 8. Dans les deux situations a) et b), aucun des comportements debase “intui-tifs” employés ne suggère une décision appropriée, d’où un long blocage de l’agent,et donc une grande perte d’efficacité
 4. Quels comportements de base utiliser ?
 4.1. Comment détecter un nouveau comportement de base
 En quelques mots, la construction d’un nouveau comportement de base à partird’un ensemble existant debb repose sur trois étapes :
 1) apprendre le meilleur comportement combiné pour une motivation donnée,
 2) essayer d’améliorer ce comportement et
 3) décider s’il sera alors utilisé comme un nouveau comportement de base.
 4.1.1. Apprendre à combiner des comportements de base
 Etant donné un ensemble de comportements de baseB = bb1, · · · , bbn, on saitdonc adapter efficacement la formule qui les combine en optimisant les paramètres deréglageθb. Le comportement résultant de ce processus d’apprentissage est uncompor-
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 tement combiné1 : cb = F(B,Θ) oùΘ = (θ1, · · · , θn) est un vecteur de paramètresappris de la taille deB.
 On constate malheureusement que les choix intuitifs de comportements de base nepermettent pas de répondre à certaines situations de blocage particulières (voir figure8), lesquelles sont peu nombreuses (faible pourcentage desétats possibles), mais fontperdre un temps précieux (fort pourcentage du temps de l’agent).
 4.1.2. Amélioration
 Sachant que seules peu de situations posent réellement problème, on en déduit quele comportement combinécb obtenu pour la motivationm = (r, CT ) choisie est trèsproche d’un comportement très efficace, et n’aurait besoin que de quelques correctionslocalisées. De là est venue l’idée de partir d’un tel comportement combiné pour ap-prendre unnouveau comportement de basenb, l’apprentissage ayant principalementà corriger les quelques décisions erronées qui font perdre le plus de temps2.
 Pour ce faire, une descente de gradient “par renforcement” en ligne (Baxteretal., 2001b) permet d’améliorer la politique du comportement combiné cb dont nousdisposons, même dans une cadre d’A/R non markovien tel que lenôtre. De la nouvellepolitique ainsi obtenue, nous pouvons dériver un nouveau comportement (noténb)avec la motivation et la qualité associées. Ce procédé est résumé dans l’algorithme 1et illustré par la figure 9.
 Algorithme 1 Améliorer un comportement combiné en un nouveau comportementEntrées: B un ensemble de comportements de base.
 Une motivationm = (r, CT ) (signaux de récompense + type de configuration).1: Adapter la combinaison desbb courants deB (pour la motivationm).
 Résultat :πcb politique associée àm.2: Apprendre par renforcement une nouvelle politique pourm, en partant deπcb.
 Résultat :π politique améliorée associée àm.3: En déduire la table deQ-valeurs associée à cette nouvelle politique.
 Résultat :Q.Sorties: Nouveau comportementnb associé àm
 (de politiqueπ et de table deQ-valeurs associéeQ).
 Les expérimentations effectuées (Buffetet al.,2002) montrent qu’il est largementpréférable de suivre cet algorithme plutôt que de faire un apprentissage partant dezéro. On peut ainsi dépasser des optima locaux (se contenterd’apprendre à éviter destrous dans notre cas), et l’apprentissage est largement accéléré.
 On peut en revanche se demander si l’on n’en apprend pas trop si seules quelquessituations sont problématiques. Malheureusement, il n’est pas évident de détecter ces
 1. Attention : un comportement combiné n’est pas un comportement comme défini en section3.1, ce n’est que le résultat d’une combinaison.2. cb etnb sont des acronymes de l’anglais “combined behavior” et “newbehavior”.
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 combinaison
 A/R
 B
 m cb
 πcb π
 Q
 Etant donné un ensemble de comporte-ments de baseB et une motivationm,on cherche d’abord un “comportementcombiné” cb pour n’en garder que lapolitique πcb. Puis on améliore cettepolitique par A/R pour obtenir un nou-veau comportement de politiqueπ.
 Figure 9. Schéma de principe de l’amélioration d’un comportement combiné
 situations, d’autant que l’on peut avoir des boucles comportementales dont l’agent nesait sortir. Une solution envisageable serait de comparerπcb avecπ pour voir ce quia été modifié par l’apprentissage par renforcement. Mais un autre aspect à considérerest le calcul desQ-valeurs : peut-on se contenter de retenir lesQ-valeurs associéesaux décisions nouvelles ? Nous laissons cette question en suspend, nous contentant dece nouveau comportement completnb.
 4.1.3. Nouveau comportement de base ? Un critère
 Supposant qu’il n’est pas évident que le nouveau comportementnb soit bien meil-leur que le comportement combinécb, la question qui se pose maintenant est de savoirsi l’utilisation denb comme comportement de base dans le mécanisme de sélectiond’action améliorerait le comportement global de l’agent.
 Nous proposons ici de baser cette décision sur une comparaison entre la qualitédu comportement combiné et celle du nouveau comportement. L’hypothèse suivie estque, si un comportement combiné est nettement amélioré par apprentissage, le nou-veau comportement obtenu apporte de nouvelles connaissances utiles.
 Si on appelle (Vcb) la qualité du comportement combiné et (Vnb) la qualité dunouveau comportement, le nouveau comportement est choisi comme nouveau com-portement de base (et ajouté à l’ensembleB) si :
 ( |Vcb − Vnb| > σs ) ∧(Permet d’éviter des erreurs dues à des estimations proches.)
 [ (Vcb < 0) ∧ (Vnb < σ− ∗ Vcb) ](Teste s’il y a une amélioration, même faible, d’un résultat.)
 ∨ [ (Vcb ≥ 0) ∧ (Vnb > σ+ ∗ Vcb) ] (Teste s’il y a une amélioration majeure d’un résultat positif.)
 NOTE. — Le calcul deV est délicat car il consiste en une estimation par méthodede Monte-Carlo (MacKay, 2003, chapitre 29). On laisse l’agent évoluer au sein de sonenvironnement en mesurant au fur et à mesure la récompense moyenne qu’il reçoit.Comme l’agent peut se retrouver bloqué assez longtemps danscertaines situations,
 154

Page 63
						

Développement de comportements 619
 une bonne estimation demande un temps relativement long pour que de tels blocagessoient pris en compte à leur juste valeur.
 Ce critère dépend de trois paramètres qui ont une grande influence sur l’algorithmegénéral, comme détaillé en section 4.2. Dans nos expérimentations, ils ont été réglésmanuellement. Un travail important serait de tester leur validité sur d’autres tâches, deregarder s’ils doivent être beaucoup modifiés d’une tâche à l’autre.
 4.2. Recherche des comportements de base utiles
 On cherche ici à automatiser le choix des comportements de base. Comme ex-pliqué en section 3.3, c’est une question majeure puisque lasélection intuitive decomportements de base “minimalistes” n’est pas suffisante.De plus, cette étape estrequise pour avoir un agent réellement autonome, demandantun minimum de travailde conception.
 Mais avant de présenter l’algorithme proposé, notons tout d’abord que l’on peutdoter l’ensemble des types de configurations d’une relationd’ordre partielle : un typede configurationCT
 a ayant au moins les mêmes types d’objets et en nombre au moinségal qu’un autre type de configurationCT
 b est “plus grand” que ce second type. Onpeut de même doter d’une relation d’ordre partielle l’ensemble des sous-ensembles defonctions de récompense élémentaires. Et, de là, on peut déduire une relation d’ordresur les motivations :ma > mb si et seulement siCT
 a > CTb et ra > rb.
 4.2.1. Principe
 Pour rechercher les comportements de base jugés utiles, nous proposons de con-struire incrémentalement un ensemble de comportements de base. Dans ce but, partantd’un ensemble vide, on y ajoute progressivement des comportements de plus en pluscomplexes, en utilisant desbb déjà sélectionnés pour en concevoir de nouveaux. Ceciconduit à construire un ensemble debb de complexité croissante. Or on vient de voirqu’on a une relation d’ordre partielle sur les motivations.Cette relation d’ordre im-plique que la “complexité” d’un comportement vient de deux sources (liées à la moti-vation associée à ce comportement) : la taille du type de configuration, et les fonctionsde récompense élémentaires choisies.
 Pour résumer les principes adoptés, un nouveau type de configuration étant choisi,les comportements correspondant aux possibles combinaisons de récompense sontappris et testés pour déterminer leur intérêt. La figure 10 illustre la progression selonles types de configuration : la complexité croît quand on descend dans l’arbre. Utilisantle processus décrit en section 4.1.3 pour sélectionner un nouveau comportement debase, la section suivante explique l’algorithme de croissance de l’arbre.
 4.2.2. Croissance de l’arbre
 Ne prenant en compte que les types de configurations, la relation d’ordre définiepermet de les organiser sous la forme d’un treillis dans lequel les descendants directs
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 d’un nœud donné ont chacun un type d’objet différent en plus.Mais faire une re-cherche de comportements de base utiles dans ce treillis pourrait s’avérer très onéreux.On va donc orienter cette recherche en créant progressivement l’arbre3 dans lequel estmenée l’exploration.
 On construit donc un arbre d’explorationde comportements de complexité crois-sante selon le nombre d’objets. Chaque nœud de l’arbre est lié à un type de configu-ration et est en fait un court sous-arbre des combinaisons derécompense possibles.A l’aide d’un parcours en largeur d’abord, on calcule le meilleur comportement pourchaque nœud, sur la base d’une combinaison desbb plus anciens (comme expliqué ensection 4.2.1). Chaque nouveau comportementnb est comparé à la combinaison cor-respondantecb (critère présenté en section 4.1.3) pour déterminer s’il doit être ajoutéà l’ensemble des comportements de base, l’arbre étant alorsdéveloppé à ce nœud parde nouveaux comportements à explorer.
 Revenant à l’exemple de la figure 10, l’arbre suit des types deconfigurations deplus en plus complexes, et à chacun d’eux correspond un sous-arbre des combinaisonsde récompenses possibles (“−” (respectivement “+”) pour la récompense négativepour l’évitement de trou (resp. la récompense positive pourpousser une tuile dans untrou), et “+−” qui combine les deux).
 4.2.3. Algorithme
 Avant de le tester, voyons une définition formelle de notre méthode à travers l’al-gorithme 2. Parmi les données requises par cet algorithme, on a :
 – pmax : Comme une croissance sans fin de l’arbre est possible, ce paramètre limitela profondeur de l’arbre ;
 – p : Les fils immédiats d’un nouveaubb ne sont pas les seuls dignes d’intérêtpour des explorations futures. Ainsi, ce second paramètre définit la profondeur dedéveloppement d’un nœud (voir laprofondeur de frangede (McCallum, 1995)) ;
 – Critere(·, ·) : critère d’évaluation des nouveaux comportements (section 4.1.3).
 Les expérimentations qui suivent incluent (section 5.2.1)une illustration du com-portement de cet algorithme sur le problème du monde des tuiles.
 5. Expérimentations
 5.1. Application au monde des tuiles
 5.1.1. Description du problème
 Le monde des tuiles est un domaine quadrillé dans lequel une case peut contenir untrou, une tuile ou un agent. L’agent (un seul est considéré) doit pousser des tuiles dansdes trous aussi souvent que possible, et évite de passer lui-même dans ces trous. Pour
 3. On parlera ici abusivement d’arbre même s’il s’agit en faitd’un graphe orienté acyclique.
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 Algorithme 2 Un arbre croissant de comportements de base
 Entrées: Critere(·, ·) : pour évaluer les nouveaux comportements.pmax : profondeur maximale de l’arbre.p : profondeur des sous-arbres développés.
 1: T arbre vide.B ensemble vide.2: Ajouter àT tous les comportements ayant de0 àp types d’objets.3: pour tout Comportementb encore à visiter (jusqu’à la profondeurpmax) faire4: Adapter la combinaison desbb courants deB :
 Vcb ← efficacité de ce comportement combinécb.5: Apprendreb par une recherche directe de politique (initialisée parcb) :
 Vnb ← efficacité de ce nouveau comportementnb.6: si Critere(Vcb, Vnb) = vrai alors7: Ajouter àT les fils deb ayant jusqu’àp types d’objets en plus.8: Marquerb comme[basique. L’ajouter àB.9: fin si
 10: Marquerb comme[visité.11: fin pourSorties: Un ensembleB de comportements de base retenus.
 détailler la simulation, l’agent peut aller librement dansun trou (et en sortir), maisrecevra alors une récompense négative. De plus, quand une tuile est poussée dans untrou, tuile et trou disparaissent pour réapparaître autre part sur la grille. Enfin, pouréviter quelques situations bloquantes, trous et tuiles ne peuvent être sur des cases dubord de la grille.
 Comme les exemples précédents le montrent (figure 3), une simple décomposi-tion du problème en comportements de base peut être faite intuitivement : 1-[évitertrou (be, 〈trou〉) et 2-[pousser tuile dans trou (bp, 〈tuile, trou〉). Ils se-ront utilisées comme référence pour notre génération d’un ensemble debb (notéBref ).
 5.1.2. Perceptions, actions et récompenses de l’agent
 L’agent voit toujours tous les objets de l’environnement. Le principe de localitén’en est pas moins respecté, du fait des perceptions imprécises (agent myope). Pourtout objetO de la scène, laperceptiondeO par l’agent donne :
 – direction(O) : donne la direction de l’objet(N-NE-E-SE-S-SO-O-NO), et
 – proche(O) : dit si l’objet est sur le carré de 9 cases centré sur l’agent(vrai/faux).
 Les seulesactionspossibles pour un agent sont de se déplacer d’une case vers lenord, le sud, l’est ou l’ouest (il ne peut demander à rester sur une case). Et pour finir,la récompensedonnée est+1 quand une tuile tombe dans un trou,−3 quand l’agentpasse dans un trou, et0 dans tout autre cas.
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 Revenant à la figure 3, les perceptions des 3 objets sont ici :O1 : proche(O1) = faux, direction(O1) = OO2 : proche(O2) = faux, direction(O2) = OO3 : proche(O3) = vrai, direction(O3) = S
 5.1.3. Méthodologie
 Tout d’abord, précisons que les paramètres apparaissant dans la description del’algorithme 2 de croissance d’arbre (y compris le critère de la section 4.1.3) ont étéréglés manuellement, et définis comme suit :
 σs = 500 σ− = 0, 9 σ+ = 2 pmax = 5 p = 2
 Pour analyser le comportement de l’algorithme proposé, lesexpérimentationsconduites prennent deux directions :
 1) appliquer l’algorithme de croissance d’arbre pour produire un ensemble decomportements de baseBarbre (dans une grille6× 6) et
 2) tester son efficacité dans diverses situations plus complexes (avec plus d’objets,et dans une grille8× 8 pouvant les accueillir).
 Les tests conduits dans cette seconde phase consistent à employer la combinaisondesbb résultants avec différents nombres de tuiles et de trous (jusqu’à cinq de chaque).La comparaison est alors faite avec les deuxbb “intuitifs” de référence (voir section5.1.1). L’efficacité d’une combinaison est mesurée à travers le gain total reçu pendant100 000 pas de simulation.
 5.2. Analyse
 5.2.1. Croissance de l’arbre
 La figure 10 montre l’arbre des comportements évalués qui a été développé parl’algorithme de croissance d’arbre. Les signes mis entre parenthèses indiquent que lecomportement lié à ce type de récompense et au type de configuration correspondanta été retenu comme comportement de base.
 Profitons d’abord de cette utilisation de l’algorithme sur un exemple pour décrireson fonctionnement (suivre sur la figure 10), sachant que l’arbre n’est que de hauteur1 (un objet au plus par nœud) au départ.
 – L’agent débute sans comportement de base, ce qui résulte endes déplacementsaléatoires (mouvement brownien). Placé d’abord dans un environnement sans objets(racine de l’arbre), il n’apprend rien, quels que soient lessignaux de récompenseconsidérés : son mouvement brownien fait aussi bien que toutce qu’il peut apprendred’autre.
 – On place ensuite ce même agent dans un environnement avec unobjet. Commen-çant avec un trou, il va se rendre compte qu’il peut apprendreun comportement utilepermettant d’éviter un trou mieux que ne le fait le mouvementbrownien (on retient le
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 comportement et étend l’arbre localement, ajoutant un troud’un côté, et une tuile del’autre). Par contre, considérer une seule tuile n’amène rien d’intéressant.
 – Les situations à deux objets contiennent toutes deux un trou. Si savoir éviter untrou (le premierbb retenu) permet d’en éviter deux, on peut par contre ici apprendre àpousser une tuile dans un trou. Cela donne un second comportement de base (et unenouvelle extension de l’arbre).
 – L’agent continue ainsi son apprentissage, ne réussissantà résoudre que l’une desdeux situations de blocage à 3 objets...
 +
 +−−
 +−(−)+ +
 +−−
 +−−
 (+)
 +−−
 (+)+
 +−−
 +
 +−−
 +
 +−−
 +
 +−−0
 les troisbb gardés
 tuile
 trou
 sous−arbre de récompenses
 type de configuration
 Figure 10. L’arbre des comportements testés et (entre parenthèses) ceux qui ont étégardés. Les arcs indiquent quels sous-arbres sont développés depuis chaque nœud,sachant que plusieurs nœuds pourraient être à l’origine du développement d’un mêmesous-arbre
 Les troisbb ainsi obtenus (ensembleBarbre) correspondent aux deuxbb intuitifs(deBref ) avec le comportement [1-trou/2-tuiles avec récompense “+”] “spécialisé”dans la résolution d’un blocage (montré figure 8 b)). L’arbregénéré semble satisfai-sant puisqu’ajouter le comportement “spécialisé” répond àune situation de blocagetypique.
 Pourtant, le comportement [2-trous/1-tuile, récompense “+”] qui résout un autreblocage (figure 8 a)) n’est pas ajouté à l’ensemble des comportements de base. En fait,l’amélioration des performances qu’il aurait amené ne satisfait pas le critère (Vnb ≃1, 5 ∗ Vcb < 2 ∗ Vcb), ce qui explique qu’il soit abandonné. Si l’on utilise un critère“plus souple” (σ+ = 1,3), les deuxbb spécialisés sont inclus dansB, ainsi que quatre
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 autres plus complexes. Cela amène d’autres difficultés, le processus d’apprentissagede combinaison étant plus complexe et sujet à tomber dans desoptima locaux, mêmesi chacun de ces comportements répond à une situation spécifique intéressante.
 5.2.2. Efficacité de l’arbre
 Pour donner une première idée du problème que pose le monde des tuiles, les fi-gures 11 a) et b) montrent l’efficacité obtenue par un agent sepromenant aléatoirement(mouvement brownien) d’une part, et un agent utilisant danschaque cas un apprentis-sage par renforcement simple (descente de gradient) d’autre part. Les axesx et y duplan horizontal indiquent le nombre de trous et de tuiles dans les situations évaluées(le nombre d’objets à gérer a contraint à étendre la grille à une taille de8 × 8). Surl’axe z est mesurée l’efficacité dans chaque situation (gain moyen sur 100 000 pasde temps). On constate qu’il s’avère très simple de beaucouptomber dans des troussans pousser la moindre tuile dans un trou (agent brownien),et que l’apprentissagepar renforcement, à part dans un monde très simple (une tuileet un trou), ne permetque d’éviter les trous.
 Les figures 11 c) et d) présentent l’efficacité des deux ensembles de comportementsde base :Bref etBarbre, pour pouvoir comparer le second (généré automatiquementpar notre algorithme) avec le premier (conçu à la main). Pourcertains points, desvaleurs numériques sont présentées dans le tableau 1.
 A première vue, les deux surfaces sont assez similaires, avec un pic commun dansla situation1-tuile/1-trou (à laquelle unbb “pousser” est dédié). Une amélioration im-portante (+30%) peut être observée pour2-tuiles/1-trou, ce qui était attendu puisqueBref et Barbre ne diffèrent que par le comportement gérant la motivation “pousser”correspondante. Toutefois, cette amélioration persiste avec un nombre croissant detuiles à pousser (résultats multipliés par2) selon l’axe des tuiles (voir figure 12).
 Considérant un nombre croissant de trous, les résultats de la figure 11 d) sonttoujours plus proches de la surface de référence 11 c). On a vuqu’un problème liéau critère empêche les améliorations dans ces cas à deux trous et plus. De plus, lesvariations que l’on peut observer sont partiellement dues àl’estimation de l’efficacité.
 5.2.3. Observation d’un critère plus souple
 La figure 11 e) montre les résultats obtenus avec le critère plus souple que nousavons déjà mentionné (Vnb > 1,3 ∗ Vcb) et une profondeur maximale de l’arbrepmax = 4. Ici, le comportement du nœud [2-trous/1-tuile avec récompense “+”]est maintenant retenu dans l’ensembleB. Cela produit sur l’axe des trous un gainsimilaire à celui observé auparavant sur l’axe des tuiles. Avec ce dernier ensembleB′
 arbre, l’agent peut même bénéficier des deux améliorations simultanément, commele montre le tableau 1. Ce même tableau illustre le fait qu’avoir desbb inutiles amèneune légère perte d’efficacité (voirBarbre dans les cas 2/1 ou 2/2, ouB′
 arbre dans le cas1/2). Elle s’explique par le fait que cesbb inutiles ne sont qu’un bruit ajouté dans lacombinaison, perturbant ainsi la prise de décision.
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 gain moyen pour 100,000 pas de temps
 1 2
 3 4
 5nombre de trous 1
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 5
 nombre de tuiles
 -30000
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 -20000
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 0
 efficacite
 a) déplacement aléatoire (brownien)
 gain moyen pour 100,000 pas de temps
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 b) apprentissage par renforcement simple
 gain moyen pour 100,000 pas de temps
 12
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 c) comportements de base deBref
 gain moyen pour 100,000 pas de temps
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 d) comportements de base deBarbre
 gain moyen pour 100,000 pas de temps
 12
 34
 5nombre de trous 1
 2
 3
 4
 5
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 4000
 6000
 8000
 10000
 efficacite
 e) comportements de base deB′arbre
 Notes :
 – a)B∅= mvt brownien.
 – b) Résultat avec un apprentissagepar renforcement (descente de gradient)partant de zéro dans chaque cas.
 – e) Tests identiques, mais avecB′arbre
 = Barbre + le comportement de base [2-trous/1-tuile avec la récompense “+”].
 Figure 11. Efficacité de la combinaison (avec différents ensembles de comportementsde base) ou de l’apprentissage par renforcement dans des situations plus complexes
 #trous/#tuiles Bref Barbre B′arbre
 1 / 2 3648,3 4747,5 4680,52 / 1 4137,8 4089,6 5660,82 / 2 3142,3 2807,5 3673,42 / 3 2369,6 2873,9 3356,43 / 2 2468,3 2190,3 3007,7
 Tableau 1.Comparaisondes efficacités des troisensembles. Avec plus decinq objets, le gain de-vient plus difficile à ap-précier
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 0
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 acite
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 BrefBarbre
 Figure 12. Comparaison des efficacités deBref et Barbre avec un trou et plusieurstuiles
 Si la profondeur maximale de l’arbre a été limitée ici àpmax = 4, c’est que sanscela l’algorithme trouve de trop nombreux comportements éligibles. En observant lescomportements des agents, on se rend compte qu’une combinaison de comportementsne perd pas de tempsquedans des situations bloquantes telles que celles qu’on a déjàvues, mais aussi dans des situationsindécises. En effet, si l’agent hésite entre deuxobjectifs de poids équivalents (deux tuiles possibles à pousser dans le même trou), ilrisque d’osciller.
 Si l’on regarde l’exemple de la figure 13 où un agent peut être attiré par deuxsources de nourritureN1 et N2, combiner deux instances d’un comportement allantvers une source de nourriture va laisser l’agent indécis, alors qu’apprendre un com-portement considérant lesdeuxsources de nourriture va lui permettre “d’apprendre àfixer son attention” (toujours sur la sourceN2 par exemple).
 N1 N2?
 ?
 N1 N2
 N2 N1
 a) La combinaison amène à hésiter etosciller
 b) L’apprentissage permet d’avoir un butpersistant
 Figure 13. Apparition d’un phénomène de persistance de l’attention
 162

Page 71
						

Développement de comportements 627
 6. Discussion, travaux similaires
 Si l’on revient aux motivations de notre travail, le but principal de la sélection d’ac-tion (être capable de faire face à de multiples tâches) a été atteint. Rappelons que lesoutils d’apprentissage par renforcement classiques ne s’avèrent pas capables de gérerplus d’une tuile et un trou simultanément (voir figure 11-b) ou les expérimentationsdans (Buffetet al.,2002)). Un agent utilisant l’A/R classique ne réussit qu’à éviter detomber dans les trous, ce qui s’observe par la surface gisantavec un gain nul, mis àpart le pic obtenu pour une tuile et un trou.
 Avec notre méthode, l’agent reste capable de se comporter correctement avec jus-qu’à 5 trous et 5 tuiles. C’est parce qu’elle n’essaye pas de résoudre plusieurs pro-blèmes (répondre à plusieurs motivations) à la fois sans avoir attaqué chaque problèmeindépendamment dans un premier temps que notre méthode s’ensort. Evidemment,il y a un compromis à trouver entre un nombre réduit de comportements de base (ap-prentissage plus rapide) et des performances élevées.
 Ce qui n’est pas encore automatisé
 Le résultat de notre algorithme dépend toujours de paramètres et en particulier d’uncritère heuristique. Les paramètres sont liés à l’exploration et à la croissance de l’arbrede comportements. Comme vu en section 5, l’influence du critère peut être décisive.Si l’on conserve ce type de critère, un processus plus intelligent serait d’adapter lesparamètresσ pour partir d’un critère souple et le voir se contraindre quand le nombrede comportements de base croît. Ainsi, de nouveaux comportements ne seraient ajou-tés que s’ils ont réellement un apport en termes de performances. Bien entendu, desvoies d’exploration importantes sont la recherche d’un critère plus pertinent ou celled’une façon d’automatiser le réglage des paramètres.
 Pour toujours considérer des aspects pratiques, notre approche n’appartient pascomplètement à l’apprentissage par renforcementavecou sansmodèle. Si l’algo-rithme élémentaire d’apprentissage utilisé (la descente de gradient) est dans la classe“sans modèle”, l’algorithme de croissance arborescente requiert le passage par un en-vironnement simulé (une forme de modèle), de manière à pouvoir conduire des expéri-mentations contrôlées. Parmi les apprentissagesavec simulation(Kearnset al.,2002),on peut citer les travaux de Péret et Garcia (Peretet al.,2004), lesquels ne nécessitentpas de mémoriser un modèle complet (états, transitions...)ou une politique complète,chose qui pourrait s’avérer irréaliste.
 Une simulation étant une forme de modèle du système, on se retrouve donc avecle problème d’obtenir un tel modèle dans le cas où l’on travaille sur une applicationréelle. Il faut alors l’intervention d’un concepteur humain ou l’utilisation d’une mé-thode d’apprentissage artificiel. On aborde là une autre vaste problématique d’unegrande difficulté.
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 Travaux similaires
 Notre approche a été présentée comme une alternative à l’apprentissage par ren-forcement relationnel dans un cadre partiellement observable. Cette idée pourrait êtrepoussée plus loin en comparant le comportement des deux approches (l’A/R relation-nel et la nôtre) sur des problèmes complètement observables. On devraita priori yvoir des points communs, mais aussi les limitations de notrecadre plus “souple”.
 Il serait intéressant de tester et comparer nos travaux sur des projets comparables.Le “house environment” conçu et utilisé dans (Humphrys, 1996) est un exemple quis’impose, du fait que le travail de Humphrys est aussi l’un des rares à combiner sé-lection d’action et apprentissage par renforcement. C’esttoutefois un problème à lafois :
 – plus simple (que notre monde des tuiles) parce qu’il n’y a pas besoin de plusieursinstances du même comportement de base, mais en même temps,
 – plus complexe à cause du facteur de branchement élevé qu’ilinduirait dansl’arbre d’exploration (dû à de nombreux types de récompenses (14) et d’objets (8)).
 De premiers résultats montrent que les premiers comportements de base apprissont différents desbb définis manuellement par Humphrys, mais nous n’avons pas lesrésultats complets pour comparer les performances globales des deux approches.
 En élargissant notre champ d’investigation, on peut distinguer deux principalessortes de hiérarchies dans les contrôleurs :
 – des hiérarchies “parallèles” comme la nôtre ou toutes celles relevant du domainede la sélection d’action – plusieurs motivations simultanées guidant l’agent, ce quiimplique de faire un compromis – , et
 – des hiérarchies “séquentielles” qui ne vont s’attaquer qu’à une tâche élémentaireà la fois, ces tâches (ex : trouver une clef) pouvant être les étapes d’une tâche de plushaut niveau (ouvrir une porte), seule cette dernière amenant une récompense.
 Les hiérarchies séquentielles sont plus courantes et mieuxmaîtrisées dans la me-sure où elles n’essayent pas de faire plusieurs choses à la fois. Dans le monde del’apprentissage par renforcement, on peut citer de nombreux travaux (Mahadevanetal., 1992, Kaelbling, 1993, Lin, 1993, Dayanet al.,1993, Parr, 1998, Hauskretchetal., 1998, Dietterich, 2000). Dans les deux problèmes, on retrouve la même difficultépour établir la hiérarchie elle-même. Les algorithmes proposés par Digney (Digney,1998) (nestedQ-learning) et Hengst (Hengst, 2002) (HEXQ), par exemple, permettentde construire des hiérarchies séquentielles, ce que nous faisons pour notre part dans lecadre de hiérarchies parallèles.
 En fait, dans notre travail, apprendre à la fois des comportements de base et com-ment les combiner a permis d’accroître l’autonomie de l’agent. Evidemment, la mainde l’homme est toujours requise, en particulier pour indiquer les différents types d’ob-jets et de récompenses liés à l’environnement. C’est aussi le cas dans (Digney, 1998),et semble inévitable du point de vue de (Urzelaiet al., 1998). Les travaux de ces
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 derniers visent précisément à trouver le juste équilibre entre conception manuelle etapprentissage artificiel pour concevoir efficacement des agents autonomes. Ils argu-mentent que l’humain est plus efficace pour définir des comportements de base, mêmes’ils sont grossiers et raffinés ultérieurement par l’agent. Notre travail, comme ceux de(Digney, 1998) voire de (Nehmzowet al.,1993), semble réduire la tâche du concep-teur humain : il n’a à fournir que des types de récompenses et de perceptions. Enfin, detelles approches sont à rapprocher du développement cognitif (Weng, 2002) par leuraspect incrémental (voir aussi chez l’humain (Piaget, 1967)).
 7. Conclusion
 Notre contribution. Nous avons présenté notre travail sur la conception de com-portements complexes pour des agents autonomes. Ce travailse situe dans un cadrede sélection d’action où un comportement complexe est la combinaison de compor-tements simples. Notre contribution principale concerne la conception automatiqued’un ensemble de comportements de base qui serviront à l’algorithme de combinai-son. Cette tâche est essentielle à la réalisation de comportements complexes et estaussi une première étape vers un méta-apprentissage : d’unecertaine manière, l’agentest capable de sélectionner les capacités dont il a besoin.
 L’agent n’a besoin que des signaux de renforcement et des types d’objets pré-sents dans l’environnement pour définir de manière incrémentale des comportementsde plus en plus complexes. La valeur ajoutée d’un nouveau comportement est utili-sée pour déterminer s’il viendra compléter l’ensemble des comportements de base del’agent, de manière à servir à l’avenir pour élaborer des comportements plus com-plexes. Ce processus itératif se termine quand il n’y a plus de comportements à consi-dérer.
 Validation. Notre algorithme a été testé sur le problème du monde des tuiles. Il afourni de bons résultats puisqu’il a été capable de proposerun ensemble de compor-tements plus complet que l’ensemble intuitif construit à lamain. De plus, il faut noterque les problèmes difficiles auxquels il a été confronté (du fait du nombre d’objetsprésents) ne peuvent être résolus par de l’A/R classique.
 Travaux futurs. Un certain nombre d’améliorations et de problèmes ouverts res-tent en suspend. Il est très important de travailler à un meilleur critère de sélectiondes comportements “pertinents”, le critère actuel étant une heuristique simple. Tes-ter nos algorithmes sur d’autres problèmes est aussi nécessaire pour déterminer plusprécisément ses capacités et mieux comprendre l’influence des quelques paramètresde l’algorithme qui sont toujours réglés manuellement. Enfin, comme l’efficacité del’algorithme de combinaison peut être affecté par la taillede l’ensemble des com-portements de base, ce processus de combinaison mériteraitd’être encore étudié etamélioré.
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 La capacité obtenue ici de répondre à plusieurs motivationssimultanées pourraitêtre des plus utiles au sein d’un système multi-agent coopérant (Jenningset al.,1998).En effet, un agent aura la possibilité d’interagir avec l’unou l’autre de ses congé-nères, voire avec plusieurs. On retrouve donc clairement cebesoin de pouvoir faire uncompromis entre différents objectifs possibles, et d’apprendre des tâches impliquantdes nombres variables de perceptions. Malheureusement, l’apprentissage par renforce-ment dans un cadre multi-agent est en lui-même déjà un problème des plus complexes(Dutechet al.,2001, Shohamet al.,2003). L’aborder avec l’approche présentée danscet article serait probablement très ambitieux.
 Une perspective intéressante serait que l’agent définisse de lui-même desabstrac-tions d’objets. Pour l’instant, les types d’objets dans l’environnement sont fournis àl’agent par un concepteur humain, mais nous pensons que la sélection de comporte-ments pourrait servir à catégoriser automatiquement les objets en classes (telles que“obstacles”, “but”, “à bouger”, etc). Ce serait une nouvelle étape vers un vrai méta-apprentissage et une plus grande autonomie des agents.
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 Abstract
 Decentralized planning in uncertain environments is a complex task generally dealt withby using a decision-theoretic approach, mainly through the framework of Decentralized Par-tially Observable Markov Decision Processes (DEC-POMDPs). Although DEC-POMDPSare a general and powerful modeling tool, solving them is a task with an overwhelmingcomplexity that can be doubly exponential. In this paper, we study an alternate formu-lation of DEC-POMDPs relying on a sequence-form representation of policies. From thisformulation, we show how to derive Mixed Integer Linear Programming (MILP) problemsthat, once solved, give exact optimal solutions to the DEC-POMDPs. We show that theseMILPs can be derived either by using some combinatorial characteristics of the optimalsolutions of the DEC-POMDPs or by using concepts borrowed from game theory. Throughan experimental validation on classical test problems from the DEC-POMDP literature, wecompare our approach to existing algorithms. Results show that mathematical program-ming outperforms dynamic programming but is less efficient than forward search, exceptfor some particular problems.The main contributions of this work are the use of mathematical programming for DEC-POMDPs and a better understanding of DEC-POMDPs and of their solutions. Besides,we argue that our alternate representation of DEC-POMDPs could be helpful for designingnovel algorithms looking for approximate solutions to DEC-POMDPs.
 1. Introduction
 The framework of Decentralized Partially Observable Markov Decision Processes (DEC-POMDPs) can be used to model the problem of designing a system made of autonomousagents that need to coordinate in order to achieve a joint goal. Solving DEC-POMDPs is anuntractable task as they belong to the class of NEXP-complete problems (see Section 1.1).In this paper, DEC-POMDPs are reformulated into sequence-form DEC-POMDPs so asto derive Mixed Integer Linear Programs that can be solved using very efficient solversin order to design exact optimal solutions to finite-horizon DEC-POMDPs. Our mainmotivation is to investigate the benefits and limits of this novel approach and to get abetter understanding of DEC-POMDPs (see Section 1.2). On a practical level, we providenew algorithms and heuristics for solving DEC-POMDPs and evaluate them on classicalproblems (see Section 1.3).
 c©2010 AI Access Foundation. All rights reserved.
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 1.1 Context
 One of the main goals of Artificial Intelligence is to build artificial agents that exhibitintelligent behavior. An agent is an entity situated in an environment which it can perceivethrough sensors and act upon using actuators. The concept of planning, i.e., to selecta sequence of actions in order to reach a goal, has been central to the field of ArtificialIntelligence for years. While the notion of “intelligent behavior” is difficult to assess and tomeasure, we prefer to refer to the concept of “rational behavior” as formulated by Russelland Norvig (1995). As a consequence, the work presented here uses a decision-theoreticapproach in order to build agents that take optimal actions in an uncertain and partiallyunknown environment.
 We are more particularly interested in cooperative multi-agent systems where multipleindependent agents with limited perception of their environment must interact and coordi-nate in order to achieve a joint task. No central process with a full knowledge of the stateof the system is there to control the agents. On the contrary, each agent is an autonomousentity that must execute its actions by itself. This setting is both a blessing, as each agentshould ideally deal with a small part of the problem, and a curse, as coordination andcooperation are harder to develop and to enforce.
 The decision-theoretic approach to rational behavior relies mostly on the framework ofMarkov Decision Processes (MDP) (Puterman, 1994). A system is seen as a sequence ofdiscrete states with stochastic dynamics, some particular states giving a positive or negativereward. The process is divided into discrete decision periods; the number of such periodsis called the horizon of the MDP. At each of these periods, an action is chosen whichwill influence the transition of the process to its next state. By using the right actions toinfluence the transition probabilities between states, the objective of the controller of thesystem is to maximize its long term return, which is often an additive function of the rewardearned for the given horizon. If the controller knows the dynamics of the system, which ismade of a transition function and of a reward function, algorithms derived from the fieldof Dynamic Programming (see Bellman, 1957) allow the controller to compute an optimaldeterministic policy, i.e., a decision function which associates an “optimal” action to everystate so that the expected long term return is optimal. This process is called planning inthe MDP community.
 In fact, using the MDP framework, it is quite straightforward to model a problem withone agent which has a full and complete knowledge of the state of the system. But agents,and especially in a multi-agent setting, are generally not able to determine the completeand exact state of the system because of noisy, faulty or limited sensors or because of thenature of the problem itself. As a consequence, different states of the system are observedas similar by the agent which is a problem when different optimal actions should be taken inthese states; one speaks then of perceptual aliasing. An extension of MDPs called PartiallyObservable Markov Decisions Processes (POMDPs) deals explicitly with this phenomenonand allows a single agent to compute plans in such a setting provided it knows the conditionalprobabilities of observations given the state of the environment (Cassandra, Kaelbling, &Littman, 1994).
 As pointed out by Boutilier (1996), multi-agent problems could be solved as MDPsif considered from a centralized point of view for planning and control. Here, although
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 planning is a centralized process, we are interested in decentralized settings where everyagent executes its own policy. Even if the agents could instantly communicate their ob-servation, we consider problems where the joint observation resulting from such communi-cations would still not be enough to identify the state of the system. The framework ofDecentralized Partially Observable Markov Decision Processes (DEC-POMDP) proposedby Bernstein, Givan, Immerman, and Zilberstein (2002) takes into account decentralizationof control and partial observability. In a DEC-POMDP, we are looking for optimal jointpolicies which are composed of one policy for each agent, these individual policies beingcomputed in a centralized way but then independently executed by the agents.
 The main limitation of DEC-POMDPs is that they are provably untractable as theybelong to the class of NEXP-complete problems (Bernstein et al., 2002). Concretely, thiscomplexity result implies that, in the worst case, finding an optimal joint policy of a finitehorizon DEC-POMDP requires time that is exponential in the horizon if one always makegood choices. Because of this complexity, there are very few algorithms for finding exactoptimal solutions for DEC-POMDPs (they all have a doubly exponential complexity) andonly a few more that look for approximate solutions. As discussed and detailed in thework of Oliehoek, Spaan, and Vlassis (2008), these algorithms follow either a dynamicprogramming approach or a forward search approach by adapting concepts and algorithmsthat were designed for POMDPs.
 Yet, the concept of decentralized planning has been the focus of quite a large body ofprevious work in other fields of research. For example, the Team Decision Problem (Radner,1959), later formulated as a Markov system in the field of control theory by Anderson andMoore (1980), led to the Markov Team Decision Problem (Pynadath & Tambe, 2002). Inthe field of mathematics, the abundant literature on Game Theory brings a new way forlooking at multi-agent planning. In particular, a DEC-POMDP with finite horizon canbe thought as a game in extensive form with imperfect information and identical interests(Osborne & Rubinstein, 1994).
 Taking inspiration from the field of game theory and mathematical programming to de-sign exact algorithms for solving DEC-POMDPs is precisely the subject of our contributionto the field of decentralized multi-agent planning.
 1.2 Motivations
 The main objective of our work is to investigate the use of mathematical programming,more especially mixed-integer linear programs (MILP) (Diwekar, 2008), for solving DEC-POMDPs. Our motivation relies on the fact that the field of linear programming is quitemature and of great interest to the industry. As a consequence, there exist many efficientsolvers for mixed-integer linear programs and we want to see how these efficient solversperform in the framework of DEC-POMDPs.
 Therefore, we have to reformulate a DEC-POMDP to solve it as a mixed-integer linearprogram. As shown in this article, two paths lead to such mathematical programs, onegrounded on the work from Koller, Megiddo, and von Stengel (1994), Koller and Megiddo(1996) and von Stengel (2002), and another one grounded on combinatorial considerations.Both methods rely on a special reformulation of DEC-POMDPs in what we have called
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 sequence-form DEC-POMDPs where a policy is defined by the histories (i.e., sequences ofobservations and actions) it can generate when applied to the DEC-POMDP.
 The basic idea of our work is to select, among all the histories of the DEC-POMDP,the histories that will be part of the optimal policy. To that end, an optimal solution tothe MILP presented in this article will assign a positive weight to each history of the DEC-POMDP and every history with a non-negative weight will be part of the optimal policyto the DEC-POMDP. As the number of possible histories is exponential in the horizon ofthe problem, the complexity of a naive search for the optimal set of histories is doublyexponential. Therefore, our idea appears untractable and useless.
 Nevertheless, we will show that combining the efficiency of MILP solvers with some quitesimple heuristics leads to exact algorithms that compare quite well to some existing exactalgorithms. In fact, sequence-form DEC-POMDPs only need a memory space exponentialin the size of the problem. Even if solving MILPs can also be exponential in the size of theMILP and thus leads to doubly exponential complexity for sequence-form based algorithms,we argue that sequence-form MILPs compare quite well to dynamic programming thanksto optimized industrial MILP solvers like “Cplex”.
 Still, our investigations and experiments with Mathematical Programming for DEC-POMDPs do not solely aim at finding exact solutions to DEC-POMDPs. Our main moti-vation is to have a better understanding of DEC-POMDPs and of the limits and benefits ofthe mathematical programming approach. We hope that this knowledge will help decidingto what extent mathematical programming and sequence-form DEC-POMDPs can be usedto design novel algorithms that look for approximate solutions to DEC-POMDPs.
 1.3 Contributions
 In this paper we develop new algorithms in order to find exact optimal joint policies forDEC-POMDPs. Our main inspiration comes from the work of Koller, von Stegel andMegiddo that shows how to solve games in extensive form with imperfect information andidentical interests, that is how to find a Nash equilibrium for this kind of game (Koller et al.,1994; Koller & Megiddo, 1996; von Stengel, 2002). Their algorithms caused a breakthroughas the memory space requirement of their approach is linear in the size of the game whereasmore canonical algorithms required space that is exponential in the size of the game. Thisbreakthrough is mostly due to the use of a new formulation of a policy in what they call asequence-form.
 Our main contribution, as detailed in Section 3.3, is then to adapt the sequence-formintroduced by Koller, von Stegel and Megiddo to the framework of DEC-POMDPs (Kolleret al., 1994; Koller & Megiddo, 1996; von Stengel, 2002). As a result, it is possible toformulate the resolution of a DEC-POMDP as a special kind of mathematical programthat can still be solved quite efficiently: a mixed linear program where some variablesare required to be either 0 or 1. The adaptation and the resulting mixed-integer linearprogram is not straightforward. In fact, Koller, von Stegel and Megiddo could only findone Nash equilibrium in a 2-agent game. What is needed for DEC-POMDPs is to findthe set of policies, called a joint policy, that corresponds to the Nash equilibrium withthe highest value, finding “only” one Nash equilibrium – already a complex task – is notenough. Besides, whereas Koller, von Stegel and Megiddo algorithms could only be applied
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 to 2-agent games, we extend the approach so as to solve DEC-POMDPs with an arbitrarynumber of agents, which constitutes an important contribution.
 In order to formulate DEC-POMDPs as MILPs, we analyze in detail the structure ofan optimal joint policy for a DEC-POMDP. A joint policy in sequence-form is expressed asa set of individual policies that are themselves described as a set of possible trajectories foreach of the agents of the DEC-POMDP. Combinatorial considerations on these individualhistories, as well as constraints that ensure these histories do define a valid joint policy areat the heart of the formulation of a DEC-POMDP as a mixed linear program, as developpedin Sections 4 and 5. Thus, another contribution of our work is a better understanding ofthe properties of optimal solutions to DEC-POMDPs, a knowledge that might lead to theformulation of new approximate algorithms for DEC-POMDPs.
 Another important contribution of this work is that we introduce heuristics for boost-ing the performance of the mathematical programs we propose (see Section 6). Theseheuristics take advantage of the succinctness of the DEC-POMDP model and of the knowl-edge acquired regarding the structure of optimal policies. Consequently, we are able toreduce the size of the mathematical programs (resulting also in reducing the time taken tosolve them). These heuristics constitute an important pre-processing step in solving theprograms. We present two types of heuristics: the elimination of extraneous histories whichreduces the size of the mixed integer linear programs and the introduction of cuts in themixed integer linear programs which reduces the time taken to solve a program.
 On a more practical level, this article presents three different mixed integer linearprograms, two are more directly derived from the work of Koller, von Stegel and Megiddo(see Table 4 and 5) and a third one is based solely on combinatorial considerations on theindividual policies and histories (see Table 3). The theoretical validity of these formula-tions is backed by several theorems. We also conducted experimental evaluations of ouralgorithms and of our heuristics on several classical DEC-POMDP problems. We were thusable to confirm that our algorithms are quite comparable to dynamic programming exactalgorithms but outperformed by forward search algorithms like GMAA* (Oliehoek et al.,2008). On some problems, though, MILPs are indeed faster by one order of magnitude ortwo than GMAA*.
 1.4 Overview of this Article
 The remainder of this article is organized as follows. Section 2 introduces the formalism ofDEC-POMDP and some background on the classical algorithms, usually based on dynamicprograming. Then we expose our reformulation of the DEC-POMDP in sequence-form inSection 3 where we also define various notions needed by the sequence-form. In Section 4,we show how to use combinatorial properties of the sequence-form policies to derive a firstmixed integer linear program (MILP, in Table 3) for solving DEC-POMDP. By using gametheoretic concepts like Nash equilibrium, we take inspiration from previous work on gamesin extensive form to design two other MILPs for solving DEC-POMDP (Tables 4, 5). TheseMILPs are smaller in size and their detailed derivation is presented in Section 5. Ourcontributed heuristics to speed up the practical resolutions of the various MILPs makeup the core of Section 6. Section 7 presents experimental validations of our MILP-basedalgorithms on classical benchmarks of the DEC-POMDP literature as well as on randomly
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 built problems. Finally, Section 8 analyzes and discusses our work and we conclude thispaper with Section 9.
 2. Dec-POMDP
 This section gives a formal definition of Decentralized Partially Observed Markov DecisionProcesses as introduced by Bernstein et al. (2002). As described, a solution of a DEC-POMDP is a policy defined on the space of information sets that has an optimal value.This sections ends with a quick overview of the classical methods that have been developedto solve DEC-POMDPs.
 2.1 Formal Definition
 A DEC-POMDP is defined as a tuple D = 〈 I, S, Ai, P, Oi, G, R, T , α 〉 where:
 • I = 1, 2, · · · , n is a set of agents.
 • S is a finite set of states. The set of probability distributions over S shall be denotedby ∆(S). Members of ∆(S) shall be called belief states.
 • For each agent i ∈ I, Ai is a set of actions. A = ×i∈IAi denotes the set of jointactions.
 • P : S × A× S → [0, 1] is a state transition function. For each s, s′ ∈ S and for eacha ∈ A, P(s, a, s′) is the probability that the state of the problem in a period t is s′ if,in period t− 1, its state was s and the agents performed the joint action a. Thus, forany time period t ≥ 2, for each pair of states s, s′ ∈ S and for each joint action a ∈ A,there holds:
 P(s, a, s′) = Pr(st = s′|st−1 = s, at = a).
 Thus, (S, A, P) defines a discrete-state, discrete-time controlled Markov process.
 • For each agent i ∈ I, Oi is a set of observations. O = ×i∈IOi denotes the set of jointobservations.
 • G : A × S × O → [0, 1] is a joint observation function. For each a ∈ A, for eacho ∈ O and for each s ∈ S, G(a, s, o) is the probability that the agents receive thejoint observation o (that is, each agent i receives the observation oi) if the state ofthe problem in that period is s and if in the previous period the agents took the jointaction a. Thus, for any time period t ≥ 2, for each joint action a ∈ A, for each states ∈ S and for each joint observation o ∈ O, there holds:
 G(a, s, o) = Pr(ot = o|st = s, at−1 = a).
 • R : S ×A → R is a reward function. For each s ∈ S and for each a ∈ A, R(s, a) ∈ Ris the reward obtained by the agents if they take the joint action a when the state ofthe process is s.
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 • T is the horizon of the problem. The agents are allowed T joint-actions before theprocess halts.
 • α ∈ ∆(S) is the initial state of the DEC-POMDP. For each s ∈ S, α(s) denotes theprobability that the state of the problem in the first period is s.
 As said, S, A and P define a controlled Markov Process where the next state dependsonly on the previous state and on the joint action chosen by the agents. But the agentsdo not have access to the state of the process and can only rely on observations, generallypartial and noisy, of this state, as specified by the observation function G. From time totime, agents receive a non-zero reward according to the reward function R.
 s0 s1 st
 11o
 n1o
 a11
 an1
 a1t
 antnto
 1to
 an0
 a10
 s2
 Figure 1: DEC-POMDP. At every period t of the process, the environment is in statest, every agent i receives observations oti and decides of its action ati. The jointaction 〈at1, at2, · · · , atn〉 alters the state of the process.
 More specifically, as illustrated in Figure 1, the control of a DEC-POMDP by the nagents unfolds over discrete time periods, t = 1, 2, · · · ,T as follows. In each period t, theprocess is in a state denoted by st from S. In the first period t = 1, the state s1 is chosenaccording to α and the agents take actions a1i . In each period t > 1 afterward, each agenti ∈ I takes an action denoted by ati from Ai according to the agent’s policy. When theagents take the joint action at = 〈at1, at2, · · · , atn〉, the following events occur:
 1. The agents all obtain the same reward R(st, at).
 2. The state st+1 is determined according to the function P with arguments st and at.
 3. Each agent i ∈ I receives an observation ot+1i from Oi. The joint observation ot+1 =
 〈ot+11 , ot+1
 2 , · · · , ot+1n 〉 is determined by the function G with arguments st+1 and at.
 4. The period changes from t to t + 1.
 In this paper, the DEC-POMDP we are interested in have the following properties:
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 • the horizon T is finite and known by the agents;
 • agents cannot infer the exact state of the system from their joint observations (this isthe more general setting of DEC-POMDPs);
 • agents do not observe actions and observations of the other agents. They are onlyaware of their own observations and reward;
 • agents have a perfect memory of their past; they can base their choice of action onthe sequence of past actions and observations. We speak of perfect recall setting;
 • transition and observation functions are stationary, meaning that they do not dependon the period t.
 Solving a DEC-POMDPmeans finding the agents’ policies (i.e., their decision functions)to optimize a given criterion based on the rewards received. The criterion we will work withis called the cumulative reward and defined by:
 E
 [T∑
 t=1
 R(st, 〈at1, at2, . . . , atn〉)]
 (1)
 where E is the mathematical expectation.
 2.2 Example of DEC-POMDP
 The problem known as the “Decentralized Tiger Problem” (hereby denoted MA-Tiger),introduced by Nair, Tambe, Yokoo, Pynadath, and Marsella (2003), has been widely usedto test DEC-POMDPs algorithms. It is a variation of a problem previously introducedfor POMDPs (i.e., DEC-POMDPs with one agent) by Kaelbling, Littman, and Cassandra(1998).
 In this problem, we are given two agents confronted with two closed doors. Behind onedoor is a tiger, behind the other an escape route. The agents do not know which doorleads to what. Each agent, independently of the other, can open one of the two doors orlisten carefully in order to detect the tiger. If either of them opens the wrong door, thelives of both will be imperiled. If they both open the escape door, they will be free. Theagents have a limited time in which to decide which door to open. They can use this timeto gather information about the precise location of the tiger by listening carefully to detectthe location of the tiger. This problem can be formalized as a DEC-POMDP with:
 • two states as the tiger is either behind the left door (sl) or the right door (sr);
 • two agents, that must decide and act;
 • three actions for each agent: open the left door (al), open the right door (ar) andlisten (ao);
 • two observations, as the only thing the agent can observe is that they hear the tigeron the left (ol) or on the right (or).
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 The initial state is chosen according to a uniform distribution over S. As long as the doorremains closed, the state does not change but, when one door is opened, the state is resetto either sl or sr with equal probability. The observations are noisy, reflecting the difficultyof detecting the tiger. For example, when the tiger is on the left, the action ao producesan observation ol only 85% of the time. So if both agents perform ao, the joint observation(ol,ol) occurs with a probability of 0.85× 0.85 = 0.72. The reward function encourages theagents to coordinate their actions as, for example, the reward when both open the escapedoor (+20) is bigger than when one listens while the other opens the good door (+9). Thefull state transition function, joint observation function and reward function are describedin the work of Nair et al. (2003).
 2.3 Information Sets and Histories
 An information set ϕ of agent i is a sequence (a1.o2.a2.o3 · · · .ot) of even length in whichthe elements in odd positions are actions of the agent (members of Ai) and those in evenpositions are observations of the agent (members of Oi). An information set of length 0shall be called the null information set, denoted by ∅. An information set of length T −1shall be called a terminal information set. The set of information sets of lengths lessthan or equal to T − 1 shall be denoted by Φi.
 We define a history of agent i ∈ I to be a sequence (a1.o2. a2. o3 · · · .ot.at) of oddlength in which the elements in odd positions are actions of the agent (members of Ai) andthose in even positions are observations of the agent (members of Oi). We define the lengthof a history to be the number of actions in the history (t in our example). A history oflength T shall be called a terminal history. Histories of lengths less than T shall be callednon-terminal histories. The history of null length shall be denoted ∅. The informationset associated to an history h, denoted ϕ(h), is the information set composed by removingfrom h its last action. If h is a history and o an observation, then h.o is an information set.
 We shall denote by Hti the set of all possible histories of length t of agent i. Thus, H1
 i isjust the set of actions Ai. We shall denote by Hi the set of histories of agent i of lengthsless than or equal to T . The size ni of Hi is thus:
 ni = |Hi| =∑T
 t=1 |Ai|t|Oi|t−1 = |Ai|(|Ai||Oi|)T − 1
 |Ai||Oi| − 1. (2)
 The set HTi of terminal histories of agent i shall be denoted by Ei. The set Hi\HT
 i ofnon-terminal histories of agent i shall be denoted by Ni.
 A tuple 〈h1, h2, . . . , hn〉 made of one history for each agent is called a joint history. Thetuple obtained by removing the history hi from the joint history h is noted h−i and calledan i-reduced joint history.
 Example Coming back to the MA-Tiger example, a set of valid histories could be: ∅, (ao),(ao.ol.ao), (ao.or.ao), (ao.ol.ao.ol.ao), (ao.ol.ao.or.ar), (ao.or.ao.ol.ao) and (ao.or.ao.or.ar).Incidently, this set of histories corresponds to the support of the policy (i.e., the historiesgenerated by using this policy) of the Figure 2, as explained in the next section.
 337
 177

Page 86
						

Aras & Dutech
 2.4 Policies
 At each period of time, a policy must tell an agent what action to choose. This choicecan be based on whatever past and present knowledge the agent has about the process attime t. One possibility is to define an individual policy πi of agent i as a mapping frominformation sets to actions. More formally:
 πi : Φi −→ ∆(Ai) (3)
 Among the set Π of policies, three families are usually distinguished:
 • Pure policies. A pure or deterministic policy maps a given information set to oneunique action. The set of pure policies for the agent i is denoted Π. Pure policiescould also be defined using trajectories of past observations only since actions, whichare chosen deterministically, can be reconstructed from the observations.
 • Mixed policies. A mixed policy is a probability distribution over the set of purepolicies. Thus, an agent using a mixed policy will control the DEC-POMDP by usinga pure policy randomly chosen from a set of pure policies.
 • Stochastic policies. A stochastic policy is the more general formulation as it associatesa probability distribution over actions to each history.
 If we come back to the MA-Tiger problem (Section 2.2), Figure 2 gives a possible policyfor a horizon 2. As shown, a policy is classically represented by an action-observation tree.In that kind of tree, each branch is labelled by an observation. For a given sequence of pastobservations, one starts from the root node and follows the branches down to an actionnode. This node contains the action to be executed by the agent when it has seen thissequence of observations.
 Observation sequence ∅ ol or ol.ol ol.or or.ol or.orChosen action ao ao ao al ao ao ar
 ao
 ao
 ol
 al
 ol
 ao
 or
 ao
 or
 ao
 ol
 ar
 or
 Figure 2: Pure policy for MA-Tiger. A pure policy maps sequences of observations toactions. This can be represented by an action-observation tree.
 A joint policy π = 〈π1, π2, · · · , πn〉 is an n-tuple where each πi is a policy for agent i.Each of the individual policies must have the same horizon. For an agent i, we also definethe notion of an i-reduced joint policy π−i = 〈π1, · · · , πi−1, πi+1, · · · , πn〉 composed ofthe policies of all the other agents. We thus have that π = 〈πi, π−i〉.
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 2.5 Value Function
 When executed by the agents, every T -horizon joint policy generates a probability distri-bution over the possible sequences of reward from which one can compute the value of thepolicy according to Equation 1. Thus the value of the joint policy π is formally defined as:
 V (α, π) = E
 [T∑
 t=1
 R(st, at)|π, α]
 (4)
 given that the state in the first period is chosen according to α and that actions are chosenaccording to π.
 There is a recursive definition of the value function of a policy π that is also a way tocompute it when the horizon T is finite. This definition requires some concepts that weshall now introduce.
 Given a belief state β ∈ ∆(S), a joint action a ∈ A and a joint observation o ∈ O,let T (o|β, a) denote the probability that the agents receive joint observation o if they takejoint action a in a period t in which the state is chosen according to β. This probability isdefined as
 T (o|β, a) =∑
 s∈Sβ(s)
 ∑
 s′∈SP(s, a, s′)G(a, s′, o) (5)
 Given a belief state β ∈ ∆(S), a joint action a ∈ A and a joint observation o ∈ O , theupdated belief state βao ∈ ∆(S) of β with respect to a and o is defined as (for eachs′ ∈ S),
 βao(s′) =G(a,s′,o)[
 ∑s∈S β(s)P(s,a,s′)]
 T (o|β,a) if T (o|β, a) > 0 (6)
 βao(s′) = 0 if T (o|β, a) = 0 (7)
 Given a belief state β ∈ ∆(S) and a joint action a ∈ A, R(β, a) denotes∑
 s∈S β(s)R(s, a).Using the above definitions and notations, the value V (α, π) of π is defined as follows:
 V (α, π) = V (α, π,∅) (8)
 where V (α, π,∅) is defined by recursion using equations (9), (10) and (11), given below.These equations are a straight reformulation of the classical Bellman equations for finitehorizon problems.
 • For histories of null length
 V (α, π,∅) = R(α, π(∅)) +∑
 o∈OT (o|α, π(∅))V (απ(∅)o, π, o) (9)
 π(∅) denotes the joint action 〈π1(∅), π2(∅), · · · , πn(∅)〉 and απ(∅)o denotes theupdated state of α given π(∅) and the joint observation o.
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 • For non-terminal histories. For any α′ ∈ ∆(S), for each t of 1, . . . , T − 2, for eachtuple of sequences of t observations o1:T = 〈o1:T1 , o1:T2 , · · · , o1:Tn 〉 where o1:Ti ∈ ×TOi
 is a sequence of t observations of agent i ∈ I:
 V (α′, π, o1:T ) = R(α′, π(o1:T )) +∑
 o∈OT (o|α′, π(o1:T ))V (α′π(o1:T )o, π, o1:T .o) (10)
 α′π(o1:T )o is the updated state of α′ given the joint action π(o1:T ) and joint observationo = 〈o1, o2, · · · , on〉 and o1:T .o is the tuple of sequences of (t + 1) observations 〈o1:T1 .o1,o1:T2 .o2, · · · , o1:Tn .on〉.
 • For terminal histories. For any α′ ∈ ∆(S), for each tuple of sequences of (T - 1)observations o1:T−1 = 〈o1:T−1
 1 , o1:T−12 , · · · , o1:T−1
 n 〉:
 V (α′, π, o1:T−1) = R(α, π(o1:T−1)) =∑
 s∈Sα′(s)R(s, π(o1:T−1)) (11)
 An optimal policy π∗ is a policy with the best possible value, verifying:
 V (α, π∗) ≥ V (α, π) ∀π ∈ Π. (12)
 An important fact about DEC-POMDPs, based on the following theorem, is that we canrestrict ourselves to the set of pure policies when looking for a solution to a DEC-POMDP.
 Theorem 2.1. A DEC-POMDP has at least one optimal pure joint policy.
 Proof: See proof in the work of Nair et al. (2003).
 2.6 Overview of DEC-POMDPs Solutions and Limitations
 As detailed in the work of Oliehoek et al. (2008), existing methods for solving DEC-POMDPs with finite-horizon belong to several broad families: “brute force”, alternatingmaximization, search algorithms and dynamic programming.
 Brute Force The simplest approach for solving a DEC-POMDP is to enumerate allpossible joint policies and to evaluate them in order to find the optimal one. However, sucha method becomes quickly untractable as the number of joint policies is doubly exponentialin the horizon of the problem.
 Alternating Maximization Following Chades, Scherrer, and Charpillet (2002) and Nairet al. (2003), one possible way to solve DEC-POMDPs is for each agent (or each small groupof agents) to alternatively search for a better policy while all the other agents freeze theirown policy. Called alternating maximization by Oliehoek and alternated co-evolution byChades this method guarantees only to find a Nash equilibria, that is a locally optimal jointpolicy.
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 Heuristic Search Algorithms The concept was introduced by Szer, Charpillet, andZilberstein (2005) and relies on heuristic search for looking for an optimal joint policy,using an admissible approximation of the value of the optimal joint policy. As the searchprogresses, joint policies that will provably by worse that the current admissible solution arepruned. Szer et al. used underlying MDPs or POMDPs to compute the admissible heuristic,Oliehoek et al. (2008) introduced a better heuristic based on the resolution of a BayesianGame with a carefully crafted cost function. Currently, Oliehoek’s method called GMAA*(for Generic Multi-Agent A*) is the quickest exact method on a large set of benchmarks.But, as every exact method, it is limited to quite simple problems.
 Dynamic Programming The work from Hansen, Bernstein, and Zilberstein (2004)adapts solutions designed for POMDPs to the domain of DEC-POMDPs. The generalidea is to start with policies for 1 time step that are used to build 2 time step policiesand so on. But the process is clearly less efficient that the heuristic search approach as anexponential number of policies must be constructed and evaluated at each iteration of thealgorithm. Some of these policies can be pruned but, once again, pruning is less efficient.
 As exposed in more details in the paper by Oliehoek et al. (2008), several others ap-proaches have been developed for subclasses of DEC-POMDPs. For example, special set-tings where agents are allowed to communicate and exchange informations or settings wherethe transition function can be split into independant transition functions for each agent havebeen studied and found easier to solve than “generic” DEC-POMDPs.
 3. Sequence-Form of DEC-POMDPs
 This section introduces the fundamental concept of policies in “sequence-form”. A newformulation of a DEC-POMDP is thus possible and this leads to a Non-Linear Program(NLP) the solution of which defines an optimal solution to the DEC-POMDP.
 3.1 Policies in Sequence-Form
 A history function p of an agent i is a mapping from the set of histories to the interval[0, 1]. The value p(h) is the weight of the history h for the history function p. A policy πidefines a probability function over the set of histories of the agent i by saying that, for eachhistory hi of Hi, p(hi) is the conditional probability of hi given an observation sequence(o0i .o
 1i . · · · .oti) and πi.
 If every policy defines a policy function, not every policy function can be associated toa valid policy. Some constraints must be met. In fact, a history function p is a sequence-form policy for agent i when the following constraints are met:
 ∑
 a∈Ai
 p(a) = 1, (13)
 −p(h) +∑
 a∈Ai
 p(h.o.a) = 0, ∀h ∈ Ni, ∀o ∈ Oi, (14)
 where h.o.a denotes the history obtained on concatenating o and a to h. This definitionappears in a slightly different form as Lemma 5.1 in the work of Koller et al. (1994).
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 Variables: x(h), ∀h ∈ Hi,
 ∑
 a∈Ai
 x(a) = 1 (15)
 −x(h) +∑
 a∈Ai
 x(h.o.a) = 0, ∀h ∈ Ni, ∀o ∈ Oi (16)
 x(h) ≥ 0, ∀h ∈ Hi (17)
 Table 1: Policy Constraints. This set of linear inequalities, once solved, provide a validsequence-form policy for the agent i. That is, from the weights x(h), it is possibleto define a policy for the agent i.
 A sequence-form policy can be stochastic as the probability of choosing action a in theinformation set h.o is p(h.o.a)/p(h). The support S(p) of a sequence-form policy is madeof the set of histories that have a non-negative weight, i.e. S(p) = h ∈ Hi | p(h) > 0. Asa sequence-form policy p defines a unique policy π for an agent, a sequence-form policy willbe called a policy in the rest of this paper when no ambiguity is present.
 The set of policies in the sequence-form of agent i shall be denoted by Xi. The set ofpure policies in the sequence-form shall be denoted by Xi ⊂ Xi.
 In a way similar to the definitions of Section 2.4, we define a sequence-form jointpolicy as a tuple of sequence-form policies, one for each agent. The weight of the jointhistory h = 〈hi〉 of a sequence-form joint policy 〈p1, p2, · · · , pn〉 is the product
 ∏i∈I pi(hi).
 The set of joint policies in the sequence-form ×i∈IXi shall be denoted by X and the set ofi-reduced sequence-form joint policy is called X−i.
 3.2 Policy Constraints
 A policy of agent i in the sequence-form can be found by solving a set of linear inequalities(LI) found in Table 1. These LI merely implement the definition of a policy in the sequence-form. The LI contains one variable x(h) for each history h ∈ Hi to represent the weight ofh in the policy. A solution x∗ to these LI constitutes a policy in the sequence-form.
 Example In the Section E.1 of the Appendices, the policy constraints for the decentralizedTiger problem are given for 2 agents and a horizon of 2.
 Notice that in the policy constraints of an agent, each variable is only constrained to benon-negative whereas by the definition of a policy in sequence-form, the weight of a historymust be in the interval [0, 1]. Does it mean that a variable in a solution to the policyconstraints can assume a value higher than 1? Actually, the policy constraints are suchthat they prevent any variable from assuming a value higher than 1 as the following lemmashows.
 Lemma 3.1. In every solution x∗ to (15)-(17), for each h ∈ Hi, x∗(h) belongs to the [0, 1]
 interval.
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 Proof: This can be shown by forward induction.Every x(h) being non-negative (see Eq. (17)), it is also the case for every action a of
 Ai. Then, no x(a) can be greater than 1 otherwise constraint (15) would be violated. So,∀h ∈ H1
 i , (i.e. ∀a ∈ Ai), we have x(h) belong to [0, 1].If every h of Ht
 i is such that x(h) ∈ [0, 1], the previous reasoning applied using constraint(16) leads evidently to the fact that x(h) ∈ [0, 1] for every h of Ht+1
 i .Thereby, by induction this holds for all t.
 Later in this article, in order to simplify the task of looking for joint policies, the policyconstraints LI will be used to find pure policies. Looking for pure policies is not a limitationas finite-horizon DEC-POMDPs admit deterministic policies when the policies are definedon information set. In fact, pure policies are needed in two of the three MILPs we buildin order to solve DEC-POMDPs, otherwise their derivation would not be possible (seeSections 4 and 5.4).
 Looking for pure policies, an obvious solution would be to impose that every variablex(h) belongs to the set 0, 1. But, when solving a mixed integer linear program, it isgenerally a good idea to limit the number of integer variables as each integer variable isa possible node for the branch and bound method used to assign integer values to thevariables. A more efficient implementation of a mixed integer linear program is to takeadvantage of the following lemma to impose that only the weights of the terminal historiestake 0 or 1 as possible values.
 Lemma 3.2. If in (15)-(17), (17) is replaced by,
 x(h) ≥ 0, ∀h ∈ Ni (18)
 x(h) ∈ 0, 1, ∀h ∈ Ei (19)
 then in every solution x∗ to the resulting LI, for each h ∈ Hi, x∗(h) = 0 or 1. We willspeak of a 0-1 LI.
 Proof: We can prove this by backward induction. Let h be a history of length T - 1.Due to (16), for each o ∈ Oi, there holds,
 x∗(h) =∑
 a∈Ai
 x∗(h.o.a). (20)
 Since h is a history of length T - 1, each history h.o.a is a terminal history. Due to Lemma3.1, x∗(h) ∈ [0, 1]. Therefore, the sum on the right hand side of the above equation is alsoin [0, 1]. But due to (19), each x∗(h.o.a) ∈ 0, 1. Hence the sum on the right hand sideis either 0 or 1, and not any value in between. Ergo, x∗(h) ∈ 0, 1 and not any value inbetween. By this same reasoning, we can show that x∗(h) ∈ 0, 1 for every non-terminalhistory h of length T - 2, T - 3, · · · , 1.
 To formulate the linear inequalities of Table 1 in memory, we require space that is onlyexponential in the horizon. For each agent i ∈ I, the size of Hi is
 ∑Tt=1 |Ai|t|Oi|t−1. It is
 then exponential in T and the number of variables in the LP is also exponential in T . Thenumber of constraints in the LI of Table 1 is
 ∑T−1t=0 |Ai|t|Oi|t, meaning that the number of
 constraints of the LI is also exponential in T .
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 3.3 Sequence-Form of a DEC-POMDP
 We are now able to give a formulation of a DEC-POMDP based on the use of sequence-formpolicies. We want to stress that this is only a re-formulation, but as such will provide uswith new ways of solving DEC-POMDPs with mathematical programming.
 Given a “classical” formulation of a DEC-POMDP (see Section 2.1), the equivalentsequence-form DEC-POMDP is a tuple 〈I, Hi, Ψ, R〉 where:
 • I = 1, 2, · · · , n is a set of agents.
 • For each agent i ∈ I, Hi is the set of histories of length less than or equal to T forthe agent i, as defined in the previous section. Each set Hi is derived using the setsAi and Oi.
 • Ψ is the joint history conditional probability function. For each joint history j ∈ H,Ψ(α, j) is the probability of j occurring conditional on the agents taking joint actionsaccording to it and given that the initial state of the DEC-POMDP is α. This functionis derived using the set of states S, the state transition function P and the jointobservation function G.
 • R is the joint history value. For each joint history j ∈ H, R(α, j) is the value ofthe expected reward the agents obtain if the joint history j occurs. This function isderived using the set of states S, the state transition function P, the joint observationfunction G and the reward function R. Alternatively, R can be described as a functionof Ψ and R.
 This formulation folds S, P and G into Ψ and R by relying on the set of histories. Wewill now give more details about the computation of Ψ and R.
 Ψ(α, j) is the conditional probability that the sequence of joint observations receivedby the agents till period t is (o1(j).o2(j).· · · . ot−1(j)) if the sequence of joint actionstaken by them till period t - 1 is (a1(j). a2(j). · · · . at−1(j)) and the initial state of theDEC-POMDP is α. That is,
 Ψ(α, j) = Prob.(o1(j).o2(j). · · · .ot−1(j)|α, a1(j).a2(j). · · · .at−1(j)) (21)
 This probability is the product of the probabilities of seeing observation ok(j) given theappropriate belief state and action chosen at time k, that is:
 Ψ(α, j) =t−1∏
 k=1
 T (ok(j)|βk−1j , ak(j)) (22)
 where βkj is the probability distribution on S given that the agents have followed the joint
 history j up to time k, that is:
 βkj (s) = Prob.(s|o1(j).a1(j). · · · .ok(j)). (23)
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 Variables: xi(h), ∀i ∈ I, ∀h ∈ Hi
 Maximize∑
 j∈ER(α, j)
 ∏
 i∈Ixi(ji) (27)
 subject to
 ∑
 a∈Ai
 xi(a) = 1, ∀i ∈ I (28)
 −xi(h) +∑
 a∈Ai
 xi(h.o.a) = 0, ∀i ∈ I, ∀h ∈ Ni, ∀o ∈ Oi (29)
 xi(h) ≥ 0, ∀i ∈ I, ∀h ∈ Hi (30)
 Table 2: NLP. This non-linear program expresses the constraints for finding a sequence-form joint policy that is an optimal solution to a DEC-POMDP.
 Regarding the value of a joint history, it is defined by:
 R(α, j) = R(α, j)Ψ(α, j) (24)
 where
 R(α, j) =
 t∑
 k=1
 ∑
 s∈Sβk−1j (s)R(s, ak(j)). (25)
 Thus, V(α, p), the value of a sequence-form joint policy p, is the weighted sum ofthe value of the histories in its support:
 V(α, p) =∑
 j∈Hp(j)R(α, j) (26)
 with p(j) =∏
 i∈I pi(ji).
 3.4 Non-Linear Program for Solving DEC-POMDPs.
 By using the sequence-form formulation of a DEC-POMDP, we are able to express jointpolicies as sets of linear constraints and to assess the value of every policy. Solving a DEC-POMDP amounts to finding the policy with the maximal value, which can be done with thenon-linear program (NLP) of Table 2 where, once again, the xi variables are the weights ofthe histories for the agent i.
 Example An example of the formulation of such an NLP can be found in the Appendices,in Section E.2. It is given for the decentralized Tiger problem with 2 agents and an horizonof 2.
 The constraints of the program form a convex set, but the objective function is notconcave (as explained in appendix A). In the general case, solving non-linear program is
 345
 185

Page 94
						

Aras & Dutech
 very difficult and there are no generalized method that guarantee finding a global maximumpoint. However, this particular NLP is in fact a Multilinear Mathematical Program (seeDrenick, 1992) and this kind of programs are still very difficult to solve. When only twoagents are considered, one speaks of bilinear programs, that can be solved more easily(Petrik & Zilberstein, 2009; Horst & Tuy, 2003).
 An evident, but inefficient, method to find a global maximum point is to evaluate all theextreme points of the set of feasible solutions of the program since it is known that everyglobal as well as local maximum point of a non-concave function lies at an extreme point ofsuch a set (Fletcher, 1987). This is an inefficient method because there is no test that tellsif an extreme point is a local maximum point or a global maximum point. Hence, unlessall extreme points are evaluated, we cannot be sure of having obtained a global maximumpoint. The set of feasible solutions to the NLP is X, the set of T -step joint policies. Theset of extreme points of this set is X, the set of pure T -step joint policies, whose number isdoubly exponential in T and exponential in n. So enumerating the extreme points for thisNLP is untractable.
 Our approach, developed in the next sections, is to linearize the objective function ofthis NLP in order to deal only with linear programs. We will describe two ways for doingthis: one is based on combinatorial consideration (Section 4) and the other is based ongame theory concepts (Section 5). In both cases, this shall mean adding more variables andconstraints to the NLP, but upon doing so, we shall derive mixed integer linear programsfor which it is possible to find a global maximum point and hence an optimal joint policyof the DEC-POMDP.
 4. From Combinatorial Considerations to Mathematical Programming
 This section explains how it is possible to use combinatorial properties of DEC-POMDPsto transform the previous NLP into a mixed integer linear program. As shown, this mathe-matical program belongs to the family of 0-1 Mixed Integer Linear Programs, meaning thatsome variables of this linear program must take integer values in the set 0, 1.
 4.1 Linearization of the Objective Function
 Borrowing ideas from the field of Quadratic Assignment Problems (Papadimitriou & Stei-glitz, 1982), we turn the non-linear objective function of the previous NLP into a linearobjective function and linear constraints involving new variables z that must take integervalues. The variable z(j) represents the product of the xi(ji) variables.
 Thus, the objective function that was:
 maximize∑
 j∈ER(α, j)
 ∏
 i∈Ixi(ji) (31)
 can now be rewritten as
 maximize∑
 j∈ER(α, j)z(j) (32)
 where j = 〈j1, j2, · · · , jn〉.
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 We must ensure that there is a two way mapping between the value of the new variablesz and the x variables for any solution of the mathematical program, that is:
 z∗(j) =∏
 i∈Ix∗i (ji). (33)
 For this, we will restrict ourself to pure policies where the x variables can only be 0 or 1.In that case, the previous constraint (33) becomes:
 z∗(j) = 1 ⇔ x∗i (ji) = 1, ∀i ∈ I (34)
 There, we take advantage on the fact that the support of a pure policy for an agent i iscomposed of |Oi|T−1 terminal histories to express these new constraints. On the one hand,to guarantee that z(j) is equal to 1 only when enough x variables are also equal to 1, wewrite:
 n∑
 i=1
 xi(ji)− nz(j) ≥ 0, ∀j ∈ E . (35)
 On the other hand, to limit the number of z(j) variables that can take a value of 1, we willenumerate the number of joint terminal histories to end up with:
 ∑
 j∈Ez(j) =
 ∏
 i∈I|Oi|T−1. (36)
 The constraints (35) would weight heavily on any mathematical program as there wouldbe one constraint for each terminal joint history, a number which is exponential in n andT . Our idea to reduce this number of constraints is not to reason about joint historiesbut with individual histories. An history h of agent i is part of the support of the solutionof the problem (i.e., xi(h) = 1) if and only if the number of joint histories it belongs to(∑
 j′∈E−iz(〈h, j′〉)) is ∏
 k∈I\i |Ok|T−1. Then, we suggest to replace the∏ |Ei| constraints
 (35)
 n∑
 i=1
 xi(ji)− nz(j) ≥ 0, ∀j ∈ E . (35)
 by the∑ |Ei| constraints
 ∑
 j′∈E−i
 z(〈h, j′〉) =
 ∏k∈I |Ok|T−1
 |Oi|T−1xi(h)
 = xi(h)∏
 k∈I\i|Ok|T−1, ∀i ∈ I, ∀h ∈ Ei. (37)
 4.2 Fewer Integer Variables
 The linearization of the objective function rely on the fact that we are dealing with purepolicies, meaning that every x and z variable is supposed to value either 0 or 1. As solvinglinear programs with integer variables is usually based on the “branch and bound” technique
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 Variables:xi(h), ∀i ∈ I, ∀h ∈ Hi
 z(j), ∀j ∈ E
 Maximize∑
 j∈ER(α, j)z(j) (38)
 subject to:
 ∑
 a∈Ai
 xi(a) = 1, ∀i ∈ I (39)
 −xi(h) +∑
 a∈Ai
 xi(h.o.a) = 0, ∀i ∈ I, ∀h ∈ Ni, ∀o ∈ Oi (40)
 ∑
 j′∈HT−i
 z(〈h, j′〉) = xi(h)∏
 k∈I\i|Ok|T−1, ∀i ∈ I, ∀h ∈ Ei (41)
 ∑
 j∈Ez(j) =
 ∏
 i∈I|Oi|T−1 (42)
 xi(h) ≥ 0, ∀i ∈ I, ∀h ∈ Ni (43)
 xi(h) ∈ 0, 1, ∀i ∈ I, ∀h ∈ Ei (44)
 z(j) ∈ [0, 1], ∀j ∈ E (45)
 Table 3: MILP. This 0-1 mixed integer linear program finds a sequence-form joint policythat is an optimal solution to a DEC-POMDP.
 (Fletcher, 1987), for efficiency reasons, it is important to reduce the number of integervariables in our mathematical programs.
 As done in Section 3.2, we can relax most x variables and allow them to take non-negativevalues provided that the x values for terminal histories are constrained to integer values.Furthermore, as proved by the following lemma, these constraints on x also guarantee thatz variables only take their value in 0, 1.
 We eventually end up with the following linear program with real and integer variables,thus called an 0-1 mixed integer linear program (MILP). The MILP is shown in Table 3.
 Example In Section E.3 of the Appendices, an example if such MILP is given for theproblem of the decentralized Tiger for 2 agents and an horizon of 2.
 Lemma 4.1. In every solution (x∗, z∗) to the MILP of Table 3, for each j ∈ E, z∗(j) iseither 0 or 1.
 Proof: Let (x∗, z∗) be a solution of MILP. Let,
 S(z) = j ∈ E|z∗(j) > 0 (46)
 Si(xi) = h ∈ Ei|x∗i (h) = 1, ∀i ∈ I (47)
 Si(z, j′) = j ∈ E|j−i = j′, z∗(j) > 0, ∀i ∈ I, ∀j′ ∈ E−i (48)
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 Now, due to (42) and (45), |S(z)| ≥ ∏i∈I |Oi|T−1. By showing that |S(z)| ≤ ∏
 i∈I |Oi|T−1,we shall establish that |S(z)| = ∏
 i∈I |Oi|T−1. Then due to the upper bound of 1 on each zvariable, the implication will be that z∗(j) is 0 or 1 for each terminal joint history j thusproving the statement of the lemma.
 Note that by Lemma (3.2), for each agent i, x∗i is a pure policy. Therefore, we have that|Si(x)| = |Oi|T−1. This means that in the set of constraints (41), an i-reduced terminaljoint history j′ ∈ E−i will appear on the right hand side not more than |Oi|T−1 times whenin the left hand side, we have x∗i (h) = 1. Thus, ∀j′ ∈ E−i,
 |Si(z, j′)| ≤ |Oi|T−1. (49)
 Now, we know that for each agent i and for each history h ∈ Hi , x∗i (h) is either 0 or 1 since
 x∗i is a pure policy. So, given an i-reduced terminal joint history j′,∏
 k∈I\i x∗k(j
 ′k) is either
 0 or 1. Secondly, due to (41), the following implication clearly holds for each terminal jointhistory j,
 z∗(j) > 0 ⇒ x∗i (ji) = 1, ∀i ∈ I. (50)
 Therefore, we obtain
 |Si(z, j′)| ≤ |Oi|T−1 (51)
 = |Oi|T−1∏
 k∈I\ix∗k(j
 ′k). (52)
 As a consequence,
 ∑
 j′∈E−i
 |Si(z, j′)| ≤
 ∑
 j′∈E−i
 |Oi|T−1∏
 k∈I\ix∗k(j
 ′k) (53)
 = |Oi|T−1∑
 j′∈E−i
 ∏
 k∈I\ix∗k(j
 ′k) (54)
 = |Oi|T−1∏
 k∈I\i
 ∑
 h′∈Ekx∗k(h
 ′) (55)
 = |Oi|T−1∏
 k∈I\i|Ok|T−1 (56)
 =∏
 j∈I|Oj |T−1. (57)
 Since⋃
 j′∈E−iSi(z, j
 ′) = S(z), there holds that∑
 j′∈E−i|Si(z, j
 ′)| = |S(z)|. Hence,
 |S(z)| ≤∏
 j∈I|Oj |T−1. (58)
 Thus the statement of the lemma is proved.
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 4.3 Summary
 By using combinatorial considerations, it is possible to design a 0-1 MILP for solving a givenDEC-POMDP. As proved by theorem 4.1, the solution of this MILP defines an optimal jointpolicy for the DEC-POMDP. Nevertheless, this MILP is quite large, with O(kT ) constraintsand
 ∑i |Hi|+
 ∏i |Ei| = O(knT ) variables, O(kT ) of these variables must take integer values.
 The next section details another method for the linearization of NLP which leads to a“smaller” mathematical program for the 2-agent case.
 Theorem 4.1. Given a solution (x∗, z∗) to MILP, x∗ = 〈x∗1, x∗2, · · · , x∗n〉 is a pureT -period optimal joint policy in sequence-form.
 Proof: Due to the policy constraints and the domain constraints of each agent, each x∗iis a pure sequence-form policy of agent i. Due to the constraints (41)-(42), each z∗ values 1if and only if the product
 ∏i∈I xi(ji) values 1. Then, by maximizing the objective function
 we are effectively maximizing the value of the sequence-form policy 〈x∗1, x∗2, · · · , x∗n〉. Thus,〈x∗1, x∗2, · · · , x∗n〉 is an optimal joint policy of the original DEC-POMDP.
 5. From Game-Theoretical Considerations to MathematicalProgramming
 This section borrows concepts like “Nash equilibrium” and “regret” from game theory inorder to design yet another 0-1 Mixed Integer Linear Program for solving DEC-POMDPs.In fact, two MILPs are designed, one that can only be applied for 2 agents and the otherone for any number of agents. The main objective of this part is to derive a smallermathematical program for the 2 agent case. Indeed, MILP-2 agents (see Table 4) hasslightly less variables and constraints than MILP (see Table 3) and thus might prove easierto solve. On the other hand, when more than 2 agents are considered, the new derivationleads to a MILP which is only given for completeness as it is bigger than MILP.
 Links between the fields of multiagent systems and game theory are numerous in theliterature (see, for example, Sandholm, 1999; Parsons & Wooldridge, 2002). We will elabo-rate on the fact that the optimal policy of a DEC-POMDP is a Nash Equilibrium. It is infact the Nash Equilibrium with the highest utility as the agents all share the same reward.
 For the 2-agent case, the derivation we make in order to build the MILP is similar tothe first derivation of Sandholm, Gilpin, and Conitzer (2005). We give more details of thisderivation and adapt it to DEC-POMDP by adding an objective function to it. For morethan 2 agents, our derivation can still be use to find Nash equilibriae with pure strategies.
 For the rest of this article, we will make no distinction between a policy, a sequence-formpolicy or a strategy of an agent as, in our context, these concepts are equivalent. Borrowingfrom game theory, a joint policy will be denoted p or q, an individual policy pi or qi and ai-reduced policy p−i or q−i.
 5.1 Nash Equilibrium
 A Nash Equilibrium is a joint policy in which each policy is a best response to the reducedjoint policy formed by the other policies of the joint policy. In the context of a sequence-form
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 DEC-POMDP, a policy pi ∈ Xi of agent i is said to be a best response to an i-reducedjoint policy q−i ∈ X−i if there holds that
 V(α, 〈pi, q−i〉)− V(α, 〈p′i, q−i〉) ≥ 0, ∀p′i ∈ Xi. (59)
 A joint policy p ∈ X is a Nash Equilibrium if there holds that
 V(α, p) − V(α, 〈p′i, p−i〉) ≥ 0, ∀i ∈ I, ∀p′i ∈ Xi. (60)
 That is,
 ∑
 h∈Ei
 ∑
 j′∈E−i
 R(α, 〈h, j′〉)∏
 k∈I\ipk(j
 ′k)
 pi(h)− p′i(h)
 ≥ 0, ∀i ∈ I, ∀p′i ∈ Xi. (61)
 The derivation of the necessary conditions for a Nash equilibrium consists of derivingthe necessary conditions for a policy to be a best response to a reduced joint policy. Thefollowing program finds a policy for an agent i that is a best response to an i-reduced jointpolicy q−i ∈ X−i. Constraints (63)-(64) ensure that the policy defines a valid joint policy(see Section 3.2) and the objective function is a traduction of the concept of best response.
 Variables: xi(h), ∀i ∈ I, ∀h ∈ Hi
 Maximize∑
 h∈Ei
 ∑
 j′∈E−i
 R(α, 〈h, j′〉)∏
 k∈I\iqk(j
 ′k)
 xi(h) (62)
 subject to:
 ∑
 a∈Ai
 xi(a) = 1 (63)
 −xi(h) +∑
 a∈Ai
 xi(h.o.a) = 0, ∀h ∈ Ni, ∀o ∈ Oi (64)
 xi(h) ≥ 0, ∀h ∈ Hi. (65)
 This linear program (LP) must still be refined so that its solution is not only a bestresponse for agent i but a “global” best response, i.e., the policy of each agent is a bestresponse to all the other agents. This will mean introducing new variables (a set of variablefor each agent). The main point will be to adapt the objective function as the currentobjective function, when applied to find “global” best response, would lead to a non-linearobjective function where product of weights of policies would appear. To do this, we willmake use of the dual of the program (LP).
 The linear program (LP) has one variable xi(h) for each history h ∈ Hi representingthe weight of h. It has one constraint per information set of agent i. In other words, eachconstraint of the linear program (LP) is uniquely labeled by an information set. For instance,the constraint (63) is labeled by the null information set ∅, and for each nonterminalhistory h and for each observation o, the corresponding constraint in (64) is labeled by theinformation set h.o. Thus, (LP) has ni variables and mi constraints.
 As described in the appendix (see appendix B), the dual of (LP) is expressed as:
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 Variables: yi(ϕ), ∀ϕ ∈ Φi
 Minimize yi(∅) (66)
 subject to:
 yi(ϕ(h)) −∑
 o∈Oi
 yi(h.o) ≥ 0, ∀h ∈ Ni (67)
 yi(ϕ(h)) −∑
 j′∈E−i
 R(α, 〈h, j′〉)∏
 k∈I\iqk(j
 ′k) ≥ 0, ∀h ∈ Ei (68)
 yi(ϕ) ∈ (−∞,+∞), ∀ϕ ∈ Φi (69)
 where ϕ(h) denotes the information set to which h belongs. The dual has one free variableyi() for every information set of agent i. This is why the function ϕ(h) (defined in Sec-tion 2.3) appears as a mapping from histories to information sets1. The dual program hasone constraint per history of the agent. Thus, the dual has mi variables and ni constraints.Note that the objective of the dual is to minimize only yi(∅) because in the primal (LP),the right hand side of all the constraints, except the very first one, is a 0.
 The theorem of duality (see the appendix B), applied to the primal (LP) (62)-(65) and thetransformed dual (66)-(69), says that their solutions have the same value. Mathematically,that means that:
 ∑
 h∈Ei
 ∑
 j′∈E−i
 R(α, 〈h, j′〉)∏
 k∈I\iqk(j
 ′k)
 x∗i (h) = y∗i (∅). (70)
 Thus, the value of the joint policy 〈x∗i , q−i〉 can be expressed either as
 V(α, 〈x∗i , q−i〉) =∑
 h∈Ei
 ∑
 j′∈E−i
 R(α, 〈h, j′〉)∏
 k∈I\iqk(j
 ′k)
 x∗i (h) (71)
 or as
 V(α, 〈x∗i , q−i〉) = y∗i (∅). (72)
 Due to the constraints (63) and (64) of the primal LP, there holds that
 y∗i (∅) = y∗i (∅) ∑
 a∈Ai
 x∗i (a)+
 ∑
 h∈Ni
 ∑
 o∈Oi
 y∗i (h.o)− x∗i (h) +
 ∑
 a∈Ai
 x∗i (h.o.a)
 (73)
 as constraint (63) guarantees that the first term in the braces is 1 and constraints (65)guarantee that each of the remaining terms inside the braces is 0. The right hand side of(73) can be rewritten as∑
 a∈Ai
 x∗i (a)y∗i (∅) −∑
 o∈Oiy∗i (a.o)
 +
 ∑
 h∈Ni\Ai
 x∗i (h)y∗i (ϕ(h)) −
 ∑
 o∈Oi
 y∗i (h.o)
 +∑
 h∈Eix∗i (h)y
 ∗i (ϕ(h))
 =∑
 h∈Nix∗i (h)
 y∗i (ϕ(h))−
 ∑
 o∈Oi
 y∗i (h.o)+
 ∑
 h∈Eix∗i (h)y
 ∗i (ϕ(h)) (74)
 1. As h.o is an information set, yi(h.o) is a shortcut in writing for yi(ϕ(h.o)).
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 So, combining equations (70) and (74), we get
 ∑
 h∈Ni
 x∗i (h)y∗i (ϕ(h)) −
 ∑
 o∈Oi
 y∗i (h.o)
 +∑
 h∈Eix∗i (h)
 y∗i (ϕ(h)) −
 ∑
 j′∈E−i
 R(α, 〈h, j′〉)∏
 k∈I\iqk(j
 ′k)
 = 0 (75)
 It is time to introduce supplementary variables w for each information set. These vari-ables, usually called slack variables, are defined as:
 yi(ϕ(h)) −∑
 o∈Oi
 yi(h.o) = wi(h), ∀h ∈ Ni (76)
 yi(ϕ(h)) −∑
 j′∈E−i
 R(α, 〈h, j′〉)∏
 k∈I\iqk(j
 ′k) = wi(h), ∀h ∈ Ei. (77)
 As shown is Section C of the appendix, these slack variables correspond to the concept ofregret as defined in game theory. The regret of an history expresses the loss in accumulatedreward the agent incurs when he acts according to this history rather than according to ahistory which would belong to the optimal joint policy.
 Thanks to the slack variables, we can furthermore rewrite (75) as simply
 ∑
 h∈Ni
 x∗i (h)w∗i (h) +
 ∑
 h∈Eix∗i (h)w
 ∗i (h) = 0 (78)
 ∑
 h∈Hi
 x∗i (h)w∗i (h) = 0. (79)
 Now, (79) is a sum of ni products, ni being the size of Hi. Each product in this sum isnecessarily 0 because both xi(h) and wi(h) are constrained to be nonnegative in the primaland the dual respectively. This property is strongly linked to the complementary slacknessoptimality criterion in linear programs (see, for example, Vanderbei, 2008). Hence, (79) isequivalent to
 x∗i (h)w∗i (h) = 0, ∀h ∈ Hi. (80)
 Back to the framework of DEC-POMDPs, these constraints are written:
 pi(h)µi(〈h, q−i〉) = 0, ∀h ∈ Hi. (81)
 To sum up, solving the following mathematical program would give an optimal jointpolicy for the DEC-POMDP. But constraints (87) are non-linear and thus prevent us fromsolving this program directly. The linearization of these constraints, called complementarityconstraints, is the subject of the next section.
 Variables:xi(h), wi(h) ∀i ∈ I and ∀h ∈ Hi
 yi(ϕ) ∀i ∈ I and ∀ϕ ∈ Φi
 Maximize y1(∅) (82)
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 subject to:
 ∑
 a∈Ai
 xi(a) = 1 (83)
 −xi(h) +∑
 a∈Ai
 xi(h.o.a) = 0, ∀i ∈ I, ∀h ∈ Ni, ∀o ∈ Oi (84)
 yi(ϕ(h)) −∑
 o∈Oi
 yi(h.o) = wi(h), ∀i ∈ I, ∀h ∈ Ni (85)
 yi(ϕ(h)) −∑
 j′∈E−i
 R(α, 〈h, j′〉)∏
 k∈I\ixk(j
 ′k) = wi(h), ∀i ∈ I, ∀h ∈ Ei (86)
 xi(h)wi(h) = 0, ∀i ∈ I, ∀h ∈ Hi (87)
 xi(h) ≥ 0, ∀i ∈ I, ∀h ∈ Hi (88)
 wi(h) ≥ 0, ∀i ∈ I, ∀h ∈ Hi (89)
 yi(ϕ) ∈ (−∞,+∞), ∀i ∈ I, ∀ϕ ∈ Φi (90)
 5.2 Dealing with Complementarity Constraints
 This section explains how the non-linear constraints xi(h)wi(h) = 0 in the previous math-ematical program can be turned into sets of linear constraints and thus lead to a mixedinteger linear programming formulation of the solution of a DEC-POMDP.
 Consider a complementarity constraint ab = 0 in variables a and b. Assume that thelower bound on the values of a and b is 0. Let the upper bounds on the values of a and b berespectively ua and ub. Now let c be a 0-1 variable. Then, the complementarity constraintab = 0 can be separated into the following equivalent pair of linear constraints,
 a ≤ uac (91)
 b ≤ ub(1− c). (92)
 In other words, if this pair of constraints is satisfied, then it is surely the case that ab = 0.This is easily verified. c can either be 0 or 1. If c = 0, then a will be set to 0 because a isconstrained to be no more than uac (and not less than 0); if c = 1, then b will be set to 0since b is constrained to be not more than ub(1 − c) (and not less than 0). In either case,ab = 0.
 Now consider each complementarity constraint xi(h)wi(h) = 0 from the non-linear pro-gram (82)-(90) above. We wish to separate each constraint into a pair of linear constraints.We recall that xi(h) represents the weight of h and wi(h) represents the regret of h. Thefirst requirement to convert this constraint to a pair of linear constraints is that the lowerbound on the values of the two terms be 0. This is indeed the case since xi(h) and wi(h)are both constrained to be non-negative in the NLP. Next, we require upper bounds on theweights of histories and regrets of histories. We have shown in Lemma 3.1 that the upperbound on the value of xi(h) for each h is 1. For the upper bounds on the regrets of histories,we require some calculus.
 354
 194

Page 103
						

Mathematical Programming for DEC-POMDPs
 In any policy pi of agent i there holds that∑
 h∈Eipi(h) = |Oi|T−1. (93)
 Therefore, in every i-reduced joint policy 〈q1, q2, · · · , qn〉 ∈ X−i, there holds
 ∑
 j′∈E−i
 ∏
 k∈I\iqk(j
 ′k) =
 ∏
 k∈I\i|Ok|T−1 (94)
 Since the regret of a terminal history h of agent i given 〈q1, q2, · · · , qn〉 is defined as
 µi(h, q) = maxh′∈ϕ(h)
 ∑
 j′∈E−i
 ∏
 k∈I\iqk(j
 ′k)
 R(α, 〈h′, j′〉)−R(α, 〈h, j′〉)
 , (95)
 we can conclude that an upper bound Ui(h) on the regret of a terminal history h ∈ Eiof agent i is,
 Ui(h) =∏
 k∈I\i|Ok|T−1
 max
 h′∈ϕ(h)maxj′∈E−i
 R(α, 〈h′, j′〉)− minj′′∈E−i
 R(α, 〈h, j′′〉). (96)
 Now let us consider the upper bounds on the regrets of non-terminal histories. Let ϕ bean information set of length t of agent i. Let Ei(ϕ) ⊆ Ei denote the set of terminal historiesof agent i such the first 2t elements of each history in the set are identical to ϕ. Let h be ahistory of length t ≤ T of agent i. Let Ei(h) ⊆ Ei denote the set of terminal histories suchthat the first 2t - 1 elements of each history in the set are identical to h. Since in any policypi of agent i, there holds
 ∑
 h′∈Ei(h)pi(h
 ′) ≤ |Oi|T−t (97)
 we can conclude that an upper bound Ui(h) on the regret of a nonterminal historyh ∈ Ni of length t agent i is
 Ui(h) = Li
 max
 h′∈Ei(ϕ(h))maxj′∈E−i
 R(α, 〈h′, j′〉)− ming∈Ei(h)
 minj′′∈E−i
 R(α, 〈g, j′′〉)
 (98)
 where
 Li = |Oi|T−t∏
 k∈I\i|Ok|T−1. (99)
 Notice that if t = T (that is, h is terminal) (98) reduces to (96).
 So, the complementarity constraint xi(h)wi(h) = 0 can be separated into a pair of linearconstraints by using a 0-1 variable bi(h) as follows,
 xi(h) ≤ 1− bi(h) (100)
 wi ≤ Ui(h)bi(h) (101)
 bi(h) ∈ 0, 1 (102)
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 Variables:xi(h), wi(h) and bi(h) for i ∈ 1, 2 and ∀h ∈ Hi
 yi(ϕ) for i ∈ 1, 2 and ∀ϕ ∈ Φi
 Maximize y1(∅) (103)
 subject to:
 ∑
 a∈Ai
 xi(a) = 1 (104)
 −xi(h) +∑
 a∈Ai
 xi(h.o.a) = 0, i = 1, 2, ∀h ∈ Ni, ∀o ∈ Oi (105)
 yi(ϕ(h)) −∑
 o∈Oi
 yi(h.o) = wi(h), i = 1, 2, ∀h ∈ Ni (106)
 y1(ϕ(h)) −∑
 h′∈E2R(α, 〈h, h′〉)x2(h′) = w1(h), ∀h ∈ E1 (107)
 y2(ϕ(h)) −∑
 h′∈E1R(α, 〈h′, h〉)x1(h′) = w2(h), ∀h ∈ E2 (108)
 xi(h) ≤ 1− bi(h), i = 1, 2, ∀h ∈ Hi (109)
 wi(h) ≤ Ui(h)bi(h), i = 1, 2, ∀h ∈ Hi (110)
 xi(h) ≥ 0, i = 1, 2, ∀h ∈ Hi (111)
 wi(h) ≥ 0, i = 1, 2, ∀h ∈ Hi (112)
 bi(h) ∈ 0, 1, i = 1, 2, ∀h ∈ Hi (113)
 yi(ϕ) ∈ (−∞,+∞), i = 1, 2, ∀ϕ ∈ Φi (114)
 Table 4: MILP-2 agents. This 0-1 mixed integer linear program, derived from gametheoretic considerations, finds optimal stochastic joint policies for DEC-POMDPswith 2 agents.
 5.3 Program for 2 Agents
 When we combine the policy constraints (Section 3.2), the constraints we have just seenfor a policy to be a best response (Sections 5.1, 5.2) and a maximization of the value of thejoint policy, we can derive a 0-1 mixed integer linear program the solution of which is anoptimal joint policy for a DEC-POMDP for 2 agents. Table 4 details this program that wewill call MILP-2 agents.
 Example The formulation of the decentralized Tiger problem for 2 agents and for anhorizon of 2 can be found in the appendices, in Section E.4
 The variables of the program are the vectors xi, wi, bi and yi for each agent i. Note thatfor each agent i ∈ I and for each history h of agent i, Ui(h) denotes the upper bound onthe regret of history h.
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 A solution (x∗, y∗, w∗, b∗) to MILP-2 agents consists of the following quantities: (i)an optimal joint policy x∗ = 〈x∗1, x∗2〉 which may be stochastic; (ii) for each agent i = 1,2, for each history h ∈ Hi, w
 ∗i (h), the regret of h given the policy x∗−i of the other agent;
 (iii) for each agent i = 1, 2, for each information set ϕ ∈ Φi, y∗i (ϕ), the value of ϕ given
 the policy x−i of the other agent; (iv) for each agent i = 1, 2, the vector b∗i simply tells uswhich histories are not in the support of x∗i ; each history h of agent i such that b∗i (h) = 1 isnot in the support of x∗i . Note that we can replace y1(∅) by y2(∅) in the objective functionwithout affecting the program. We have the following result.
 Theorem 5.1. Given a solution (x∗, w∗, y∗, b∗) to MILP-2 agents, x∗ = 〈x∗1, x∗2〉 is anoptimal joint policy in sequence-form.
 Proof: Due to the policy constraints of each agent, each x∗i is a sequence-form policy ofagent i. Due to the constraints (106)-(108), y∗i contains the values of the information setsof agent i given x∗−i. Due to the complementarity constraints (109)-(110), each x∗i is a bestresponse to x∗−i. Thus 〈x∗1, x∗2〉 is a Nash equilibrium. Finally, by maximizing the valueof the null information set of agent 1, we are effectively maximizing the value of 〈x∗1, x∗2〉.Thus 〈x∗1, x∗2〉 is an optimal joint policy.
 In comparison with the MILP presented before in Table 3, MILP-2 agents shouldconstitutes a particularly effective program in term of computation time for finding a 2-agent optimal T -period joint policy because it is a much smaller program. While the numberof variables required by MILP is exponential in T and in n, the number of variables requiredby MILP-2 agents is exponential only in T . This represents a major reduction in sizethat should lead to an improvement in term of computation time.
 5.4 Program for 3 or More Agents
 When the number of agents is more than 2, the constraint (86) of the non-linear program(82)-(90) is no longer a complementarity constraint between 2 variables that could be lin-earized as before. In particular, the term
 ∏k∈I\i xk(j
 ′k) of the constraint (86) involves as
 many variables as there are different agents. To linearize this term, we will restrict our-selves once again to pure joint policies and exploit some combinatorial facts on the numberof histories involved. This leads to the 0-1 mixed linear program called MILP-n agentsand depicted in Table 5.
 The variables of the program MILP-n agents are the vectors xi, wi, bi and yi for eachagent i and the vector z. We have the following result.
 Theorem 5.2. Given a solution (x∗, w∗, y∗, b∗, z∗) to MILP-n agents, x∗ = 〈x∗1, x∗2,· · · , x∗n〉 is a pure T -period optimal joint policy in sequence-form.
 Proof: Due to the policy constraints and the domain constraints of each agent, eachx∗i is a pure sequence-form policy of agent i. Due to the constraints (118)-(119), each y∗icontains the values of the information sets of agent i given x∗−i. Due to the complementarityconstraints (122)-(123), each x∗i is a best response to x∗−i. Thus x∗ is a Nash equilibrium.Finally, by maximizing the value of the null information set of agent 1, we are effectivelymaximizing the value of x∗. Thus x∗ is an optimal joint policy.
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 Variables:xi(h), wi(h) and bi(h) ∀i ∈ I and ∀h ∈ Hi
 yi(ϕ) ∀i ∈ I, ∀ϕ ∈ Φi
 z(j) ∀j ∈ E
 Maximize y1(∅) (115)
 subject to:
 ∑
 a∈Ai
 xi(a) = 1 (116)
 −xi(h) +∑
 a∈Ai
 xi(h.o.a) = 0, ∀i ∈ I, ∀h ∈ Ni, ∀o ∈ Oi (117)
 yi(ϕ(h)) −∑
 o∈Oi
 yi(h.o) = wi(h), ∀i ∈ I, ∀h ∈ Ni (118)
 yi(ϕ(h)) −1
 |Oi|T−1
 ∑
 j∈ER(α, 〈h, j−i〉)z(j) = wi(h), ∀i ∈ I, ∀h ∈ Ei (119)
 ∑
 j′∈E−i
 z(〈h, j′〉) = xi(h)∏
 k∈I\i|Ok|T−1,
 ∀i ∈ I, ∀h ∈ Ei (120)∑
 j∈Ez(j) =
 ∏
 i∈I|Oi|T−1 (121)
 xi(h) ≤ 1− bi(h), ∀i ∈ I, ∀h ∈ Hi (122)
 wi(h) ≤ Ui(h)bi(h), ∀i ∈ I, ∀h ∈ Hi (123)
 xi(h) ≥ 0, ∀i ∈ I, ∀h ∈ Ni (124)
 xi(h) ∈ 0, 1 ∀i ∈ I, ∀h ∈ Ei (125)
 wi(h) ≥ 0, ∀i ∈ I, ∀h ∈ Hi (126)
 bi(h) ∈ 0, 1, ∀h ∈ Hi (127)
 yi(ϕ) ∈ (−∞,+∞), ∀i ∈ I, ∀ϕ ∈ Φi(128)
 z(j) ∈ [0, 1], ∀j ∈ E (129)
 Table 5: MILP-n agents. This 0-1 mixed integer linear program, derived from gametheoretic considerations, finds pure optimal joint policies for DEC-POMDPs with3 or more agents.
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 Compared to the MILP of Table 3, MILP-n agents has roughly the same size butwith more real valued variables and more 0-1 variables. To be precise, MILP has a 0-1variable for every terminal history of every agent (that is approximatively
 ∑i∈I |Ai|T |Oi|T−1
 integer variables) while MILP-n agents has two 0-1 variables for every terminal as wellas nonterminal history of each agent (approximatively 2
 ∑i∈I(|Ai||Oi|)T integer variables).
 5.5 Summary
 The formulation of the solution of a DEC-POMDP and the application of the DualityTheorem for Linear Programs allow us to formulate the solution of a DEC-POMDP as thesolution of a new kind of 0-1 MILP. For 2 agents, this MILP has “only” O(kT ) variablesand constraints and is thus “smaller” than MILP of the previous section. Still, all theseMILPS are quite large and the next section investigates heuristic ways to speed up theirresolution.
 6. Heuristics for Speeding up the Mathematical Programs
 This section focusses on ways to speed up the resolution of the various MILPs presented sofar. Two ideas are exploited. First, we show how to prune the set of sequence-form policiesby removing histories that will provably not be part of the optimal joint policy. Thesehistories are called “locally extraneous”. Then, we give some lower and uppers bounds tothe objective function of the MILPs, these bounds can sometimes be used in the “branch andbound” method often used by MILP solvers to finalize the values of the integer variables.
 6.1 Locally Extraneous Histories
 A locally extraneous history is a history that is not required to find an optimal joint policywhen the initial state of the DEC-POMDP is α because it could be replaced by a co-historywithout affecting the value of the joint policy. A co-history of a history h of an agent isdefined to be a history of that agent that is identical to h in all aspects except for its lastaction. If Ai = b, c, the only co-history of c.u.b.v.b is the history c.u.b.v.c. The set ofco-histories of a history h shall be denoted by C(h).
 Formally, a history h ∈ Hti of length t of agent i is said to be locally extraneous if,
 for every probability distribution γ over the set Ht−i of i-reduced joint histories of length t,
 there exists a history h′ ∈ C(h) such that
 ∑
 j′∈Ht−i
 γ(j′)R(α, 〈h′, j′〉)−R(α, 〈h, j′〉)
 ≥ 0 (130)
 where γ(j′) denotes the probability of j′ in γ.
 An alternative definition is as follows. A history h ∈ Hti of length t of agent i is said to be
 locally extraneous if there exists a probability distribution ω over the set of co-historiesof h such that for each i-reduced joint history j′ of length t, there holds
 ∑
 h′∈C(h)
 ω(h′)R(α, 〈h′, j′〉) ≥ R(α, 〈h, j′〉) (131)
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 where ω(h′) denotes the probability of the co-history h′ in ω.The following theorem justifies our incremental pruning of locally extraneous histories
 so that the search for optimal joint policies is faster because it is performed on a smallerset of possible support histories.
 Theorem 6.1. For every optimal T -period joint policy p′ such that for some agent i ∈ Iand for a terminal history h of agent i that is locally extraneous at α, p′i(h) > 0, there existsanother T -period joint policy p that is optimal at α and that is identical to p′ in all respectsexcept that pi(h) = 0.
 Proof: Let p′ be a T -period joint policy that is optimal at α. Assume that for someagent i ∈ I and for a terminal history h of agent i that is locally extraneous at α, p′i(h) > 0.By (130), there exists at least one co-history h′ of h such that,
 ∑
 j′∈HT−i
 p′−i(j′)R(α, 〈h′, j′〉)−R(α, 〈h, j′〉)
 ≥ 0. (132)
 Let q be a T -period policy of agent i that is identical to p′i in all respects except that q(h′)= p′i(h) + p′i(h
 ′) and q(h) = 0. We shall show that q is also optimal at α. There holds,
 V(α, 〈q, p′−i〉)− V(α, 〈p′i, p−i〉) =∑
 j′∈HT−i
 p′−i(j′)R(α, 〈h′, j′〉)q(h′)−R(α, 〈h′, j′〉)p′i(h′)−R(α, 〈h, j′〉)p′i(h)
 =
 ∑
 j′∈HT−i
 p′−i(j′)R(α, 〈h′, j′〉)(q(h′)− p′i(h
 ′))−R(α, 〈h, j′〉)p′i(h)
 =
 ∑
 j′∈HT−i
 p′−i(j′)R(α, 〈h′, j′〉)p′i(h)−R(α, 〈h, j′〉)p′i(h)
 since q(h′) = p′i(h) + p′i(h′). Therefore,
 V(α, 〈q, p′−i〉)− V(α, 〈p′i, p−i〉) =∑
 j′∈HT−i
 p′−i(j′)R(α, 〈h′, j′〉)−R(α, 〈h, j′〉)
 ≥ 0 (due to (132)).
 Hence, p = 〈q, p′−i〉 is also an optimal T -period joint policy at α.
 One could also wonder if the order with which extraneous histories are pruned is importantor not. To answer this question, the following theorem shows that if many co-histories areextraneous, they can be pruned in any order as:
 • either they all have the same value, so any one of them can be pruned ;
 • or pruning one of them does not change the fact that the others are still extraneous.
 Theorem 6.2. If two co-histories h1 and h2 are both locally extraneous, either their valuesR(α, 〈h1, j′〉) and R(α, 〈h2, j′〉)for all j′ ∈ Ht
 −i are equal or h1 is also locally extraneousrelatively to C(h) \ h2.
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 Proof: Let C+ denotes the union C(h1) ∪ C(h2). We have immediately that C(h1) =C+ \ h1 and C(h2) = C+ \ h2. h1 (resp. h2) being locally extraneous means that thereexists a probability distribution ω1 on C(h1) (resp. ω2 on C(h2)) such that, for all j′ ofHt
 −i:
 ∑
 h′∈C+\h1ω1(h
 ′)R(α, 〈h′, j′〉) ≥ R(α, 〈h1, j′〉) (133)
 ∑
 h′∈C+\h2ω2(h
 ′)R(α, 〈h′, j′〉) ≥ R(α, 〈h2, j′〉) (134)
 (135)
 Eq. (133) can be expanded in:
 ω1(h2)R(α, 〈h2, j′〉) +∑
 h′∈C+\h1,h2ω1(h
 ′)R(α, 〈h′, j′〉) ≥ R(α, 〈h1, j′〉). (136)
 Using (134) in (136) gives
 ω1(h2)∑
 h′∈C+\h2ω2(h
 ′)R(α, 〈h′, j′〉) +∑
 h′∈C+\h1,h2ω1(h
 ′)R(α, 〈h′, j′〉) ≥ R(α, 〈h1, j′〉)
 (137)
 leading to
 ∑
 h′∈C+\h1,h2(ω1(h2)ω2(h
 ′) + ω1(h′))R(α, 〈h′, j′〉) ≥ (1− ω1(h2)ω2(h1))R(α, 〈h1, j′〉) (138)
 So, two cases are possible:
 • ω1(h2) = ω2(h1) = 1. In that case, asR(α, 〈h2, j′〉) ≥ R(α, 〈h1, j′〉) andR(α, 〈h1, j′〉) ≥R(α, 〈h2, j′〉), we have that R(α, 〈h1, j′〉) = R(α, 〈h2, j′〉) for all j′ of Ht
 −i.
 • ω1(h2)ω2(h1) < 1. In that case we have:
 ∑
 h′∈C+\h1,h2
 ω1(h2)ω2(h′) + ω1(h
 ′)1− ω1(h2)ω2(h1)
 R(α, 〈h′, j′〉) ≥ R(α, 〈h1, j′〉) (139)
 meaning that even without using h2, h1 is still locally extraneous becauseω1(h2)ω2(h′)+ω1(h′)
 1−ω1(h2)ω2(h1)is a probability distribution over C+ \ h1, h2
 ∑
 h′∈C+\h1,h2
 ω1(h2)ω2(h′) + ω1(h
 ′)1− ω1(h2)ω2(h1)
 =ω1(h2)(1− ω2(h1)) + (1− ω1(h2))
 1− ω1(h2)ω2(h1)(140)
 =1− ω1(h2)ω2(h1)
 1− ω1(h2)ω2(h1)(141)
 = 1. (142)
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 In order to prune locally extraneous histories, one must be able to identify these histories.There are indeed two complementary ways for doing this.
 The first method relies on the definition of the value of a history (see Section 3.3), thatis
 R(α, 〈h, j′〉) = Ψ(α, 〈h, j′〉)R(α, 〈h, j′〉). (143)
 Therefore, if
 Ψ(α, 〈h, j′〉) = 0, ∀j′ ∈ Ht−i (144)
 is true for a history h, then that means that every joint history of length t occurring fromα of which the given history is a part of has an a priori probability of 0. thus, h is clearlyextraneous. Besides, every co-history of h will also be locally extraneous as they share thesame probabilities.
 A second test is needed because some locally extraneous histories do not verify (144).Once again, we turn to linear programing and in particular to the following linear program
 Variables: y(j), ∀j ∈ Ht−i
 Minimize ǫ (145)
 subject to:
 ∑
 j′∈Ht−i
 y(j′)R(α, 〈h′, j′〉)−R(α, 〈h, j′〉)
 ≤ ǫ, ∀h′ ∈ C(h) (146)
 ∑
 j′∈Ht−i
 y(j′) = 1 (147)
 y(j′) ≥ 0, ∀j′ ∈ Ht−i (148)
 because of the following Lemma.
 Lemma 6.1. If, it exists a solution (ǫ∗, y∗) to the linear program (145)-(148) where ǫ∗ ≥ 0,then h is locally extraneous.
 Proof : Let (ǫ∗, y∗) be a solution to the LP (145)-(148). y∗ is a probability distributionover Ht
 −i due to constraints (147)-(148). If ǫ∗ ≥ 0, since we are minimizing ǫ, due toconstraints (146), we have that for every y ∈ ∆(Ht
 −i), and for every co-history h′ of h
 ∑
 j′∈Ht−i
 y(j′)R(α, 〈h′, j′〉)−R(α, 〈h, j′〉)
 ≥ ǫ∗. (149)
 Therefore, by definition, h is locally extraneous.
 The following procedure identifies all locally extraneous terminal histories of all the agentsand proceed to their iterative pruning. This is mainly motivated by Theorems 6.1 and 6.2for effectively removing extraneous histories. The procedure is similar to the procedure ofiterated elimination of dominated strategies in a game (Osborne & Rubinstein, 1994). Theconcept is also quite similar to the process of policy elimination in the backward step of thedynamic programming for partially observable stochastic games (Hansen et al., 2004).
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 • Step 1: For each agent i ∈ I, set HTi to Ei. Let HT denote the set ×i∈IHT
 i . Foreach joint history j ∈ HT , compute and store the value R(α, j) of j and the jointobservation sequence probability Ψ(α, j) of j.
 • Step 2: For each agent i ∈ I, for each history h ∈ HTi , if for each i-reduced joint
 history j′ ∈ HT−i, Ψ(α, 〈h, j′〉) = 0, remove h from HT
 i .
 • Step 3: For each agent i ∈ I, for each history h ∈ HTi do as follows: If C(h) ∩ HT
 i
 is non-empty, check whether h is locally extraneous or not by setting up and solvingLP (145)-(148). When setting the LP, replace Ht
 −i by the set HT−i and the set C(h)
 by the set C(h) ∩ HTi . If upon solving the LP, h is found to be locally extraneous at
 α, remove h from HTi .
 • Step 4: If in Step 3 a history (of any agent) is found to be locally extraneous, go toStep 3. Otherwise, terminate the procedure.
 The procedure builds the set HTi for each agent i. This set contains every terminal
 history of agent i that is required for finding an optimal joint policy at α, that is everyterminal history that is not locally extraneous at α. For each agent i, every history thatis in HT
 i but not in HTi is locally extraneous. The reason for reiterating Step 3 is that if
 a history h of some agent i is found to be locally extraneous and consequently removedfrom HT
 i , it is possible that a history of some other agent that was previously not locallyextraneous now becomes so, due to the removal of h from HT
 i . Hence, in order to verify ifthis is the case for any history or not, we reiterate Step 3.
 Besides, Step 2 of the procedure below also prunes histories that are impossible giventhe model of the DEC-POMDP because their observation sequence can not be observed.
 A last pruning step can be taken in order to remove non-terminal histories that can onlylead to extraneous terminal histories. This last step is recursive, starting from histories ofhorizon T − 1, we remove histories hi that have no non-extraneous terminal histories, thatis, histories hi such that all h.o.a are extraneous for a ∈ Ai and o ∈ Oi.
 Complexity The algorithm for pruning locally extraneous histories has an exponentialcomplexity. Each joint history must be examined to compute its value and its occurenceprobability. Then, in the worst case, a Linear Program can be run for every local history inorder to check it is extraneous or not. Experimentations are needed to see if the prunningis really interesting.
 6.2 Cutting Planes
 Previous heuristics were aimed at reducing the search space of the linear programs, whichincidentally has a good impact on the time needed to solve these programs. Another optionwhich directly aims at reducing the computation time is to use cutting planes (Cornuejols,2008). A cut (Dantzig, 1960) is a special constraint that identifies a portion of the setof feasible solutions in which the optimal solution provably does not lie. Cuts are used inconjunction with various “branch and bounds” mechanism to reduce the number of possiblescombination of integer variables that are examined by a solver.
 We will present two kinds of cuts.
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 Variables: y(j), ∀j ∈ H
 Maximize∑
 j∈ER(α, j)y(j) (153)
 subject to,
 ∑
 a∈Ay(a) = 1 (154)
 −y(j) +∑
 a∈Ay(j.o.a) = 0, ∀j ∈ N , ∀o ∈ O (155)
 y(j) ≥ 0, ∀j ∈ H (156)
 Table 6: POMDP. This linear program finds an optimal policy for a POMDP.
 6.2.1 Upper Bound for the Objective Function
 The first cut we propose is the upper bound POMDP cut. The value of an optimalT -period joint policy at α for a given DEC-POMDP is bounded from above by the valueV∗P of an optimal T -period policy at α for the POMDP derived from the DEC-POMDP.
 This derived POMDP is the DEC-POMDP but assuming a centralized controller (i.e. withonly one agent using joint-actions).
 A sequence-form representation of the POMDP is quite straightforward. Calling H theset ∪T
 t=1Ht of joint histories of lengths less than or equal to T and N the set H\E of non-terminal joint histories, a policy for POMDP with horizon T in sequence-form is a functionq from H to [0, 1] such that:
 ∑
 a∈Aq(a) = 1 (150)
 −q(j) +∑
 a∈Aq(j.o.a) = 0, ∀j ∈ N , ∀o ∈ O (151)
 The value VP (α, q) of a sequence-form policy q is then given by:
 VP (α, q) =∑
 j∈ER(α, j)q(j) (152)
 Thereby, the solution y∗ of the linear program of Table 6 is an optimal policy for thePOMDP of horizon T and the optimal value of the POMDP is
 ∑j∈E R(α, j)y∗(j). So, the
 value V(α, p∗) of the optimal joint policy p∗ = 〈p∗1, p∗2, · · · , p∗n〉 of the DEC-POMDP isbounded by above by the value VP (α, q
 ∗) of the associated POMDP.
 Complexity The complexity of finding an upper bound is linked to the complexity ofsolving a POMDP which, as showed by Papadimitriou and Tsitsiklis (1987), can be PSPACE(i.e. require a memory that is polynomial in the size of the problem, leading to a possibleexponential complexity in time). Once again, only experimentation can help us decide inwhich cases the upper bound cut is efficient.
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 6.2.2 Lower Bound for the Objective Function
 In the case of DEC-POMDPs with non-negative reward, it is trivial to show that the valueof a T -period optimal policy is bounded from below by the value of the T−1 horizon optimalvalue. So, in the general case, we have to take into account the lowest reward possible tocompute this lower bound and we can say that:
 ∑
 j∈ER(α, j)z(j) ≥ VT−1(α) + min
 a∈Amins∈S
 R(s, a) (157)
 where VT−1 is the value of the optimal policy with horizon T − 1. The reasoning leads toan iterated computation of DEC-POMDPs of longer and longer horizon, reminiscent of theMAA* algorithm (Szer et al., 2005). Experiments will tell if it is worthwhile to solve biggerand bigger DEC-POMDPs to take advantage of a lower bound or if it is better to directlytackle the T horizon problem without using any lower bound.
 Complexity To compute the lower bound, one is required to solve a DEC-POMDP whithan horizon that is one step shorter than the current horizon. The complexity is clearly atleast exponential. In our experiments, the value of a DEC-POMDP has been used for thesame DEC-POMDP with a bigger horizon. In such case, the computation time has beenaugmented by the best time to solve the smaller DEC-POMDP.
 6.3 Summary
 Pruning locally extraneous histories and using the bounds of the objective function can beof practical use for software solving the MILPs presented in this paper. Pruning historiesmeans that the space of policies used by the MILP is reduced and, because the formulationof the MILP depends on combinatorial characteristics of the DEC-POMDP, these MILPmust be altered as show in Appendix D.
 Validity As far as cuts are concerned, they do not alter the solution found by the MILPs,so a solution to these MILPs is still an optimal solution to the DEC-POMDP. When ex-traneous histories are pruned, at least one valid policy is left as a solution because, in step3 of the algorithm, an history is pruned only if it has other co-histories left. Besides, thisreduced set of histories can still be used to build an optimal policy because of Theroem 6.1.As a consequence, the MILP build on this reduced set of histories admit a solution and thissolution is one optimal joint policy.
 In the next section, experimental results will allow us to understand in which cases theheuristics introduced can be useful.
 7. Experiments
 The mathematical programs and the heuristics designed in this paper are tested on fourclassical problems found in the literature. For these problems, involving two agents, we havemainly compared the computation time required to solve a DEC-POMDP using MixedInteger Linear Programming methods to computation time reported for methods foundin the literature. Then we have tested our programs on three-agent problems randomlydesigned.
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 Problem |Ai| |Oi| |S| n
 MABC 2 2 4 2MA-Tiger 3 2 2 2Fire Fighting 3 2 27 2Grid Meeting 5 2 16 2Random Pbs 2 2 50 3
 Table 7: “Complexity” of the various problems used as test beds.
 MILP and MILP-2 are solved using the “iLog Cplex 10” solver – a commercial set ofJava packages – that relies on a combination of the “Simplex” and “Branch and Bounds”methods (Fletcher, 1987). The software is run on an Intel P4 at 3.4 GHz with 2Gb ofRAM using default configuration parameters. For the mathematical programs, differentcombination of heuristics have been evaluated: pruning of locally extraneous histories, usinga lower bound cut and using an upper bound cut, respectively denoted “LOC”, “Low” and“Up” in the result tables to come.
 The Non-Linear Program (NLP) of Section 3.4 has been evaluated by using vari-ous solvers from the NEOS website (http://www-neos.mcs.anl.gov ), even thought thismethod does not guarantee an optimal solution to the DEC-POMDP. Three solvers havebeen used: LANCELOT (abbreviated as LANC.), LOQO and SNOPT.
 The result tables also report results found in the literature for the following algorithms:DP stands for Dynamic Programming from Hansen et al. (2004); DP-LPC is an improvedversion of Dynamic Programming where policies are compressed in order to fit more of themin memory and speed up their evaluation as proposed by Boularias and Chaib-draa (2008);PBDP is an extension of Dynamic Programming where pruning is guided by the knowledgeof reachable belief-states as detailed in the work of Szer and Charpillet (2006); MAA* isa heuristically guided forward search proposed by Szer et al. (2005) and a generalized andimproved version of this algorithm called GMAA* developed by Oliehoek et al. (2008).
 The problems selected to evaluate the algorithms are detailed in the coming subsections.They have been widely used to evaluate DEC-POMDPs algorithms in the literature andtheir “complexity”, in term of space size, is summarized in Table 7.
 7.1 Multi-Access Broadcast Channel Problem
 Several versions of the Multi-Access Broadcast Channel (MABC) problem can be found inthe literature. We will use the description given by Hansen et al. (2004) that allows thisproblem to be formalized as a DEC-POMDP.
 In the MABC, we are given two nodes (computers) which are required to send messagesto each other over a common channel for a given duration of time. Time is imagined tobe split into discrete periods. Each node has a buffer with a capacity of one message. Abuffer that is empty in a period is refilled with a certain probability in the next period. Ina period, only one node can send a message. If both nodes send a message in the sameperiod, a collision of the messages occurs and neither message is transmitted. In case ofa collision, each node is intimated about it through a collision signal. But the collision
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 signaling mechanism is faulty. In case of a collision, with a certain probability, it does notsend a signal to either one or both nodes.
 We are interested in pre-allocating the channel amongst the two nodes for a given numberof periods. The pre-allocation consists of giving the channel to one or both nodes in a periodas a function of the node’s information in that period. A node’s information in a periodconsists only of the sequence of collision signals it has received till that period.
 In modeling this problem as a DEC-POMDP, we obtain a 2-agent, 4-state, 2-actions-per-agent, 2-observations-per-agent DEC-POMDP whose components are as follows.
 • Each node is an agent.
 • The state of the problem is described by the states of the buffers of the two nodes.The state of a buffer is either Empty or Full. Hence, the problem has four states:(Empty, Empty), (Empty, Full), (Full, Empty) and (Full, Full).
 • Each node has two possible actions, Use Channel and Don’t Use Channel.
 • In a period, a node may either receive a collision signal or it may not. So each nodehas two possible observations, Collision and No Collision.
 The initial state of the problem α is (Full, Full). The state transition function P, thejoint observation function G and the reward function R have been taken from Hansen et al.(2004). If both agents have full buffers in a period, and both use the channel in that period,the state of the problem is unchanged in the next period; both agents have full buffers inthe next period. If an agent has a full buffer in a period and only he uses the channel inthat period, then his buffer is refilled with a certain probability in the next period. Foragent 1, this probability is 0.9 and for agent 2, this probability is 0.1. If both agents haveempty buffers in a period, irrespective of the actions they take in that period, their buffersget refilled with probabilities 0.9 (for agent 1) and 0.1 (for agent 2).
 The observation function G is as follows. If the state in a period is (Full, Full) andthe joint action taken by the agents in the previous period is (Use Channel, Use Channel),the probability that both receive a collision signal is 0.81, the probability that only one ofthem receives a collision signal is 0.09 and the probability that neither of them receives acollision signal is 0.01. For any other state the problem may be in a period and for any otherjoint action the agents may have taken in the previous period, the agents do not receive acollision signal.
 The reward function R is quite simple. If the state in a period is (Full, Empty) andthe joint action taken is (Use Channel, Don’t Use Channel) or if the state in a period is(Empty, Full) and the joint action taken is (Don’t Use Channel, Use Channel), the rewardis 1; for any other combination of state and joint action, the reward is 0.
 We have evaluated the various algorithms on this problem for three different horizons (3,4 and 5) and the respective optimal policies have a value of 2.99, 3.89 and 4.79. Results aredetailed in Table 8 where, for each horizon and algorithm, the value and the computationtime for the best policy found are given.
 The results show that the MILP compares favorably to more classical algorithms exceptfor GMAA* that is always far better for horizon 4 and, for horizon 5, roughly within the
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 Resolution method Horizon 3 Horizon 4 Horizon 5
 Program Solver Heuristics Value Time Value Time Value Time
 MILP Cplex - 2.99 0.86 3.89 900 - -mMILP Cplex Low 2.99 0.10 / 0.93 3.89 0.39 / 900 - 3.5 / -mMILP Cplex Up 2.99 0.28 / 1.03 3.89 0.56 / 907 - 4.73 / -mMILP Cplex LOC 2.99 0.34 / 0.84 3.89 1.05 / 80 - 2.27 / -tMILP Cplex LOC, Low 2.99 0.44 / 0.84 3.89 1.44 / 120 - 5.77 / -tMILP Cplex LOC, Up 2.99 0.62 / 0.93 3.89 1.61 / 10.2 4.79 7.00 / 25MILP-2 Cplex - 2.99 0.39 3.89 3.53 - -m
 NLP SNOPT - 2.90 0.01 3.17 0.01 4.70 0.21NLP LANC. - 2.99 0.02 3.79 0.95 4.69 20NLP LOQO - 2.90 0.01 3.79 0.05 4.69 0.18
 Algorithm Family Value Time Value Time Value Time
 DP Dyn. Prog. 2.99 5 3.89 17.59 - -mDP-LPC Dyn. Prog. 2.99 0.36 3.89 4.59 - -mPBDP Dyn. Prog. 2.99 < 1s 3.89 2 4.79 105
 MAA* Fw. Search 2.99 < 1s 3.89 5400 - -tGMAA* Fw. Search ? ? 3.89 0.03 4.79 5.68
 Table 8: MABC Problem. Value and computation time (in seconds) for the solution ofthe problem as computed by several methods, best results are highlighted. Whenappropriate, time shows first the time used to run the heuristics then the globaltime, in the format heuristic/total time. “-t” means a timeout of 10,000s;“-m” indicates that the problem does not fit into memory and “?” indicates thatthe algorithm was not tested on that problem.
 same order of magnitude as MILP with the more pertinent heuristics. As expected, apartfor the simplest setting (horizon of 3), NLP based resolution can not find the optimal policyof the DEC-POMDP, but the computation time is lower than the other methods. AmongMILP methods, MILP-2 is better than MILP even with the best heuristics for horizon 3and 4. When the size of the problem increases, heuristics are the only way for MILPs tobe able to cope with the size of the problem. The table also shows that, for the MABCproblem, pruning extraneous histories using the LOC heuristic is always a good method andfurther investigation revealed that 62% of the heuristics proved to be locally extraneous. Asfar are cutting bounds are concerned, they don’t seem to be very useful at first (for horizon3 and 4) but are necessary for MILP to find a solution for horizon 5. For this problem,one must also have in mind that there is only one optimal policy for each horizon.
 7.2 Multi-Agent Tiger Problem
 As explained in section 2.2, the Multi-Agent Tiger problem (MA-Tiger) has been introducedin the paper from Nair et al. (2003). From the general description of the problem, we ob-
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 Joint Action State Joint Observation Probability
 (Listen, Listen) Left (Noise Left, Noise Left) 0.7225(Listen, Listen) Left (Noise Left, Noise Right) 0.1275(Listen, Listen) Left (Noise Right, Noise Left) 0.1275(Listen, Listen) Left (Noise Right, Noise Right) 0.0225
 (Listen, Listen) Right (Noise Left, Noise Left) 0.0225(Listen, Listen) Right (Noise Left, Noise Right) 0.1275(Listen, Listen) Right (Noise Right, Noise Left) 0.1275(Listen, Listen) Right (Noise Right, Noise Right) 0.7225
 (*, *) * (*, *) 0.25
 Table 9: Joint Observation Function G for the MA-Tiger Problem.
 tain a 2-agent, 2-state, 3-actions-per-agent, 2-observations-per agent DEC-POMDP whoseelements are as follows.
 • Each person is an agent. So, we have a 2-agent DEC-POMDP.
 • The state of the problem is described by the location of the tiger. Thus, S consistsof two states Left (tiger is behind the left door) and Right (tiger is behind the rightdoor).
 • Each agent’s set of actions consists of three actions: Open Left (open the left door),Open Right (open the right door) and Listen (listen).
 • Each agent’s set of observations consists of two observations: Noise Left (noise comingfrom the left door) and Noise Right (noise coming from the right door).
 The initial state is an equi-probability distribution over S. The state transition function P,joint observation function G and the reward function R are taken from the paper by Nairet al. (2003). P is quite simple. If one or both agents opens a door in a period, the state ofthe problem in the next period is set back to α. If both agents listen in a period, the stateof the process in unchanged in the next period. G, given in Table (9), is also quite simple.Nair et al. (2003) describes two reward functions called “A” and “B” for this problem, herewe report only results for reward function “A”, given in Table 10, as the behavior of thealgorithm are similar for both reward functions. The optimal value of this problem forhorizons 3 and 4 are respectively 5.19 and 4.80.
 For horizon 3, dynamic programming or forward search methods are generally betterthan mathematical programs. But this is the contrary for horizon 4 were the computa-tion time of MILP with the “Low” heuristic is significatively better than any other, evenGMAA*. Unlike MABC, the pruning of extraneous histories does not improve methodsbased on MILP, this is quite understandable as deeper investigations showed that there areno extraneous histories. Using lower cutting bounds proves to be very efficient and can beseen as a kind of heuristic search for the best policy ; not directly in the set of policies (like
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 Joint Action Left Right
 (Open Right, Open Right) 20 -50(Open Left, Open Left) -50 20(Open Right, Open Left) -100 -100(Open Left, Open Right) -100 -100(Listen, Listen) -2 -2(Listen, Open Right) 9 -101(Open Right, Listen) 9 -101(Listen, Open Left) -101 9(Open Left, Listen) -101 9
 Table 10: Reward Function “A” for the MA-Tiger Problem.
 GMAA*) but in the set of combination of histories, which may explain the good behaviorof MILP+Low.
 It must also be noted that for this problem, approximate methods like NLP but alsoother algorithms not depicted here like the “Memory Bound Dynamic Programming” ofSeuken and Zilberstein (2007) are able to find the optimal solution. And, once again,methods based on a NLP are quite fast and sometimes very accurate.
 7.3 Fire Fighters Problem
 The problem of the Fire Fighters (FF) has been introduced as a new benchmark by Oliehoeket al. (2008). It models a team of n fire fighters that have to extinguish fires in a row of nh
 houses.
 The state of each house is given by an integer parameter, called the fire level f , thattakes discrete value between 0 (no fire) and nf (fire of maximum severity). At every timestep, each agent can move to any one house. If two agents are at the same house, theyextinguish any existing fire in that house. If an agent is alone, the fire level is lowered witha 0.6 probability if a neighbor house is also burning or with a 1 probability otherwise. Aburning house with no fireman present will increase its fire level f by one point with a 0.8probability if a neighbor house is also burning or with a probability of 0.4 otherwise. Anunattended non-burning house can catch fire with a probability of 0.8 if a neighbor houseis burning. After an action, the agents receive a reward of −f for each house that is stillburning. Each agent can only observe if there are flames at its location with a probabilitythat depends on the fire level: 0.2 if f = 0, 0.5 if f = 1 and 0.8 otherwise. At start,the agents are outside any of the houses and the fire level of the houses is sampled from auniform distribution.
 The model has the following characteristics:
 • na agents, each with nh actions and nf possible informations.
 • There are nnhf .
 (na+nh−1na
 )states as there are nnh
 f possible states for the burning houses
 and(na+nh−1
 na
 )different ways to distribute the na fire fighters in the houses. For
 example, 2 agents with 3 houses and 3 levels of fire lead to 9× 6 = 54 states. But, it
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 Resolution method Horizon 3 Horizon 4
 Program Solver Heuristics Value Time Value Time
 MILP Cplex - 5.19 3.17 - -tMILP Cplex Low 5.19 0.46 / 4.9 4.80 3.5 / 72MILP Cplex Up 5.19 0.42 / 3.5 - 0.75 / -tMILP Cplex LOC 5.19 1.41 / 6.4 - 16.0 / -tMILP Cplex LOC, Low 5.19 1.88 / 7.6 4.80 19.5 / 175MILP Cplex LOC, Up 5.19 1.83 / 6.2 - 16.75 / -tMILP-2 Cplex - 5.19 11.16 - -t
 NLP SNOPT - -45 0.03 -9.80 4.62NLP LANC. - 5.19 0.47 4.80 514NLP LOQO - 5.19 0.01 4.78 91
 Algorithm Family Value Time Value Time
 DP Dyn. Prog. 5.19 2.29 - -mDP-LPC Dyn. Prog. 5.19 1.79 4.80 534PBDP Dyn. Prog. ? ? ? ?MAA* Fw. Search 5.19 0.02 4.80 5961GMAA* Fw. Search 5.19 0.04 4.80 3208
 Table 11: MA-Tiger Problem. Value and computation time (in seconds) for the solutionof the problem as computed by several methods, best results are highlighted.When appropriate, time shows first the time used to run the heuristics thenthe global time, in the format heuristic/total time.“-t” means a timeout of10.000s; “-m” indicates that the problem does not fit into memory and “?” indi-cates that the algorithm was not tested on that problem.
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 Resolution method Horizon 3 Horizon 4
 Program Solver Heuristics Value Time Value Time
 MILP Cplex - - -t - -tMILP-2 Cplex - -5.98 38 - -t
 NLP SNOPT - -5.98 0.05 -7.08 4.61NLP LANC. - -5.98 2.49 -7.13 1637NLP LOQO - -6.08 0.24 -7.14 83
 Algorithm Family Value Time Value Time
 MAA* Fw. Search (-5.73) 0.29 (-6.57) 5737GMAA* Fw. Search (-5.73) 0.41 (-6.57) 5510
 Table 12: Fire Fighting Problem. Value and computation time (in seconds) for the solu-tion of the problem as computed by several methods, best results are highlighted.“-t” means a timeout of 10.000s. For MAA* and GMAA*, value in parenthesisare taken from the work of Oliehoek et al. (2008) and should be optimal but aredifferent from our optimal values.
 is possible to use the information from the joint action to reduce the number of stateneeded in the transition function to simply nnh
 f , meaning only 27 states for 2 agentswith 3 houses and 3 levels of fire.
 • Transition, observation and reward functions are easily derived from the above de-scription.
 For this problem, dynamic programming based methods are not tested as the problemformulation is quite new. For horizon 3, the value of the optimal policy given by Oliehoeket al. (2008) (−5.73) differs from the value found by the MILP algorithms (−5.98) whereasboth methods are supposed to be exact. This might come from slight differences in ourrespective formulation of the problems. For horizon 4, Oliehoek et al. (2008) report anoptimal value of (−6.57).
 For this problem, MILP methods are clearly outperformed by MAA* and GMAA*.Only NLP methods, which give an optimal solution for horizon 3, are better in term ofcomputation time. It might be that NLP are also able to find optimal policies for horizon 4but as our setting differs from the work of Oliehoek et al. (2008), we are not able to checkif the policy found is really the optimal. The main reason for the superiority of forwardsearch method lies in the fact that this problem admits many many optimal policies withthe same value. In fact, for horizon 4, MILP-based methods find an optimal policy quitequickly (around 82s for MILP-2) but then, using branch-and-bound, must evaluate all theother potential policies before knowing that it indeed found an optimal policy. Forwardsearch methods stop nearly as soon as they hit one optimal solution.
 Heuristics are not reported as, not only do they not improve the performance of MILPbut they take away some computation time and thus the results are worse.
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 7.4 Meeting on a Grid
 The problem called “Meeting on a grid” deals with two agents that want to meet and staytogether in a grid world. It has been introduced in the work of Bernstein, Hansen, andZilberstein (2005).
 In this problem, we have two robots navigating on a two-by-two grid world with noobstacles. Each robot can only sense whether there are walls to its left or right, and thegoal is for the robots to spend as much time as possible on the same square. The actionsare to move up, down, left or right, or to stay on the same square. When a robot attemptsto move to an open square, it only goes in the intended direction with probability 0.6,otherwise it randomly either goes in another direction or stays in the same square. Anymove into a wall results in staying in the same square. The robots do not interfere witheach other and cannot sense each other. The reward is 1 when the agents share a square,and 0 otherwise. The initial state distribution is deterministic, placing both robots in theupper left corner of the grid.
 The problem is modelled as a DEC-POMDP where:
 • There are 2 agents, each one with 5 actions and observations (wall on left, wall onright).
 • There are 16 states, since each robot can be in any of 4 squares at any time.
 • Transition, observation and reward functions are easily derived from the above de-scription.
 For this problem, dynamic programming based methods are not tested as the problemformulation is quite new. This problem is intrinsically more complex that FF and as suchis only solved for horizon 2 and 3. Again, optimal value found by our method differ fromthe value reported by Oliehoek et al. (2008). Whereas we found that the optimal values are1.12 and 1.87 for horizon 2 and 3, they report optimal values of 0.91 and 1.55.
 Results for this problem have roughly the same pattern that the results for the FFproblem. MAA* and GMAA* are quicker than MILP, but this time MILP is able to findan optimal solution for horizon 3. NLP methods give quite good results but they are slowerthan GMAA*. As for the FF, there are numerous optimal policies and MILP methods arenot able to detect that the policy found quickly is indeed optimal.
 Again, heuristics are not reported as, not only do they not improve the performance ofMILP but they take away some computation time and thus the results are worse.
 7.5 Random 3-Agent Problems
 To test our approach on problems with 3 agents, we have used randomly generated DEC-POMDPs where the state transition function, the joint observation function and the rewardfunctions are randomly generated. The DEC-POMDPs have 2 actions and 2 observationsper agent and 50 states. Rewards are randomly generated integers in the range 1 to 5.The complexity of this family of problem is quite similar to the complexity of the MABCproblem (see Section 7.1).
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 Resolution method Horizon 2 Horizon 3
 Program Solver Heuristics Value Time Value Time
 MILP Cplex - 1.12 0.65 1.87 1624MILP-2 Cplex - 1.12 0.61 - -t
 NLP SNOPT - 0.91 0.01 1.26 1.05NLP LANC. - 1.12 0.06 1.87 257NLP LOQO - 1.12 0.07 0.48 81
 Algorithm Family Value Time Value Time
 MAA* Fw. Search (0.91) 0s (1.55) 10.8GMAA* Fw. Search (0.91) 0s (1.55) 5.81
 Table 13: Meeting on a Grid Problem. Value and computation time (in seconds) forthe solution of the problem as computed by several methods, best results arehighlighted. “-t” means a timeout of 10.000s. For MAA* and GMAA*, valuein parenthesis are taken from the work of Oliehoek et al. (2008) and should beoptimal but are different from our optimal values...
 Program Least Time (secs) Most Time (secs) Average Std. Deviation
 MILP 2.45 455 120.6 183.48MILP-2 6.85 356 86.88 111.56
 Table 14: Times taken by MILP and MILP-2 on the 2-agent Random Problem for hori-zon 4.
 In order to assess the “real” complexity of this Random problem, we have first tested atwo-agent version of the problem for a horizon of 4. Results averaged over 10 runs of theprograms are given in Table 14. When compared to the MABC problem which seemed ofcomparable complexity, the Random problem proves easier to solve (120s vs 900s). For thisproblem, the number of 0-1 variable is relatively small, as such it does not weight too muchon the resolution time of MILP-2 which is thus faster.
 Results for a three-agent problem with horizon 3 are given in Table 15, once againaveraged over 10 runs. Even though the size of the search space is “smaller” in that case(for 3 agents and a horizon of 3, there are 9 × 1021 policies whereas the problem with 2agents and horizon 4, there are 1.5 × 1051 possible policies), the 3 agent problems seemsmore difficult to solve, demonstrating that one of the big issue is policy coordination. Here,heuristics bring a significative improvement on the resolution time of MILP. As predicted,MILP-n is not very efficient and is only given for completeness.
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 Program Least Time (secs) Most Time (secs) Average Std. Deviation
 MILP 21 173 70.6 64.02MILP-Low 26 90 53.2 24.2MILP-n 754 2013 1173 715
 Table 15: Times taken by MILP and MILP-n on the 3-agent Random problem for hori-zon 3.
 8. Discussion
 We have organized the discussion in two parts. In the first part, we analyze our results andoffer explanations on the behavior of our algorithms and the usefulness of heuristics. Then,in a second part, we explicitely address some important questions.
 8.1 Analysis of the Results
 From the results, it appears that MILP methods are a better alternative to Dynamic Pro-gramming methods for solving DEC-POMDPs but are globally and generally clearly out-performed by forward search methods. The structure and thus the characteristics of theproblem have a big influence on the efficiency of the MILP methods. Whereas it seemsthat the behavior of GMAA* in terms of computation time is quite correlated with thecomplexity of the problem (size of the action and observation spaces), MILP methods seemsometimes less correlated to this complexity. It is the case for the MABC problem (manyextraneous histories can be pruned) and the MA-Tiger problem (special structure) wherethey outperform GMAA*. On the contrary, when many optimal policies exists, forwardsearch methods like GMAA* are clearly a better choice. Finally, Non-Linear Programs,even though they can not guarantee an optimal solution, are generally a good alternativeas they are sometimes able to find a very good solution and their computation time is oftenbetter than GMAA*. This might prove useful for approximate heuristic-driven forwardsearches.
 The computational record of the two 2-agent programs shows that MILP-2 agents isslower thanMILP when the horizon grows. There are two reasons to which the sluggishnessof MILP-2 agents may be attributed. The time taken by the branch and bound (BB)method to solve a 0-1 MILP is inversely proportional to the number of 0-1 variables inthe MILP. MILP-2 agents has many more 0-1 variables than MILP event hough thetotal number of variables in it is exponentially less than in MILP. This is the first reason.Secondly, MILP-2 agents is a more complicated program than MILP; it has many moreconstraints than MILP. MILP is a simple program, concerned only with finding a subsetof a given set. In addition to finding weights of histories, MILP also finds weights ofterminal joint histories. This is the only extra or superfluous quantity it is forced to find.On the other hand, MILP-2 agents takes a much more circuitous route, finding many moresuperfluous quantities than MILP. In addition to weights of histories, MILP-2 agentsalso finds supports of policies, regrets of histories and values of information sets. Thus, the
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 Problem Heuristic Horizon 2 Horizon 3 Horizon 4 Horizon 5Time #pruned Time #pruned Time #pruned Time #pruned
 MABC LOC 0.34 14/32 1.047 74/128 2.27 350/512Low 0.10 0.39 3.5Up 0.28 3.89 4.73
 MA-Tiger LOC 0.41 0/18 1.41 0/108 16.0 0/648Low 0.46 3.5Up 0.42 0.75
 Meeting LOC 1.36 15/50* 74.721 191/500*
 Table 16: Computation time of heuristics. For the LOC heuristics, we give the com-putation time in seconds and the number of locally extraneous histories prunedover the total number of histories (for an agent). A ’*’ denotes cases where oneadditional history is prunned for the second agent. For the Low and Up heuristic,only computation time is given.
 relaxation of MILP-2 agents takes longer to solve than the relaxation of MILP. This isthe second reason for the slowness with which the BB method solves MILP-2 agents.
 For bigger problems, namely Fire-Fighters and Meeting on a Grid, when the horizonstays small, MILP-2 agents can compete with MILP because of its slightly lower size. Itscomplexity grows like O((|Ai||Oi|)T ) whereas it grows like O((|Ai||Oi|)2T ) for MILP. Butthat small difference does not hold long as the number of integer variables quickly lessensthe efficiency of MILP-2 agents.
 As far as heuristic are concerned, they proved to be invaluable for some problems (MABCand MA-Tiger) and useless for others. In the case of MABC, heuristics are very helpful toprune a large number of extraneous heuristics but ultimately, it is the combination withthe upper bound cut that it the more efficient when the horizon grows. In the case ofMA-Tiger, although no extraneous histories are found, using the lower bound cut heuristicwith MILP leads to the quickest algorithm for solving the problem with a horizon of 4.For other problems, heuristics are more of a burden as they are too greedy in computationtime to speed up the resolution. For example, for the “Grid Meeting” problem, the timetaken to prune extraneous histories is bigger than the time saved for solving the problem.
 As a result, the added value of using heuristics depends on the nature of the problem(as depicted in Table 16) but, right now, we are not able to predict their usefulness withouttrying them.
 We also emphasize that the results given here lie at the limit of what is possible to solvein an exact manner given the memory of the computer used for the resolution, especiallyin terms of the horizon. Furthermore, as the number of agent increases, the length of thehorizon must be decreased for the problems to still be solvable.
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 8.2 Questions
 The mathematical programing approach presented in this paper raises different questions.We have explicitly addressed some of the questions that appears important to us.
 Q1: Why is the sequence-form approach not entirely doomed by its exponentialcomplexity?
 As the number of sequence-form joint policies grows doubly exponentially with the hori-zon and the number of agents, the sequence-form approach seems doomed, even comparedto dynamic programming which is doubly exponential in the worst cases only. But, indeed,some arguments must be taken into consideration.
 “Only” an exponential number of individual histories need to be evaluated. The “joint”part of the sequence-form is left to the MILP solver. And every computation done on aparticular history, like computing its value or checking if it is extraneous, has a greater“reusability” than computations done on entire policies. An history is shared by manymore joint policies than an individual policy. In some way, sequence-form allows us to workon reusable part of policies without having to work directly in the world of distributions onthe set of joint-policies.
 Then, the MILPs derived from the sequence-form DEC-POMDPs need a memory sizewhich grows “only” exponentially with the horizon and the number of agents. Obviously,such a complexity is quickly overwhelming but it is also the case of every other exact methodso far. As shown by the experiments, the MILP approach derived from the sequence-formcompares quite well with dynamic programming, even if outperformed by forward methodslike GMAA*.
 Q2: Why does MILP sometimes take so little time to find an optimal jointpolicy when compared to existing algorithms?
 Despite the complexity of our MILP approach, three factors contribute to the relativeefficiency of MILP.
 1. First, the efficiency of linear programming tools themselves. In solving MILP, theBB method solves a sequence of linear programs using the simplex algorithm. Each ofthese LPs is a relaxation of MILP. In theory, the simplex algorithm requires in theworst case an exponential number of steps (in the size of the LP) in solving a LP2,but it is well known that, in practice, it usually solves a LP in a polynomial numberof steps (in the size of the LP). Since the size of a relaxation of MILP is exponentialin the horizon, this means that, roughly speaking, the time taken to solve a relaxationof MILP is “only” exponential in the horizon whereas it can be doubly exponentialfor other methods.
 2. The second factor is the sparsity of the matrix of coefficients of the constraints ofMILP. The sparsity of the matrix formed by the coefficients of the constraints of
 2. This statement must be qualified: this worst case time requirement has not been demonstrated for allvariants of the simplex algorithm. It has been demonstrated only for the basic version of the simplexalgorithm.
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 an LP determines in practice the rate with which a pivoting algorithm such as thesimplex solves the LP (this also applies to Lemke’s algorithm in the context of anLCP). The sparser this matrix, the lesser the time required to perform elementarypivoting (row) operations involved in the simplex algorithm and the lesser the spacerequired to model the LP.
 3. The third factor is the fact that we supplement MILP with cuts; the computationalexperience clearly shows how this speeds up the computations. While the first twofactors were related to solving a relaxation of MILP (i.e., an LP), this third factorhas an impact on the BB method itself. The upper bound cut identifies an additionalterminating condition for the BB method, thus enabling it to terminate earlier thanin the absence of this condition. The lower bound cut attempts to shorten the listof active subproblems (LPs) which the BB method solves sequentially. Due to thiscut, the BB method has potentially a lesser number of LPs to solve. Note that ininserting the lower bound cut, we are emulating the forward search properties of theA* algorithm.
 Q3: How do we know that the MILP-solver (iLog’s “Cplex” in our experiments)is not the only reason for the speedup?
 Clearly, our approach would be slower, even sometime slower than a classical dynamicprogramming approach if we had used another program for solving our MILPs as we exper-imented also our MILPs with solvers from the NEOS website that were indeed very veryslow. It is true that Cplex, the solver we have used in our experiments, is quite optimized.Nevertheless, it is exactly one of the points we wanted to experiment with in this paper:one of the advantages of formulating a DEC-POMDP as a MILP is the possibility to usethe fact that, as mixed integer linear programs are very important for the industrial world,optimized solvers do exist.Then, we had to formulate a DEC-POMDP as a MILP and this is mostly what this paperis about.
 Q4: What is the main contribution of this paper?
 As stated earlier in the paper, current algorithms for DEC-POMDPs were largely in-spired by POMDPs algorithms. Our main contribution was to pursue an entirely differentapproach, i.e., mixed integer linear programming. As such, we have learned a lot aboutDEC-POMDPs and about the pro & con of this mathematical programming approach. Thishas lead to the formulation of new algorithms.
 In designing these algorithms, we have, first of all, drawn attention to a new represen-tation of a policy, namely the sequence form of a policy, introduced by Koller, Megiddoand von Stengel. The sequence form of a policy is not a compact representation of thepolicy of an agent, but it does afford a compact representation of the set of policies of theagent.
 The algorithms we have proposed for finite horizon DEC-POMDPs are mathematicalprogramming algorithms. To be precise, they are 0-1 MILPs. In the MDP domain,
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 mathematical programming has been long used for solving the infinite horizon case. Forinstance, an infinite horizon MDP can be solved by a linear program (d’Epenoux, 1963).More recently, mathematical programming has been directed at infinite horizon POMDPsand DEC-POMDPs. Thus, an infinite horizon DEC-MDP (with state transition indepen-dence) can be solved by a 0-1 MILP (Petrik & Zilberstein, 2007) and an infinite horizonPOMDP or DEC-POMDP can be solved (for local optima) by a nonlinear program (Am-ato, Bernstein, & Zilberstein, 2007b, 2007a). The finite horizon case – much different incharacter than the infinite horizon case – has been dealt with using dynamic programming.As stated earlier, whereas dynamic programming has been quite successful for finite horizonMDPs and POMDPs, it has been less so for finite horizon DEC-POMDPs.
 In contrast, in game theory, mathematical programming has been successfully directedat games of finite horizon. Lemke’s algorithm (1965) for two-player normal form games, theGovindan-Wilson algorithm (2001) for n-player normal form games and the Koller, Megiddoand von Stengel approach (which internally uses Lemke’s algorithm) for two-player extensiveform games are all for finite-horizon games.
 What remained then was to a find way to appropriate mathematical programming forsolving the finite horizon case of the POMDP/DEC-POMDP domain. Our work has doneprecisely this (incidently, we now have an algorithm for solving some kind of n-player nor-mal form games). Throughout the paper, we have shown how mathematical programming(in particular, 0-1 integer programming) can be applied for solving finite horizon DEC-POMDPs (it is easy to see that the approach we have presented yields a linear programfor solving a finite horizon POMDP). Additionally, the computational experience of ourapproach indicates that for finite horizon DEC-POMDPs, mathematical programming maybe better (faster) than dynamic programming. We have also shown how the well-entrencheddynamic programming heuristic of the pruning of redundant or extraneous objects (in ourcase, histories) can be integrated into this mathematical programming approach.Hence, the main contribution of this paper is that it presents, for the first time, an alter-native approach for solving finite horizon POMDPs/DEC-POMDPs based on MILPs.
 Q5: Is the mathematical programming approach presented in this paper some-thing of a dead end?
 This question is bit controversial and a very short answer to this question could bea “small yes”. But this is true for every approach that looks for exact optimal solutionsto DEC-POMDPs, whether it is grounded on dynamic programming or forward search ormathematical programming. Because of the complexity of the problem, an exact solutionwill always be untractable but our algorithms can still be improved.
 A longer answer is more mitigated, especially in the light of the recent advances madefor dynamic programming and forward search algorithms. One crucial point in sequence-form DEC-POMDPs is the pruning of extraneous histories. A recent work from Oliehoek,Whiteson, and Spaan (2009) has shown how to clusters histories that are equivalent in away that could also reduce the nomber of constraints in MILPs. The approach of Amato,Dibangoye, and Zilberstein (2009) that improves and speed up the dynamic programmingoperator could help in finding extraneous histories. So, at the very least, some work is
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 still required before stating that every aspect of sequence-form DEC-POMDPs have beenstudied.
 We now turn to an even longer answer. Consider the long horizon case. Given that exactalgorithms (including the ones presented in this paper) can only tackle horizons less than 6,by ‘long horizon’, we mean anything upwards of 6 time periods. For the long horizon case,we are required to conceive a possibly sub-optimal joint policy for the given horizon anddetermine an upper bound on the loss of value incurred by using the joint policy instead ofusing an optimal joint policy.
 The current trend for the long horizon case is amemory-bounded approach. The memorybounded dynamic programming (MBDP) algorithm (Seuken & Zilberstein, 2007) is themain exponent of this approach. This algorithm is based on the backward induction DPalgorithm (Hansen et al., 2004). The algorithm attempts to run in a limited amount ofspace. In order to do so, unlike the DP algorithm, it prunes even non-extraneous (i.e., non-dominated) policy trees at each iteration. Thus, at each iteration, the algorithm retainsa pre-determined number of trees. This algorithm and its variants have been used to finda joint policy for the MABC, the MA-tiger and the Box pushing problems for very longhorizons (of the order of thousands of time periods).
 MBDP does not provide an upper bound on the loss of value. The bounded DP (BDP)algorithm presented in the paper by Amato, Carlin, and Zilberstein (2007c) does give anupper bound. However, on more interesting DEC-POMDP problems (such as MA-tiger),MBDP finds a much better joint policy than BDP.
 A meaningful way to introduce the notion of memory boundedness into our approach isto fix an a priori upper bound on the size of the concerned mathematical program. Thispresents all sorts of difficulties but the main difficulty seems to be the need to representa policy for a long horizon in limited space. The MBDP algorithm solves this problemby using what may be termed as a recursive representation. The recursive representationcauses the MBDP algorithm to take a long time to evaluate a joint policy, but it does allowthe algorithm to represent a long horizon joint policy in limited space. In the context ofour mathematical programming approach, we would have to change the policy constraintsin some way so that a long horizon policy is represented by a system consisting of a limitednumber of linear equations and linear inequalities. Besides the policy constraints, otherconstraints of the presented programs would also have to be accordingly transfigured. It isnot evident (to us) if such a transfiguration of the constraints is possible.
 On the other hand, the infinite horizon case seems to be a promising candidate to adaptour approach to. Mathematical programming has already been applied, with some success,to solving infinite horizon DEC-POMDPs (Amato et al., 2007a). The computational ex-perience of this mathematical programming approach shows that it is better (finds higherquality solutions in lesser time) than a dynamic programming approach (Bernstein et al.,2005; Szer & Charpillet, 2006).
 Nevertheless, this approach has two inter-related shortcomings. First, the approachfinds a joint controller (i.e., an infinite horizon joint policy) of a fixed size and not of theoptimal size. Second, much graver than the first, for the fixed size, it finds a locally optimaljoint controller. The approach does not guarantee finding an optimal joint controller. Thisis because the program presented in the work of Amato et al. (2007a) is a (non-convex)
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 nonlinear program (NLP). The NLP finds a fixed size joint controller in the canonical form(i.e., in the form of a finite state machine). We believe that both these shortcomings canbe removed by conceiving a mathematical program (specifically, a 0-1 mixed integer linearprogram) that finds a joint controller in the sequence-form. As stated earlier, the mainchallenge in this regard is therefore an identification of the sequence-form of an infinitehorizon policy. In fact, it may be that if such sequence-form characterization of an infinitehorizon policy is obtained, it could be used in conceiving a program for the long horizon(undiscounted reward) case as well.
 Q6: How does this help achieve designing artificial autonomous agents ?
 At first sight, our work does not have any direct and immediate applied benefits for thepurpose of building artificial intelligent agents or understanding how intelligence “works”.Even in the limited field of multi-agent planning, our contributions are more on a theoreticallevel than on a practical one.
 Real artificial multi-agent systems can indeed be modeled as DEC-POMDPs, even if theymake use of communication, of common knowledge, of common social law. Then, such realsystems would likely be made of a large number of states, actions or observations and requiresolutions over a large horizon. Our mathematical programming approach is practicallyuseless in that setting as limited to DEC-POMDPs of very small size. Other models thatare simpler – but far from trivial – to solve because they explicitly take into account somecharacteristics of the real systems do exist. Some works take advantage of communications(Xuan, Lesser, & Zilberstein, 2000; Ghavamzadeh & Mahadevan, 2004), some of the existingindependencies in the system (Wu & Durfee, 2006; Becker, Zilberstein, Lesser, & Goldman,2004), some do focus on interaction between agents (Thomas, Bourjot, & Chevrier, 2004),some, as said while answering the previous questions, rely on approximate solutions, etc...It is our intention to facilitate the re-use and the adaptation to these other models of theconcepts used in our work and of the knowledge about the structure of an optimal solution ofa DEC-POMDP. To that end, we decided not only to describe the MILP programs but also,and most importantly, how we derived these programs by making use of some properties ofoptimal DEC-POMDP solutions.
 Truly autonomous agents will also require to adapt to new and unforeseen situations.Our work being dedicated to planning, it seems easy to argue that it does not contributevery much to that end either. On the other hand, learning in DEC-POMDPs has neverreally been addressed except for some fringe work in particular settings (Scherrer & Charpil-let, 2002; Ghavamzadeh & Mahadevan, 2004; Buffet, Dutech, & Charpillet, 2007). In fact,even for “simple” POMDPs, learning is a very difficult task (Singh, Jaakkola, & Jordan,1994). Currently, the more promising research deals with learning the “Predictive StateRepresentation” (PSR) of a POMDP (Singh, Littman, Jong, Pardoe, & Stone, 2003; James& Singh, 2004; McCracken & Bowling, 2005). Making due allowance to the fundamentaldifferences between the functional role of PSR and histories, we notice that PSR and his-tories are quite similar in structure. While it is too early to say, it might be that trying tolearn the useful histories of a DEC-POMDP could take some inspiration from the way theright PSRs are learned for POMDPs.
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 9. Conclusion
 We designed and investigated new exact algorithms for solving Decentralized Partially Ob-servable Markov Decision Processes with finite horizon (DEC-POMDPs). The main con-tribution of our paper is the use of sequence-form policies, based on a sets of histories, inorder to reformulate a DEC-POMDP as a non-linear programming problem (NLP). Wehave then presented two different approaches to linearize the NLP in order to find globaland optimal solutions to DEC-POMDPs. The first approach is based on the combinatorialproperties of the optimal policies of DEC-POMDPs and the second one relies on conceptsborrowed from the field of game theory. Both lead to formulating DEC-POMDPs as 0-1Mixed Integer Linear Programming problems (MILPs). Several heuristics for speeding upthe resolution of these MILPs make another important contribution of our work.
 Experimental validation of the mathematical programming problems designed in thiswork was conducted on classical DEC-POMDP problems found in the literature. Theseexperiments show that, as expected, our MILP methods outperform classical DynamicProgramming algorithms. But, in general, they are less efficient and more costly thanforward search methods like GMAA*, especially in the case where the DEC-POMDP admitsmany optimal policies. Nevertheless, according to the nature of the problem, MILP methodscan sometimes greatly outperform GMAA* (as in the MA-Tiger problem).
 While it is clear that exact resolution of DEC-POMDPs can not scale up with the sizeof the problems or the length of the horizon, designing exact methods is useful in orderto develop or improve approximate methods. We see at least three research directionswhere our work can contribute. One direction could be to take advantage of the largeliterature on algorithms for finding approximate solutions to MILPs and to adapt them tothe MILPs formulated for DEC-POMDPs. Another direction would be to use the knowledgegained from our work to derive improved heuristics for guiding existing approximate existingmethods for DEC-POMDPs. For example, the work of Seuken and Zilberstein (2007), inorder to limit the memory resources used by the resolution algorithm, prune the space ofpolicies to only consider some of them; our work could help using a better estimation ofthe policies that are important to be kept in the search space. Then, the one direction weare currently investigating is to adapt our approach to DEC-POMDPs of infinite length bylooking for yet another representation that would allow such problems to be seen as MILPs.
 More importantly, our work participates to a better understanding of DEC-POMDPs.We analyzed and understood key characteristics of the nature of optimal policies in orderto design the MILPs presented in this paper. This knowledge can be useful for other workdealing with DEC-POMDPs and even POMDPs. The experimentations have also givensome interesting insights on the nature of the various problems tested, in term of existenceof extraneous histories or on the number of optimal policies. These insights might be a firststep toward a taxonomy of DEC-POMDPs.
 Appendix A. Non-Convex Non-Linear Program
 Using the simplest example, this section aims at showing that the Non-Linear Program(NLP) expressed in Table 2 can be non-convex.
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 Let us consider an example with two agents, each one with 2 possible actions (a and b)that want to solve a horizon-1 decision problem. The set of possible joint-histories is then:〈a, a〉, 〈a, b〉, 〈b, a〉 and 〈b, b〉. Then the NLP to solve is:
 Variables: x1(a), x1(b), x2(a), x2(a)
 Maximize R(α, 〈a, a〉)x1(a)x2(a) +R(α, 〈a, b〉)x1(a)x2(b) (158)
 +R(α, 〈b, a〉)x1(b)x2(a) +R(α, 〈b, b〉)x1(b)x2(b)
 subject to
 x1(a) + x1(b) = 1
 x2(a) + x2(b) = 1
 x1(a) ≥ 0, x1(b) ≥ 0
 x2(a) ≥ 0, x2(b) ≥ 0
 A matrix formulation of the objective function of eq. (158) would be xT .C.x with C andx of the following kind:
 C =
 0 0 c d0 0 e fc e 0 0d f 0 0
 x =
 x1(a)x1(b)x2(a)x2(b)
 . (159)
 If λ is the eigen value of vector v = [v1 v2 v3 v4]T then it is straightforward to show that
 −λ is also an eigen value: [−v1 − v2 v3 v4]T = −λC.[v1 v2 − v3 − v4]
 T . As a result, thematrix C, hessian of the objective function, is not positive-definite and thus the objectivefunction is not convex.
 Appendix B. Linear Program Duality
 Every linear program (LP) has a converse linear program called its dual. The first LP iscalled the primal to distinguish it from its dual. If the primal maximizes a quantity, thedual minimizes the quantity. If there are n variables and m constraints in the primal, thereare m variables and n constraints in the dual. Consider the following (primal) LP.
 Variables: x(i), ∀i ∈ 1, 2, · · · , n
 Maximize
 n∑
 i=1
 c(i)x(i)
 subject to:
 n∑
 i=1
 a(i, j)x(i) = b(j), j = 1, 2, · · · , m
 x(i) ≥ 0, i = 1, 2, · · · , n
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 This primal LP has one variable x(i) for each i = 1 to n. The data of the LP consistsof numbers c(i) for each i = 1 to n, the numbers b(j) for each j = 1 to m and the numbersa(i, j) for each i = 1 to n and for each j = 1 to m. The LP thus has n variables and mconstraints. The dual of this LP is the following LP.
 Variables: y(j), ∀j ∈ 1, 2, · · · ,m′
 Minimize
 m′∑
 j=1
 b(j)y(j)
 subject To:
 m′∑
 j=1
 a(i, j)y(j) ≥ c(i), i = 1, 2, · · · , n′
 y(j) ∈ (−∞,+∞), j = 1, 2, · · · , m′
 The dual LP has one variable y(j) for each j = 1 to m. Each y(j) variable is a freevariable. That is, it is allowed to take any value in R. The dual LP has m variables and nconstraints.
 The theorem of linear programming duality is as follows.
 Theorem B.1. (Luenberger, 1984) If either a primal LP or its dual LP has a finite optimalsolution, then so does the other, and the corresponding values of the objective functions areequal.
 Applying this theorem to the primal-dual pair given above, there holds,
 n∑
 i=1
 c(i)x∗(i) =m∑
 j=1
 b(j)y∗(j)
 where x∗ denotes an optimal solution to the primal and y∗ denotes an optimal solution tothe dual.
 The theorem of complementary slackness is as follows.
 Theorem B.2. (Vanderbei, 2008) Suppose that x is feasible for a primal linear program andy is feasible for its dual. Let (w1,· · · ,wm) denote the corresponding primal slack variables,and let (z1,· · · ,zn) denote the corresponding dual slack variables. Then x and y are optimalfor their respective problems if and only if
 xjzj = 0 for j = 1, · · · , n,wiyi = 0 for i = 1, · · · ,m.
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 Appendix C. Regret for DEC-POMDPs
 The value of an information set ϕ ∈ Ii of an agent i for a i-reduced joint policy q,denoted λ∗
 i (ϕ, q), is defined by:
 λ∗i (ϕ, q) = max
 h∈ϕ
 ∑
 j′∈E−i
 R(α, 〈h, j′〉)q(j′) (160)
 for any terminal information set and, if ϕ is non-terminal, by:
 λ∗i (ϕ, q) = max
 h∈ϕ
 ∑
 o∈Oi
 λ∗i (h.o, q) (161)
 Then, the regret of a history h for an agent i and for a i-reduced joint policy q,denoted µi(h, q), it is defined by:
 µi(h, q) = λ∗i (ϕ(h), q) −
 ∑
 j′∈HT−i
 R(α, 〈h, j′〉)q(j′) (162)
 if h is terminal and, if h is non-terminal, by:
 µi(h, q) = λ∗i (ϕ(h), q) −
 ∑
 o∈Oi
 λ∗i (h.o, q) (163)
 The concept of regret of the agent i, which is independant of the policy of the agent i, isvery useful when looking for optimal policy because its optimal value is known: it is 0. Itis thus easier to manipulate than the optimal value of a policy.
 Appendix D. Program Changes Due to Optimizations
 Pruning locally or globally extraneous histories reduces the size of the search space of themathematical programs. Now, some constraints of the programs depend on the size of thesearch space, we must then alter some of these constraints.
 Let denote by a “∼” superscript the sets actually used in our program. For example, Eiwill be the actual set of terminal histories of agent i, be it pruned of extraneous historiesor not.
 Programs MILP (Table 3) and MILP-n agents (Table 5) rely on the fact that thenumber of histories of a given length t in the support of a pure policy of each agent is fixedand equal to |Oi|t−1. As it may not be the case with pruned sets, the following changeshave to be made:
 • The constraint (42) of MILP or (121) MILP-n agents, that is∑
 j∈Ez(j) =
 ∏
 i∈I|Oi|T−1
 must be replaced by∑
 j∈Ez(j) ≤
 ∏
 i∈I|Oi|T−1. (164)
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 • The set of constraints (41) of MILP or (120) of MILP-n agents, that is
 ∑
 j′∈E−i
 z(〈h, j′〉) =∏
 k∈I\i|Ok|T−1xi(h), ∀i ∈ I, ∀h ∈ Ei
 must be replaced by
 ∑
 j′∈E−i
 z(〈h, j′〉) ≤∏
 k∈I\i|Ok|T−1xi(h), ∀i ∈ I, ∀h ∈ Ei. (165)
 • The set of constraints (119) of MILP-n agents, that is
 yi(ϕ(h)) −1
 |Oi|T−1
 ∑
 j∈ER(α, 〈h, j−i〉)z(j) = wi(h), ∀h ∈ Ei
 must be replaced by
 yi(ϕ(h)) −1
 |Oi|T−1
 ∑
 j∈ER(α, 〈h, j−i〉)z(j) = wi(h), ∀h ∈ Ei. (166)
 Appendix E. Example using MA-Tiger
 All these example are derived using the Decentralized Tiger Problem (MA-Tiger) describedin Section 2.2. We have two agents, with 3 actions (al, ar, ao) and 2 observations (ol, or).We will only consider problem with an horizon of 2.
 There are 18 (32×2) terminal histories for an agent: ao.ol.ao, ao.ol.al, ao.ol.ar, ao.or.ao,ao.or.al, ao.or.ar, al.ol.ao, al.ol.al, al.ol.ar, al.or.ao, al.or.al, al.or.ar, ar.ol.ao, ar.ol.al,ar.ol.ar, ar.or.ao, ar.or.al, ar.or.ar.
 And thus 324 (182 = 32×2×22) joint histories for the agents: 〈ao.ol.ao,ao.ol.ao〉,〈ao.ol.ao,ao.ol.al〉,〈ao.ol.ao,ao.ol.ar〉, · · · , 〈ar.or.ar,ar.or.ar〉.
 E.1 Policy Constraints
 The policy constraints with horizon 2 for one agent in the MA-Tiger problem would be:Variables: x for every history
 x(ao) + x(al) + x(ar) = 0
 −x(ao) + x(ao.ol.ao) + x(ao.ol.al) + x(ao.ol.ar) = 0
 −x(ao) + x(ao.or.ao) + x(ao.or.al) + x(ao.or.ar) = 0
 −x(al) + x(al.ol.ao) + x(al.ol.al) + x(al.ol.ar) = 0
 −x(al) + x(al.or.ao) + x(al.or.al) + x(al.or.ar) = 0
 −x(ar) + x(ar.ol.ao) + x(ar.ol.al) + x(ar.ol.ar) = 0
 −x(ar) + x(ar.or.ao) + x(ar.or.al) + x(ar.or.ar) = 0
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 x(ao) ≥ 0 x(al) ≥ 0 x(ar) ≥ 0
 x(ao.ol.ao) ≥ 0 x(ao.ol.al) ≥ 0 x(ao.ol.ar) ≥ 0
 x(ao.or.ao) ≥ 0 x(ao.or.al) ≥ 0 x(ao.or.ar) ≥ 0
 x(al.ol.ao) ≥ 0 x(al.ol.al) ≥ 0 x(al.ol.ar) ≥ 0
 x(al.or.ao) ≥ 0 x(al.or.al) ≥ 0 x(al.or.ar) ≥ 0
 x(ar.ol.ao) ≥ 0 x(ar.ol.al) ≥ 0 x(ar.ol.ar) ≥ 0
 x(ar.or.ao) ≥ 0 x(ar.or.al) ≥ 0 x(ar.or.ar) ≥ 0
 E.2 Non-Linear Program for MA-Tiger
 The Non-Linear Program for finding an optimal sequence-form policy for the MA-Tigerwith horizon 2 would be:
 Variables: xi for every history for each agent
 Maximize R(α, 〈ao.ol.ao, ao.ol.ao〉)x1(ao.ol.ao)x2(ao.ol.ao)+ R(α, 〈ao.ol.ao, ao.ol.al〉)x1(ao.ol.ao)x2(ao.ol.al)+ R(α, 〈ao.ol.ao, ao.ol.ar〉)x1(ao.ol.ao)x2(ao.ol.ar)+ · · ·
 subject to:
 x1(ao) + x1(al) + x1(ar) = 0
 −x1(ao) + x1(ao.ol.ao) + x1(ao.ol.al) + x1(ao.ol.ar) = 0
 −x1(ao) + x1(ao.or.ao) + x1(ao.or.al) + x1(ao.or.ar) = 0
 −x1(al) + x1(al.ol.ao) + x1(al.ol.al) + x1(al.ol.ar) = 0
 −x1(al) + x1(al.or.ao) + x1(al.or.al) + x1(al.or.ar) = 0
 −x1(ar) + x1(ar.ol.ao) + x1(ar.ol.al) + x1(ar.ol.ar) = 0
 −x1(ar) + x1(ar.or.ao) + x1(ar.or.al) + x1(ar.or.ar) = 0
 x2(ao) + x2(al) + x2(ar) = 0
 −x2(ao) + x2(ao.ol.ao) + x2(ao.ol.al) + x2(ao.ol.ar) = 0
 −x2(ao) + x2(ao.or.ao) + x2(ao.or.al) + x2(ao.or.ar) = 0
 −x2(al) + x2(al.ol.ao) + x2(al.ol.al) + x2(al.ol.ar) = 0
 −x2(al) + x2(al.or.ao) + x2(al.or.al) + x2(al.or.ar) = 0
 −x2(ar) + x2(ar.ol.ao) + x2(ar.ol.al) + x2(ar.ol.ar) = 0
 −x2(ar) + x2(ar.or.ao) + x2(ar.or.al) + x2(ar.or.ar) = 0
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 x1(ao) ≥ 0 x1(al) ≥ 0 x1(ar) ≥ 0
 x1(ao.ol.ao) ≥ 0 x1(ao.ol.al) ≥ 0 x1(ao.ol.ar) ≥ 0
 x1(ao.or.ao) ≥ 0 x1(ao.or.al) ≥ 0 x1(ao.or.ar) ≥ 0
 x1(al.ol.ao) ≥ 0 x1(al.ol.al) ≥ 0 x1(al.ol.ar) ≥ 0
 x1(al.or.ao) ≥ 0 x1(al.or.al) ≥ 0 x1(al.or.ar) ≥ 0
 x1(ar.ol.ao) ≥ 0 x1(ar.ol.al) ≥ 0 x1(ar.ol.ar) ≥ 0
 x1(ar.or.ao) ≥ 0 x1(ar.or.al) ≥ 0 x1(ar.or.ar) ≥ 0
 x2(ao) ≥ 0 x2(al) ≥ 0 x2(ar) ≥ 0
 x2(ao.ol.ao) ≥ 0 x2(ao.ol.al) ≥ 0 x2(ao.ol.ar) ≥ 0
 x2(ao.or.ao) ≥ 0 x2(ao.or.al) ≥ 0 x2(ao.or.ar) ≥ 0
 x2(al.ol.ao) ≥ 0 x2(al.ol.al) ≥ 0 x2(al.ol.ar) ≥ 0
 x2(al.or.ao) ≥ 0 x2(al.or.al) ≥ 0 x2(al.or.ar) ≥ 0
 x2(ar.ol.ao) ≥ 0 x2(ar.ol.al) ≥ 0 x2(ar.ol.ar) ≥ 0
 x2(ar.or.ao) ≥ 0 x2(ar.or.al) ≥ 0 x2(ar.or.ar) ≥ 0
 E.3 MILP for MA-Tiger
 The MILP with horizon 2 for the agents in the MA-Tiger problem would be:Variables:xi(h) for every history of agent iz(j) for every terminal joint history
 Maximize R(α, 〈ao.ol.ao, ao.ol.ao〉)z(〈ao.ol.ao, ao.ol.ao〉)+ R(α, 〈ao.ol.ao, ao.ol.al〉)z(〈ao.ol.ao, ao.ol.al〉)+ R(α, 〈ao.ol.ao, ao.ol.ar〉)z(〈ao.ol.ao, ao.ol.ar〉)+ · · ·
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 subject to:
 x1(ao) + x1(al) + x1(ar) = 0
 −x1(ao) + x1(ao.ol.ao) + x1(ao.ol.al) + x1(ao.ol.ar) = 0
 −x1(ao) + x1(ao.or.ao) + x1(ao.or.al) + x1(ao.or.ar) = 0
 · · ·x2(ao) + x2(al) + x2(ar) = 0
 −x2(ao) + x2(ao.ol.ao) + x2(ao.ol.al) + x2(ao.ol.ar) = 0
 −x2(ao) + x2(ao.or.ao) + x2(ao.or.al) + x2(ao.or.ar) = 0
 · · ·z(〈ao.ol.ao, ao.ol.ao〉) + z(〈ao.ol.ao, ao.ol.al〉) + z(〈ao.ol.ao, ao.ol.ar〉) = 2× x1(ao.ol.ao)
 z(〈ao.ol.ao, ao.ol.ao〉) + z(〈ao.ol.al, ao.ol.ao〉) + z(〈ao.ol.ar, ao.ol.ao〉) = 2× x2(ao.ol.ao)
 z(〈ao.ol.al, ao.ol.ao〉) + z(〈ao.ol.al, ao.ol.al〉) + z(〈ao.ol.al, ao.ol.ar〉) = 2× x1(ao.ol.al)
 z(〈ao.ol.ao, ao.ol.al〉) + z(〈ao.ol.al, ao.ol.al〉) + z(〈ao.ol.ar, ao.ol.al〉) = 2× x2(ao.ol.al)
 · · ·
 x1(ao) ≥ 0 x1(al) ≥ 0 x1(ar) ≥ 0
 x1(ao.ol.ao) ∈ 0, 1 x1(ao.ol.al) ∈ 0, 1 x1(ao.ol.ar) ∈ 0, 1x1(ao.or.ao) ∈ 0, 1 x1(ao.or.al) ∈ 0, 1 x1(ao.or.ar) ∈ 0, 1
 · · ·x2(ao) ≥ 0 x2(al) ≥ 0 x2(ar) ≥ 0
 x2(ao.ol.ao) ∈ 0, 1 x2(ao.ol.al) ∈ 0, 1 x2(ao.ol.ar) ∈ 0, 1x2(ao.or.ao) ∈ 0, 1 x2(ao.or.al) ∈ 0, 1 x2(ao.or.ar) ∈ 0, 1
 · · ·z(〈ao.ol.ao, ao.ol.ao〉) ∈ 0, 1 z(〈ao.ol.ao, ao.ol.al〉) ∈ 0, 1 z(〈ao.ol.ao, ao.ol.ar〉) ∈ 0, 1z(〈ao.ol.al, ao.ol.ao〉) ∈ 0, 1 z(〈ao.ol.al, ao.ol.al〉) ∈ 0, 1 z(〈ao.ol.al, ao.ol.ar〉) ∈ 0, 1
 · · ·
 E.4 MILP-2 Agents for MA-Tiger
 The MILP-2 agents with horizon 2 for the agents in the MA-Tiger problem would be:Variables:xi(h), wi(h) and bi(h) for every history of agent iyi(ϕ)) for each agent and for every information set
 Maximize y1(∅)
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 subject to:
 x1(ao) + x1(al) + x1(ar) = 0
 −x1(ao) + x1(ao.ol.ao) + x1(ao.ol.al) + x1(ao.ol.ar) = 0
 −x1(ao) + x1(ao.or.ao) + x1(ao.or.al) + x1(ao.or.ar) = 0
 · · ·x2(ao) + x2(al) + x2(ar) = 0
 −x2(ao) + x2(ao.ol.ao) + x2(ao.ol.al) + x2(ao.ol.ar) = 0
 −x2(ao) + x2(ao.or.ao) + x2(ao.or.al) + x2(ao.or.ar) = 0
 · · ·y1(∅)− y1(ao.ol)− y1(ao.or) = w1(ao)
 y1(∅)− y1(al.ol)− y1(al.or) = w1(al)
 y1(∅)− y1(ar.ol)− y1(ar.or) = w1(ar)
 y2(∅)− y2(ao.ol)− y2(ao.or) = w2(ao)
 y2(∅)− y2(al.ol)− y2(al.or) = w2(al)
 y2(∅)− y2(ar.ol)− y2(ar.or) = w2(ar)
 y1(ao.ol)−R(α, 〈ao.ol.ao, ao.ol.ao〉)x2(ao.ol.ao)−R(α, 〈ao.ol.ao, ao.ol.al〉)x2(ao.ol.al)−R(α, 〈ao.ol.ao, ao.ol.ar〉)x2(ao.ol.ar)−R(α, 〈ao.ol.ao, al.ol.ao〉)x2(al.ol.ao)−R(α, 〈ao.ol.ao, al.ol.al〉)x2(al.ol.al)−R(α, 〈ao.ol.ao, al.ol.ar〉)x2(al.ol.ar)
 · · · = w1(ao.ol.ao)
 y1(ao.ol)−R(α, 〈ao.ol.al, ao.ol.ao〉)x2(ao.ol.ao)−R(α, 〈ao.ol.al, ao.ol.al〉)x2(ao.ol.al)−R(α, 〈ao.ol.al, ao.ol.ar〉)x2(ao.ol.ar)−R(α, 〈ao.ol.al, al.ol.ao〉)x2(al.ol.ao)−R(α, 〈ao.ol.al, al.ol.al〉)x2(al.ol.al)−R(α, 〈ao.ol.al, al.ol.ar〉)x2(al.ol.ar)
 · · · = w1(ao.ol.al)
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 · · ·y1(ar.or)−R(α, 〈ar .or.ar, ao.ol.ao〉)x2(ao.ol.ao)
 −R(α, 〈ar.or.ar, ao.ol.al〉)x2(ao.ol.al)−R(α, 〈ar.or.ar, ao.ol.ar〉)x2(ao.ol.ar)−R(α, 〈ar.or.ar, al.ol.ao〉)x2(al.ol.ao)−R(α, 〈ar .or.ar, al.ol.al〉)x2(al.ol.al)−R(α, 〈ar .or.ar, al.ol.ar〉)x2(al.ol.ar)
 · · · = w1(ar.or.ar)
 y2(ao.ol)−R(α, 〈ao.ol.ao, ao.ol.ao〉)x1(ao.ol.ao)−R(α, 〈ao.ol.al, ao.ol.ao〉)x1(ao.ol.al)−R(α, 〈ao.ol.ar, ao.ol.ao〉)x1(ao.ol.ar)−R(α, 〈al.ol.ao, ao.ol.ao〉)x1(al.ol.ao)−R(α, 〈al.ol.al, ao.ol.ao〉)x1(al.ol.al)−R(α, 〈al.ol.ar, ao.ol.ao〉)x1(al.ol.ar)
 · · · = w2(ao.ol.ao)
 y2(ao.ol)−R(α, 〈ao.ol.ao, ao.ol.al〉)x1(ao.ol.ao)−R(α, 〈ao.ol.al, ao.ol.al〉)x1(ao.ol.al)−R(α, 〈ao.ol.ar, ao.ol.al〉)x1(ao.ol.ar)−R(α, 〈al.ol.ao, ao.ol.al〉)x1(al.ol.ao)−R(α, 〈al.ol.al, ao.ol.al〉)x1(al.ol.al)−R(α, 〈al.ol.ar, ao.ol.al〉)x1(al.ol.ar)
 · · · = w2(ao.ol.al)
 · · ·
 x1(ao) ≤ 1− b1(ao) x1(al) ≤ 1− b1(al)
 x1(ar) ≤ 1− b1(ar) x1(ao.ol.ao) ≤ 1− b1(ao.ol.ao)
 x1(ao.ol.al) ≤ 1− b1(ao.ol.al) x1(ao.ol.ar) ≤ 1− b1(ao.ol.ar)
 · · ·
 w1(ao) ≤ U1(ao)b1(ao) w1(al) ≤ U1(al)b1(al)
 w1(ar) ≤ U1(ar)b1(ar) w1(ao.ol.ao) ≤ U1(ao.ol.ao)b1(ao.ol.ao)
 w1(ao.ol.al) ≤ U1(ao.ol.al)b1(ao.ol.al) w1(ao.ol.ar) ≤ U1(ao.ol.ar)b1(ao.ol.ar)
 · · ·
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 x1(ao) ≥ 0 x1(al) ≥ 0 x1(ar) ≥ 0
 x1(ao.ol.ao) ≥ 0 x1(ao.ol.al) ≥ 0 x1(ao.ol.ar) ≥ 0
 · · ·w1(ao) ≥ 0 w1(al) ≥ 0 w1(ar) ≥ 0
 w1(ao.ol.ao) ≥ 0 w1(ao.ol.al) ≥ 0 w1(ao.ol.ar) ≥ 0
 · · ·b1(ao) ∈ 0, 1 b1(al) ∈ 0, 1 b1(ar) ∈ 0, 1
 b1(ao.ol.ao) ∈ 0, 1 b1(ao.ol.al) ∈ 0, 1 b1(ao.ol.ar) ∈ 0, 1· · ·
 y1(∅) ∈ (−∞,+∞)
 y1(ao.ol) ∈ (−∞,+∞) y1(ao.or) ∈ (−∞,+∞)
 · · ·... and the same for agent 2
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Rubrique
 Coordination par les Jeux Stochastiques
 Apprentissage par Renforcement et Théorie des Jeuxpour la coordination de Systèmes Multi-Agents
 Alain Dutech— Raghav Aras— François Charpillet
 LORIA - INRIA615, rue du jardin botaniqueVillers les NancyFrancedutech,aras,[email protected]
 RÉSUMÉ. Nous présentons les principaux algorithmes d’apprentissage par renforcement visant àcoordonner des systèmes multi-agents en s’appuiant sur des outils et des notions tirés de la Théoriedes Jeux. Les limitations des ces approches sont évoquées et discutées afin d’essayer de dégagerdes problématiques prometteuse pour ce champs de recherche. Nous y discutons en particulier lapertinence des équilibres de Nash et des jeux à information partielle.
 ABSTRACT. This article presents the main reinforcement learning algorithms that aim at coordinatingmulti-agent systems by using tools and formalisms borrowed from Game Theory. Limits of theseapproaches are studied and discussed in order to draw some promising lines of research for thatparticular field. We argue more deeply around the central notions of Nash equilibrium and gameswith imperfect monitoring.
 MOTS-CLÉS : Systèmes Multi-Agents, Coordination, Théorie des Jeux, Apprentissage par Renforce-ment
 KEYWORDS : Multi-Agent Systems, Coordination, Game Theory, Reinforcement Learning
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1. Introduction
 Les méthodes d’apprentissage par renforcement (AR) [16] etleur formalisation parles processus décisionnels de Markov (MDP1) [15] ont pris une place importante dansles travaux de recherche en intelligence artificielle. Plusrécemment, leur utilisation a étéélargie aux systèmes multi-agents (SMA), en tant que méthode de construction automa-tique mais aussi en tant que formalisme. Cet élargissement aconduit assez naturellementà utiliser et à s’inspirer du bagage mathématique de la Théorie des Jeux (TdJ) [14] pourétendre les outils et formalismes classiques de l’AR.
 Nous allons plus précisément nous attacher au problème de lacoordination et de lacoopération rationnelle d’agents. La question posée est alors de savoir si les algorithmesqui s’appuient sur la combinaison des formalismes des MDP etde la TdJ permettenteffectivement à des agents de se coordonner, voire de coopérer.
 Le but de cet article est en fait triple. Premièrement, nous voulons présenter de ma-nière synthétique les travaux majeurs de ce courant de recherche qui allie AR et TdJ. Cetteprésentation essaiera aussi de dégager les principaux concepts mis en oeuvre en appren-tissage par renforcement. Deuxièmement, nous voulons essayer de mettre en avant lesproblèmes et les limitations des travaux actuels. De cette discussion, nous ferons émer-ger les problématiques qui nous semblent les plus intéressantes et qui sont, ou seront, lespoints de focalisations des recherches futures. Nous discuterons notamment de la perti-nence des équilibres de Nash et de l’intérêt de pouvoir traiter des problèmes d’informationpartielle. Enfin, nous proposerons des pistes, plus ou moinsdéfrichées, pour avancer dansles directions qui nous paraissent les plus prometteuses.
 Nous avons donc organisé cet article comme suit. La Section 2présente le premier for-malisme, au sens chronologique, alliant MDP et SMA. Outre laprésentation des principesdes MDP, cette partie explique comment le problème de coordination devient un problèmelié à la TdJ. La Section 3 présente alors les principaux travaux s’appuyant à la fois surla TdJ et les MDP pour résoudre ce problème de coordination, alors que la Section 4 s’yintéresse quant les agents n’ont que des informations partielles sur leur environnement.Notre point de vue sur les limitations et les problèmes les plus intéressants qui restentà résoudre est explicité en Section 5. Nous y ajoutons des propositions de direction derecherche plus ou moins concrètes en Sections 5.3 et 5.4 avant de conclure.
 2. Rationalité multi-agents et coordination
 Les travaux de Boutilier [2, 6] sur les processus décisionnels Markoviensmulti-agents(MMDP) ont été parmi les premiers à poser le problème de la conception de systèmesmulti-agents en terme de théorie de la décision.
 Un MMDP est un tuple〈S, N,A = Aii∈N , p, r〉 où : S etN sont des ensemblesfinis d’états et d’agents ;Ai est un ensemble fini d’action pour l’agenti ; p : S ×A1...×An × S → [0, 1] est une fonction de transitions stochastique entre les états etr : S → RRest une fonction de récompense globale.
 Dans ce modèle, le système étant dans un étatst au tempst, les agents choisissentune actionai, ce qui forme une action jointea = ai et qui modifie l’état du systèmede manière stochastique :Pr(st+1|st, a) = p(st, a, st+1). Les agents, reçoivent alors une
 1. pour cet acronyme, comme pour d’autre par la suite, nous utiliserons la version anglaise qui estsouvent plus parlante et plus connue
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récompensert+1 = r(st, a). Le problème posé est de trouver les actions qui maximisentun critère fonction de la récompense reçue, classiquementE[
 ∑∞t=0 γ
 trt] oùγ ∈ [0, 1[.De manière analogue au cadre mono-agent largement étudié (voir [15, 16]), on for-
 malise les décisions des agents sous la forme de politiques d’action πi : S → ∆(Ai)(∆(.) dénotant une distribution). Pour chaque politique d’action jointeπ = πi, on peutassocier unefonction valeurQ(s, a) qui, pour chaque état, est l’espérance de sa valeur(au sens du critère précédent) si les agents choisissent d’abord l’actiona avant de suivrela politiqueπ. Dans ce cadre, on sait qu’il existe des politiques jointes optimalesπ∗ dontla fonction valeur optimaleQ∗ vérifie l’équation de Bellman :
 Q∗(s, a) = r(s, a) + γ∑
 s′∈Sp(s, a, s′)max
 a′∈AQ∗(s′, a′) [1]
 On a alors queπ∗(s) = argmaxa∈AQ∗(s, a).Chaque agent peut individuellement, en utilisant des algorithmes classiques [15, 16],
 trouver des politiques optimales. Néanmoins, s’il existe plusieurs politiques optimales, lesagentsdoiventchoisir, de manière indépendante, la même politique optimale : ils doiventse coordonner. Boutilier montre qu’apprendre à se coordonner revient à apprendre deséquilibres dans des jeux àn joueurs.
 3. MDP multi-agents et recherche d’équilibres
 3.1. Q-learning Multi-agent générique
 La forme générale des algorithmes d’apprentissage par renforcement pour apprendredes équilibres dans des jeux est la suivante : (1) les agents,dans un états, choisissentleurs actionsa1, ..., an ; (2) l’état du système est modifié ens′ et les agents reçoivent unerécompenser1, ..., rn ; (3) les équations 2 et 3 permettent aux agents de ré-estimerleurpolitique optimale (α ∈]0, 1[ est un coefficent d’apprentissage) ; (4) on revient au point(1) avecs = s′
 Vi(s′) ←− fi(Q1(s
 ′, .), ..., Qn(s′, .)) [2]
 Qi(s, a) ←− (1− α)Qi(s, a) + α[ri + γVi(s′)] [3]
 Les différents travaux que nous allons passer en revue se différencient principalementpar la forme générale que peuvent prendre les fonctions récompenses et surtout par lesfonctionsfi qui choisissent, à partir des informations courantes sur les matrices de ré-compenses detous les joueurs, les équilibres à utiliser. On peut alors remarquer que, demanière générale, les agentsdoiventpouvoir observer les actions et les récompenses desautres agents pour maintenir cette connaissance sur les autres.
 3.2. Déclinaisons de l’algorithme générique
 Avec leminimax-Q[11], Littman s’est d’abord intéressé à des jeux à somme nulle àdeux joueurs. Les équilibres y sont les politiques où chaquejoueur cherche à maximiserses gains en minimisant celui de l’autre. La fonctionfi est alors :
 V1(s) = maxσ1∈∆(A1)
 mina2∈A2
 Q1(s, (σ1, a2)) = −V2(s)
 Néanmoins, en dépit de ses garanties de convergence vers despolitiques optimales (avecdes limitations forte sur la nature du jeux, voir [13]), le cadre applicatif de cet algorithme
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le rend impropre à la recherche de coordination car, à cause de la forme des récompenses,les agents ont ici des but totalement opposés.
 Si l’on s’intéresse au cadre plus complet des jeux à somme générale (les récompensesindividuelles peuvent y être quelconque), une généralisation des travaux précédents à étéproposée par Hu et Wellman [9] avec l’algorithmeNash-Q. Le principe est de s’appuyersur les équilibres de Nash [14] pour coordonner les agents. La fonction de choix d’équi-libre devient alorsVi(s) ∈ NASHi(Q1(s, .), ..., Qn(s, .)) oùNASHi est l’ensemble deséquilibres de Nash du jeux dans l’états. Il apparaît rapidement que les jeux possédantplusieurs équilibres différents peuvent poser problème. De fait, comme établit dans [10],la convergence de cet algorithme n’est garantie que pour desjeux possédant des caracté-ristiques très particulières.
 Pour s’affranchir un peu de la nécessité pour chaque agent depouvoir observer lesactions et les récompenses des autres afin de trouver les équilibres de Nash, Littman[12] a proposé une version plus spécialisée duNash-QappeléeFriend-or-Foe Q-Learning(FoFQ). Si les joueurs doivent savoir à quelle forme de jeu ils sont confrontés, ils n’ontalors plus besoin de tout savoir sur les autres joueurs.
 Dans l’algorithmeCorrelated Q-Learning(CorrQ) proposé par Greenwald et Hall[7] la fonction fi de sélection d’équilibre ne cherche plus des équilibres de Nash (ouapprochés) mais cherche deséquilibres corrélésqui sont plus adéquats quand on veutfaire coopérer des agents. Ce sont des équilibres sur les actions jointes (ce qui supposeune certaine confiance entre les agents) mais qui permettentde recevoir une récompenseau moins égale au meilleur équilibre de Nash.
 De manière pratique, la recherche d’équilibreµ (oùµ(π) est la probabilité qu’une po-litique déterministesoit recommandée) se fait par programmation linéaire avec le systèmed’inégalité suivant :
 ∑
 π−i∈Π−i
 µ(π)(ri(π)− ri(π−i, πi)) ≥ 0 ∀i ∈ N, ∀π ∈ Πi, ∀πi ∈ Πi [4]
 Outre le fait qu’il peut exister plusieurs équilibre corrélés (et qu’il faut donc des heu-ristiques pour choisir parmi ces équilibres), l’algorithme nécessite aussi que chaque agentpuisse observer les actions et les récompenses des autres agents.
 3.3. Algorithme “Win or Learn Fast”
 L’algorithmeWoLF(pour “Win or Learn Fast”) de Bowling et Veloso [3] sort du cadregénérique de la Section 3.1. Cet algorithme s’inspire des algorithmes d’itération de la po-litique. Pour une politiquestochastiquedonnéeπi, un joueur peut calculer une estimationde la valeur de cette politique. Après chaque interaction avec le jeu, le joueur peut utilisercette estimation de la valeur pour améliorer sa politique actuelle en augmentant d’unequantitéδ la probabilité que l’action “optimale” soit choisie à l’avenir. Le coefficientd’apprentissageδ dépend du fait que le joueur soit en train de gagner (δ sera alors faible)ou de perdre (δ plus grand). Plus précisément :
 δ =
 δw si
 ∑a′
 iπi(s, a
 ′i)Q(s, a′
 i) >∑
 a′iπi(s, a
 ′i)Q(s, a′
 i)
 δl sinon[5]
 où δw < δl et πi est la politique moyenne suivie par l’agenti.Dans le cas précis d’un jeu itéré à deux joueurs avec deux actions, si les deux joueurs
 utilisent l’algorithmeWoLF, alors leurs politiques vont converger vers un équilibre de
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Nash. La version théorique de l’algorithme nécessite que chaque agent connaisse sa fonc-tion de récompense, la politique de l’autre joueur. En pratique, cet algorithme a été validésur des jeux à deux joueurs plus complexes (plus d’actions, jeux stochastiques) où il aconvergé vers des politiques qui étaient les meilleurs réponses possibles aux stratégiesadverses.
 4. Jeux avec information partielle
 Le cas des jeux avec informations partielle, où les joueurs ne connaissent pas exacte-ment l’état ni les actions et récompenses reçue par les autres joueurs, est notablement pluscomplexe. Du point de vue de l’apprentissage par renforcement, ces jeux se rapprochentdes processus décisionnels Markoviens partiellement observables (POMDP, voir [4]).
 4.1. Formalisme
 Les jeux stochastiques partiellement observables (POSG) sont définis par〈S, N,A =Ai, Ωi, p, r〉. On a donc ajouté, pour chaque agent, un ensembleΩi d’observationset les fonctions de transitionsp sont modifiées pour fournir, en plus de la probabilité del’état suivant, la probabilité des observations :p(st, a, st+1, o = (oi)) = Pr(st+1, o|st, a).Quant aux joueurs, ils ne connaissent pas l’état mais peuvent seulement l’observer.
 4.2. Elagage itératif
 Il est intéressant de noter que les travaux les plus avancés sur le sujet, ceux de Hansen,Bernstein et Zilberstein [8] ont vraiment rapproché le domaines de l’apprentissage parrenforcement (plus particulièrement des POMDP) et de la théorie des jeux.
 L’idée principale pour résoudre un POMDP est de se ramener à un cas totalementobservable en ne considérant plus les états du processus mais des distributions de pro-babilités sur ces états. On parle alors d’état de croyanceb(s) = Pr(st = s) qui sontdéfinis sur∆(S). La valeur d’une politiqueπ est une fonction linéaire par morceau quipeut s’exprimer commeV (b) = maxj
 ∑s∈S b(s)vj(s) où V = v1, ..., vk est un en-
 semble de vecteurs. Ces vecteurs sont tous des combinaisonsdes vecteurs représentatifsdes sous-politiques deπ. En partant de politiques simples (une seule action), un calculrécursif permet alors de calculer la politique optimale. A chaque étape, un élagage desvecteurs inutiles permet d’éviter une explosion combinatoire du nombre de vecteurs [5].
 Cette idée a été étendue aux POSG par Hansen et al. [8] (DP-POSG), mais avecune notion de croyance adaptée au cadre multi-agent. Ainsi,pour un joueuri, un étatde croyancebi est définit comme étant une distribution surS × Π−i où Π−i est l’en-semble des politiques possibles des autres agents. Ainsi, en une étape similaire au test dedominance utilisé dans les POMDP, en s’appuyant aussi sur laprogrammation linéaire,il est possible de mettre en oeuvre une étape d’élagage dans les POSG qui élimine lespolitiques déterministesπi qui sont très faiblement dominées, c’est-à-dire où il existe unepolitique stochastiqueµi telle que :
 Vi(s, (µi, π−i)) ≥ Vi(s, (πi, π−i)), ∀s ∈ S, ∀π−i ∈ Π−i [6]
 Il est alors prouvé qu’un tel algorithme directement inspiré de la programmation dyna-mique, met en oeuvre une méthode d’élimination itérative des politiques très faiblementdominées, méthode bien connue de la théorie des jeux [14]. Ongénère ainsi un ensemblede politique quipeutcontenir tous les équilibres de Nash.
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Connaît r Equ. GarantiesAlgo S A+ r restreint Nash ThéoriquesminimaxQ . . . . +NashQ . . + . ∼FoFQ . + . . +WoLF . + ∼ . ∼CorrQ . . + + .DP-POSG + + + . ∼BCE-Q + + ∼ + .
 Tableau 1. Comparaison des algorithmes évoqués (voir texte). Un ’+’ signifie que l’algo-rithme n’est pas dépendant de cette contrainte, un ’∼’ que cette dépendance est forte maispas absolue, et un ’.’ que l’algorithme dépend de cette contrainte.
 5. Discussion et propositions
 La Table 5 résume les caractéristiques des algorithmes auxquelles nous allons nousattacher lors de cette discussion.
 5.1. Agents omniscients
 Les algorithmes qui s’appuient sur les MDP (voir Section 3) sont quasiment tous dé-pendants du fait que les agents doivent connaître l’état du jeu. Ils doivent aussi pouvoirobserver les actions et les récompenses des autres joueurs.Ces contraintes sont diffici-lement compatibles avec le formalisme des systèmes multi-agents qui s’appuient sur lalocalité des agents, ce qui implique une connaissance partielle du système et des autres.
 L’algorithme DP-POSG de Hansen et Bernstein est une réponsepossible à ce pro-blème, mais limitée par sa complexité et sa recherche d’équilibres de Nash, d’ailleurs peuefficaces(voir Section 5.3).
 5.2. Coordination, Coopération et Nash
 En fait, s’il apparaît évident que le fait de pouvoir traiterdes jeux où les agents onttous la même récompense est nécessaire pour construire des agents coopérants, ce n’estpas suffisant. En effet, on ne peut écarter le cas d’agents légèrement différents voulanttout de même coopérer localement et temporairement, et dansce cas il faut pouvoir gérerdes jeux où chaque agent a une fonction de récompense propre et indépendante des autresagents.
 De plus, les équilibres de Nash peuvent être globalementinefficaces: il existe de nom-breux jeux où l’équilibre de Nash est moins efficace que d’autres choix mais qui néces-sitent soit des médiateurs, soit de la communication, soit des agents se faisant confiancepour être choisis par les agents. C’est justement ce que nousattendons d’agent devantcoopérer. L’algorithmeCorrelated-Qrépond en partie à ce problème, mais nécessite desagents omniscients.
 5.3. Equilibres séquentiels dans les POSG
 Dans l’algorithmeDP-POSG, le fait d’éliminer des sous-politiques même très fai-blement dominées, fait courir le risque d’éliminer des équilibres de Nash qui sont, eux,globaux. Ce n’est pas gênant si ces équilibres sont en fait irréalistes (voir [14]) mais rien
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ne prouve que cela soit le cas. En fait, l’algorithme semblerait mieux adapté à la recherched’équilibres séquentielsqui sont, aussi, des équilibres de sous-politiques.
 Nous sommes donc en train de réfléchir à une adaptation de cet algorithme, notammentau travers d’heuristique pour déterminer quels sont les sous-jeux d’un jeu donné (notionrendue complexe par l’observabilité partielle de l’état),car il est alors possible d’utiliserdes tests de dominance locaux dans ses sous-jeux sans pour autant éliminer d’équilibresséquentiels. Ce sont des travaux de recherche en cours.
 5.4. Communication limitée
 Pour une utilisation plus réaliste des jeux comme cadre formel de la coordinationmulti-agents, les algorithmes proposés ne doivent pas dépendre du fait que les agentspuisse observer les actions et les récompenses des autres agents. La recherche de poli-tiques s’appuyant sur la notion d’équilibre de Nash n’est pas non plus satisfaisante pourl’apprentissage de la coordination car les agents se limitent alors seulement à limiter leurspertes, sans chercher à coopérer.
 Nous avons donc proposé un formalisme d’apprentissage appelé Best CompromiseEquilibrium Q-Learning(BCE-Q) [1] qui respecte ces contraintes dans le cadre géné-ral des POSG. Ce formalisme s’appuie sur une communication la plus limitée possible(pour ne pas alourdir plus que de raison le processus d’apprentissage) entre les agentspour mettre en oeuvre un recherche d’équilibre s’inspirantde méthodes des transferts derécompenses entre les agents, méthodes parfois mises en oeuvre dans les jeux de négo-ciation.
 Le principe général de cet algorithme est de modifier les récompenses reçues par lesagents en fonctions des messages binaires (oui/non) envoyés par les agents et de la récom-pense données par l’environnement. La forme générale de cette récompense “virtuelle” estri = (x|mi.s|+ y|mi.r|+ z)ri oùx, y et z sont des paramètres (à choisir ou apprendre)et |mi.s (resp.|mi.r|) est le nombre de messages envoyés (resp. reçus) par l’agenti. Cetalgorithme a été testé expérimentalement avec des paramètres fixés manuellement pourdes jeux stochastiques et permet de trouver des politiques plus performantes que cellestrouvées parNash-Q.
 6. Conclusion
 Nous avons essayé de faire un tour d’horizon à la fois completet synthétique des re-cherches actuelles qui visent à allier la Théorie des Jeux etles Processus Décisionnelsde Markov pour coordonner rationnellement des agents. Nombre de ces travaux se sontconcentrés sur la possibilité d’apprendre des équilibres de Nash. Nous avons argumentéque, d’une part, ces algorithmes nécessitent des agents omniscients et donc peu réalistes ;d’autre part, les équilibres de Nash ne sont pas forcément adaptés au problèmes de coor-dination et coopération.
 DP-POSG[8] est un des rares algorithmes qui s’attaque au problèmes d’agents ayantdes informations limitées. Nous avons alors montré que cet algorithme souffrait de quelquesdéfauts et suggérés des pistes de travail possible pour les corriger. Nous avons aussi pro-posé un algorithme [1] qui essaie de répondre aux deux critiques formulées plus haut enpermettant aux agents une communication limitée et un transfert de récompense.
 Ces travaux sont toujours en développement et montrent que les questions de commu-nication et d’information partielles restent des voies de recherche importantes et actuelles.
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Shaping Multi-Agent Systems withGradient Reinfor ement Learning ∗Olivier Buet (olivier.buffetlaas.fr)LAAS/CNRSGroupe RIS7 Avenue du Colonel Ro he31077 Toulouse  edex 4Fran eAlain Dute h (alain.dute hloria.fr) andFrançois Charpillet (fran ois. harpilletloria.fr)Loria - INRIA-LorraineCampus S ientique - BP 23954506 Vand÷uvre-lès-Nan y  edexFran eNovember 1, 2006Abstra t. An original Reinfor ement Learning (RL) methodology is proposedfor the design of multi-agent systems. In the realisti  setting of situated agents withlo al per eption, the task of automati ally building a  oordinated system is of  ru ialimportan e. To that end, we design simple rea tive agents in a de entralized way asindependent learners. But to  ope with the di ulties inherent to RL used in thatframework, we have developed an in remental learning algorithm where agents fa ea sequen e of progressively more  omplex tasks. We illustrate this general frameworkby  omputer experiments where agents have to  oordinate to rea h a global goal.Keywords: Reinfor ement Learning, Multi-Agent Systems, Partially ObservableMarkov De ision Pro esses, Shaping, Poli y-GradientAbbreviations: RL Reinfor ement Learning; MAS Multi-Agent System; MDP Markov De ision Pro ess; POMDP Partially Observable Markov De ision Pro- ess 1. Introdu tionThe problem of automating the design of a Multi-Agent System (MAS)is at the heart of mu h resear h. It is an important issue mostly relatedto a  ru ial question: how to link the global des ription of a task withagents whose behaviours depend on a ne essarily partial and lo al viewof this task.This design problem is all the more tri ky as rea tive and  oop-erative MAS are  onsidered, sin e these systems rely on intera tions∗ This work has been  ondu ted in part in NICTA's Canberra laboratory. © 2006 Kluwer A ademi  Publishers. Printed in the Netherlands.
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2 OB, AD and FCamongoften manyagents in order to produ e a  omplex  olle tivebehaviour relying in parti ular on self-organisation phenomena. Themain di ulty  omes from the fa t that self-organisation is a pro essthat is not well understood and not easy to  ontrol. Thus, the onlysolution for the designer is often to undergo a tedious task of tuningthe parameters of the rea tive behaviours so as to obtain the desired olle tive behaviour. On the other hand, the greatest advantage of thesesystems is the simpli ity of the agents, whi h eases their design.Reinfor ement Learning (RL) [45, 6 is a  ommon approa h to de ision-making under un ertainty. It is also an appealing tool to ta kle theautomation of MAS design [43, 38 in a de entralised manner. Thisis the approa h adopted in the present paper, in whi h independentlearners try to a hieve a  ommon goal. Our interest is to see ea h agentlearn lo ally how to optimise a global performan e. There are manyadvantages to this approa h:− Be ause we employ Reinfor ement Learning, a simple s alar signalevaluating the system behaviour (the reward) is su ient to learn.It is not ne essary to have a tea her knowing the problem's solutionbeforehand.− The de entralised framework often makes the task fa ed by ea hagent of a rea tive MAS rather simple. In many  ases, it is easierfor ea h agent to learn its lo al rea tive behaviour than to trylearning the system's  olle tive behaviour. This is a way to avoidan important pitfall of RL: a  ombinatorial explosion is all themore probable that the problem is  omplex.Moreover, Reinfor ement Learning methods are based on the mathe-mati al formalism ofMarkov De ision Pro esses (MDP) that details theassumptions to be satised for an algorithm to  onverge. This math-emati al framework also gives a formalism for the study of a MAS's olle tive behaviour.The use of Reinfor ement Learning in a de entralised fashion forMulti-Agent Systems  auses some di ulties. Indeed, our approa h isnot in the pre ise framework of MDPs (be ause of the multi-agent par-tially observable setting), whi h leads to the loss of the usual guaranteesthat the algorithm  onverges to an optimal behaviour. This is due tothe fa t that ea h agent is  onstrained to a lo al and partial view ofthe system and, as a  onsequen e, generally does not know the system'sglobal state1.Common model-free learning algorithms are for example Q-learningand Sarsa [45. Under the Markov assumption, they e iently nd aglobally optimal deterministi  poli y (one su h poli y exists in this
 arti le.tex; 1/11/2006; 16:26; p.2246
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Shaping MAS 3 ase). Yet, be ause ea h of our learners is fa ing a non-Markovianproblem (due to a de ision made with insu ient information), wehave to use dire t poli y sear h algorithms instead, looking for anatleastlo ally optimal sto hasti  poli y.Based on su h a  lassi al RL te hnique to nd sto hasti  poli ies, ourproposition is then to make use of a de entralised in remental learningalgorithm:− The learning is de entralised be ause the group's behaviour evolvesthrough the independent learning pro esses of ea h agent.− By in remental, we mean that agents are progressively pitted againstharder and harder tasks so as to progressively learn a more  omplexbehaviour.Another way in whi h our approa h  ould be  alled in remental isthat initially learning is performed with very few agents, so as to min-imise  oordination and  ross-work a tions, and then the resulting ba-si  behaviours are exported to learning tasks with more and moreagents. Eventually, behaviours  an be further rened by learning inthese more demanding environments. Thus, the originality of our ap-proa h is twofold: learning is de entralised and in remental.Note: In a broader sense, in remental RL is generally referred to asshaping (Se tion 4.2  omes ba k to this subje t).In this paper, we present our in remental (shaping) method for learn-ing in a multi-agent system and an experiment on whi h we tested ourmethodology. Se tion 2 dis usses related work, Se tion 3 brings someba kground knowledge, Se tion 4 des ribes the approa h we follow, andSe tion 5 des ribes the experiments  ondu ted to test the viability ofour approa h and the results obtained. A dis ussion of our work followsin Se tion 6, highlighted by some  omparisons with other similar works.Future dire tions and  on lusive remarks end the paper in Se tion 7.2. Related Work2.1. On expli it  oordinationBoutilier [7 has studied the problem of  oordination from a theoreti alpoint of view, using Multi-agent Markov De ision Pro esses (MMDP).In his framework, ea h agent  an  ompute a globally optimal poli ywhere only  oordination problems are to be solved, i.e. when the optimaljoint a tion is not unique. As he points out, su h a  oordination  anbe rea hed using so ial laws,  ommuni ation or a learning me hanism.
 arti le.tex; 1/11/2006; 16:26; p.3247
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4 OB, AD and FCA major drawba k of this planning framework is that it requires notonly a global per eption, but also the ability to re ognise other agents,whi h is rarely the  ase in a rea tive MAS.Modelling/Re ognising Other Agents Even without Boutilier's stronghypotheses, the ability to re ognise other agents  an be useful to un-derstand their behaviours (learn their poli ies or determine their goals).Taking this information into a  ount to  hoose an a tion may help im-proving the  oordination and global  ooperation. Yet, the other agent'smodel must be a  urate sin e, as shown by Hu and Wellman [21, abad model may be worse than no model. Histori ally, the modellingof other agents has mainly been used in  ompetitive situations, otheragents being viewed as opponents [12, 49. Works often  onsider gametheory and the simple prisoners dilemma [36.Communi ation Communi ation  ould also be used to solve theproblem of expli it  oordination. But attention must be paid to thefa t that  ommuni ation in itself has a  ost [53: it is a new resour e tomanage. Moreover,  ommuni ation may have an important impa t onthe  omplexity of de ision-making [33. An important aspe t of  om-muni ation is the question of its  ontent: intended a tions, utility ofa tions, belief state, per eptions... ? A possible dire tion for ta klingthis question is that of learning (or agreeing on) the interpretation ofmessages that have no prior  ommon meaning [23, 19.2.2. Reward DefinitionIndividual Viewpoints It is very important to remember that den-ing the reward fun tion is a  ru ial but di ult phase. A rst point isthat a truly autonomous agent should not rely on external help tore eive reinfor ement signals, but on an internal mapping from obser-vations and a tions to a s alar reward.2 This is similar to the viewpointadopted by Fernández and Parker [16, where the team tries to maximisethe a  umulated reward of all teammates despite the la k of  ommu-ni ation. On the  ontrary, mu h resear h on multi-agent frameworksrelies on  omplete observability and, as su h, a  ommon global rewardfun tion may be used by ea h agent, ensuring that they work toward a ommon obje tive.Multi-Agent Credit Assignment Problem In all  ases, as we men-tioned in Se tion 3.3, the multi-agent  redit assignment problem (how todene individual reward fun tions when  onsidering a global ooperativetask) remains di ult, as  an be observed in Tumer and Wolpert's workarti le.tex; 1/11/2006; 16:26; p.4248
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Shaping MAS 5on this topi  (COlle tive INtelligen e [52). The main results obtainedonly  on ern situations where agents  an be organised in sub-groupsworking on totally independent problems.Modifying the Reward Fun tion The reward fun tion  an be mod-ied to e iently guide the learning agent. This has been applied inMatari¢'s work with multi-robots systems [27, where she takes theoption of adapting the reward fun tion and the agents' a tions andper eptions to use a simple reinfor ement algorithm. The reward is nota binary pro ess (no reward / big reward at goal) but uses a progressestimator, i.e. a smoother reward adapted to give very frequent hintsto ea h individual agent. This method requires an important work fromthe human designer and is strongly task-dependent. Another example isthat of Stone and Veloso's work on simulated roboti  so  er [44, wherethey also  hoose to dene a reward fun tion giving an estimate of theteam's progress.The denition of a reward fun tionand how to use itis an im-portant problem that should always be kept in mind in multi-agentReinfor ement Learning. Moreover, theoreti al advan es are still re-quired in the multi-agent framework, so as to ensure that individualreinfor ement signals appropriately lead to an intended global goal.2.3. Learning AlgorithmPartial Observability In a partially observable setting, well informedde isions  an be made using past observations to disambiguate the urrent situation.One approa h is that of  omputing a probability distribution overstates (what gives a belief state) [13. But this requires knowing theunderlying model of the system and  an be  omputationally very expen-sive. Furthermore, in our setting, the underlying MDP  hanges when the omplexity of the problem in reases. This would make it very di ult toreuse any knowledge. Another approa h  onsists in dening a poli y ona sequen e of past observations [15, 28, whi h is as s alable as the in-stant poli y we are using. The main di ulty is that learning  onsumesmu h more time and memory when  onsidering past observations.To our knowledge, most pra ti al experiments in multi-agent settingshave only involved poli ies depending only on the immediate observa-tion [27, 44, 16. In this  ase, dire t poli y sear h (looking for sto hasti poli ies) has had more su  ess than dynami  programming (produ ing adeterministi  poli y) when both types of algorithm have been  ompared,as done by Salustowi z et al. [37 or as we experien ed ourselves usingQ-learning in earlier experiments. Work by Peshkin et al. [30 and Baxterarti le.tex; 1/11/2006; 16:26; p.5249
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6 OB, AD and FCet al. [3 also make use of a dire t poli y sear h in multi-agent settings.A parti ular  ase of RL based on  urrent observation is that of TPOT-RL [44, whi h seems spe i  to problems like the robot so  er it hasbeen designed for. Indeed, it  onsiders that the next state is not a  es-sible when the ball is being passed to another player for example. Asa  onsequen e, a  lassi al update using V (s′) to  ompute Q(s, a)ifthe transition is (s, a) → s′is not possible, hen e the idea of using aMonte-Carlo sampling to evaluate the expe ted future reward.Multi-Agent Aspe t In a multi-agent setting, better results logi allyrequire the agent to reason about other agents' reasoning [21. But thisrequires knowledge about this other agent's behaviour, while we haveseen in Se . 2.1 that it is not  onvenient to distinguish agents and thatit would again lead to  omputationally expensive algorithms.Ar hite ture In some  hallenging appli ations of Reinfor ement Learn-ing, a monolithi  ar hite ture seems often insu ient to ta kle the omplexity of the environment. A good way to go  an be to de om-pose the problem a  ording to dierent levels of abstra tion (fromlow-level  ontrollers to high-level strategies). This is quite  ommon inroboti s, with examples in foraging [27, roboti  so  er [42, 1. In thisdomain, dierent questions arise as: 'What should the various levelsbe?' and 'Can they be automati ally dened [20?' We do not make useof a hierar hi al ar hite ture, so as to fo us on our proposed shapingmethodology.2.4. Automated ShapingExisting work in the eld of shaping [35, 34, 29 shows how e ientshaping  an be, and gives some theoreti al results on how a problem an be modied without altering the solution. Yet, how to modify aproblem so that it is easier to solve remains an open question. It isprobable that if one knows how to modify the problem, one probablyknows a lot about the solution. Two experiments using reward shapingin a multi-agent appli ation have been mentioned in Se . 2.2 [27, 44.Asada's  ompletely observable model [1 made it possible to auto-mate the denition of the agent's training. It was possible to evaluatethe distan e to the goal thanks to an ordering of per eptions. In the ase of fa tored per eptions (a per eption being des ribed by a ve torof variables), an interesting dire tion  ould be to analyse the frequen yof  hanges in the variables, as done by Hengst [20 to dis over hierar hyin Markov De ision Pro esses.arti le.tex; 1/11/2006; 16:26; p.6250
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Shaping MAS 73. Ba kgroundIn this se tion, we rst des ribe the pre ise problem of Multi-AgentSystem design we want to address. We then present Reinfor ementLearning, fo using on the details whi h are of interest to our work.Lastly, we explain whi h parti ular di ulties are met due to the useof RL in a MAS. This will lead to the original methodology proposedin Se tion 4.3.1. Designing Multi-Agent SystemsWe are interested in automating the design of  ooperative Multi-AgentSystems by having ea h individual agent learn its own behaviour. Asmentioned earlier, we have de ided to work with very simple rea tiveagents for  omplexity reasons. Besides, it allows us to  on entrate onthe learning aspe t of the design.Among many possible  hoi es, our agents  an be  hara terised as:− rea tive: Agents have reex behaviours, a t based on  urrentobservation only (memoryless behaviour).− situated with lo al per eption: Even if partial observationsare a disadvantage when learning, their lo al aspe t is of benetas it limits the risk of  ombinatorial explosion (only a few elementsare per eived).− possibly heterogeneous: Although they may have the same abil-ities for per eption and a tion, ea h agent  an a quire a dier-ent behaviour from the others, as agents learn individually in theadopted learning pro ess.−  ooperative: All agents share the same goal and they will have to oordinate to rea h it.Agents may have other  hara teristi s (su h as  ommuni ation skills),yet we do not have any preferen es on them, as they do not play any ru ial role in our approa h.The question raised is then the following: given a global task (i.e.a task that a priori requires a global view of the system in order tobe solved), how to design independently and in de entralised waythe individual behaviours of agents having a lo al and partial viewof their environment ? For the reasons mentioned in the introdu tion(formalism, top-down approa h with no supervision), we propose tota kle this problem through Reinfor ement Learning (interested readers
 arti le.tex; 1/11/2006; 16:26; p.7251
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8 OB, AD and FC an nd an introdu tion to Reinfor ement Learning written by Suttonand Barto [45).3.2. Reinfor ement Learning3.2.1. Markov De ision Pro essesWe rst  onsider the ideal theoreti  framework for Reinfor ement Learn-ing, that is to say Markov De ision Pro esses [45, 32.Let 〈S,A,T , r〉 be a Markov De ision Pro ess (MDP) where S isa nite set of states and A a nite set of a tions. This pro ess isMarkov sin e state transitions are ruled by the transition fun tionT : S × A × S → [0, 1] with T (s, a, s′) = Pr(St+1 = s′|At = a, St = s)(Figure 1 presents MDPs as a graphi al model). r is a mapping fromS×A to R that denes the reward gained by the system after ea h statetransition. An a tion poli y π is a mapping from states to distributionsover a tions (π : S → Π(A), with Π(A) a probability distribution overa tions). The problem is then to nd a poli y optimising a performan emeasure based on the reward, named utility and denoted V . Typi ally,the utility  an be the sum of rewards to a nite horizon, the weightedsum of this reward on an innite horizon (∑∞
 t=0 γtrt where γ ∈ [0, 1)),or the average reward gained during a transition.
 St−1
 At−1
 St
 At
 St+1Figure 1. Graphi al Model of an MDP. Dotted arrows indi ate that an a tion is hosen depending on a state. Everything here is observable (indi ated by the greyba kground), but rewards are not represented (to keep the gure simple).In this paper, only model free RL [45, 24 is  onsidered: agents lookfor optimal poli ies with no knowledge of the system's model (T andr). If a model  ould be  omputed (when the dynami s of the system areknown), multi-agent problems usually lead to huge state spa es (size ex-ponential in the number of agents). The general prin iple of model-freeRL algorithms is to have the learning agent evolve in its environmentand gather results of experiments (in state st, a tion at may lead to statest+1 with reward rt). Through sto hasti  approximation methods, theagent  an then dire tly learn (using Q-learning [50 or Sarsa [45 forexample) a value fun tion on ea h of its states and dedu e an optimaldeterministi  poli y (whereas general poli ies may be sto hasti ), the
 arti le.tex; 1/11/2006; 16:26; p.8252
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Shaping MAS 9Markov property being a guarantee that there is no lo al optimum inthis pro ess and that one deterministi  optimal poli y exists.3.2.2. Partially Observable MDPsIn our framework, agents only deal with partial observations. Therefore,they do not have a  ess to a  omplete state of the system and are ratherfa ing a Partially Observable Markov De ision Pro ess (POMDP). Su ha POMDP is dened by adding to the 〈S,A,T , r〉 tuple a nite set Ωof possible observations, and an observation fun tion O linking statesto the observations they may  ause: O(s, o) = Pr(Ot = o|St = s)(see Figure 2). Besides, in our model-free problem, an agent has noknowledge of the underlying MDP (S, T and therefore O).St−1
 Ot−1
 At−1
 St
 Ot
 At
 St+1Figure 2. Graphi al Model of a POMDP (see also Figure 1). In the  ase of aPOMDP, states are hidden (represented by a white ba kground). Note: the  hoi eof a tion depends on the  urrent observation only.What an agent experien es is then only linked to observations in-stead of states. As a result, the pro ess (Ot) obtained is not ne essarilyMarkov anymore (Pr(Ot|Ot−1) 6= Pr(Ot|Ot−1, Ot−2, . . .)), and theremay not be a deterministi  poli y among the optimal solutions. Thisrequires looking for sto hasti  poli ies of the form: π : Ω −→ Π(A).The dynami  programming algorithms we mentioned for MDPs are notsuitable in this new framework (sin e the Markov property is not satis-ed), but may be repla ed by poli y sear h algorithms as for examplethe online poli y-gradient we have used (based on Baxter et al. [3, 4).Early experiments have also been performed with Q-learning, showingthat looking for a sto hasti  poli y leads to better results, and turning adeterministi  poli y in a sto hasti  one using a soft-max is no satisfyingsolution.This  hoi e of a poli y-gradient is not so usual, as it often appears tobe su ient to use dynami  programming algorithms, whi h are an easypi k in many  ases. Yet poli y-gradients are not only more appropriatein theory (optimising in the spa e of sto hasti  poli ies), but appear inre ent works as very promising in problems involving fun tion approx-imation te hniques [46, 31 and in probabilisti  planning [9. In both ases, poli y-gradients make it possible to optimise a poli y in a largearti le.tex; 1/11/2006; 16:26; p.9253
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10 OB, AD and FCstate-a tion spa e by using either fun tion approximation methods ora  arefully  hosen  ontroller.Learning is all the more di ult under these new  onditions, as theremay now be lo al optima into whi h an agent  an permanently fall.Interested readers may also refer to papers by Littman et al. [26 andSingh et al. [39 to learn about the use of MDP algorithms in partiallyobservable settings, and by Jaakkola et al. [22 for another algorithmthat  ould be used instead of the mentioned online poli y-gradient.3.3. RL and MASAs pointed out by Boutilier [7, the evolution of a Multi-Agent System an be modelled as an MDP if  onsidered from an external point of view:depending on the global system state, there is a joint a tion to  hoose(the set of all agents' individual a tions). Indeed, most theoreti al workson Reinfor ement Learning in MAS are grounded on this formalism, as an be observed from thorough reviews by Stone and Veloso [43 andShoham et al. [38 (the work by Gmytrasiewi z and Doshi [18 gives a ounter-example).Yet, su h an approa h appears not to be reasonable for pra ti alappli ations. The reason for this is twofold:− The global state spa e will grow exponentially and will shortly beunmanageable (this is already often the  ase in simpler mono-agentsettings).− Realisti  per eptions are generally limited to a lo al view of anagent's environment.Our motivation to deal with these two limitations is the main argumentfor working in a de entralised and partially observable framework.Unfortunately, as shown by Bernstein et al. [5, solving the problemin a non- entralised way when the agents only have a partial per ep-tion of the system's state is NEXP- omplete, i.e. there is provably nopolynomial algorithm to solve the problem. The additional  omplexityof our problem  ompared to the  lassi al MDP setting is due to threemajor di ulties being fa ed:1. Partial observability. As already mentioned, ea h agent's per ep-tion is lo al, whi h makes them uninformed of the global state ofthe problem. As su h, the problem at hand belongs to the  lass ofpartially observed Markov de ision models (see Se tion 3.2.2).2. Non-stationary transitions. Rea tive agents with a lo al view ofthe environment  annot use joint a tions to solve the problem. In
 arti le.tex; 1/11/2006; 16:26; p.10254
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Shaping MAS 11fa t, other agents are hardly predi table elements of the environ-ment: as agents learn their poli ies simultaneously (in our work),ea h agent lives in an environment with non-stationary transitions(other agents are part of the agent's environment).3. Multi-Agent Credit Assignment3. In a Multi-Agent problem,an important di ulty is to reward agents appropriately. Intuitively,an agent whose de isions have not  ontributed to a re ent su  ess ofthe group should not get any reinfor ement signal. Yet, if an MDPpoint of view is adopted -all agents getting identi al rewards- anagent may understand whi h de isions are really useful as onlysome of them regularly lead to su  esses.In our framework, reinfor ement signals are internal to the agent,depending on its immediate observations. Thus, we fa e the problemof dening individual reward fun tions that  orre tly represent a ommon group obje tive (a question raised in more details in theCOlle tive INtelligen e approa h [51, 47).Note that in pra ti e, e.g. in tra   ontrol, lo al rewards makelearning often easier, even if they may not lead to an optimal ontroller.Classi al stationary Partially Observed Markov De ision Pro essesare nearly impossible to solve when there are more than a hundred states[15. The  ombination of the rst two problems (i.e non-stationarity andpartial observations) makes the problem non-solvable without usingapproximations. The multi-agent  redit assignment issue is a ratherindependent question  ompared to non-stationarity and partial obser-vations. We simply assume in this paper that the reward fun tionsemployed appropriately leads to a  ooperative system.4. Shaping: in remental reinfor ement learningAs there are no exa t algorithms looking for optimal behaviours forthe  lass of agents we  onsider, we will use approximation methods.Even if the learning  onditions are worse than those of a POMDP (seeSe tion 3.3), we have de ided to make use of an algorithm suited tothis partially observable mono-agent situation. Ea h agent will use agradient des ent RL algorithm (or poli y-gradient) [3, 4 suitable foron-line learning in a model-free POMDP, though it is not designed foruse in our multi-agent framework.After a brief des ription of this poli y-gradient algorithm, we willfo us on the main point of this paper: the use of a shaping methodarti le.tex; 1/11/2006; 16:26; p.11255
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12 OB, AD and FCto design Multi-Agent Systems. This presentation is done by rst in-trodu ing the general idea behind shaping and then detailing how thisapproa h is here adapted to a MAS.4.1. Lo al learning algorithm usedAs stated earlier, ea h agent uses its own poli y-gradient algorithm tolearn its poli y (Q-learning was tried in early experiments, but wasfound to be unstable, most likely as it was looking for deterministi poli ies in a non-Markovian framework). We use an on-line version ofthe algorithm (presented here in its usual mono-agent setting).As proposed by Baxter et al. [3, 4, a poli y π depends on a set ofparameters Θ. This leads to an expe ted utility V (πΘ) = V (Θ). Thepoli y-gradient leads to obtaining a lo ally optimal poli y by ndingΘ∗ that makes the gradient equal to zero: ∇V (Θ∗) = 0.The set of parameters we  hoose is Θ = θ(o, a), o ∈ Ω, a ∈ A, withθ(o, a) a real valued parameter. The poli y is dened by the probabilitiesof taking a tion a in state o as:
 πΘ(o, a) =eθ(o,a)∑b∈A eθ(o,b)Although this algorithm is theoreti ally not suited to MAS,  o-operating agents prove to simultaneously evolve toward  oordinatedbehaviours. Some readers may also be interested in the fa t that su h analgorithm may be used to learn  ontrollers for several  ooperating agentsin a  entralised way: to that end, ea h agent Aj has to be des ribed by asubset Θj of parameters linking its observations to its a tions [2, 30, 8.4.2. In remental RL: ShapingTo speed up learning and improve the e ien y of resulting behaviours(mainly by avoiding being stu k in low lo al optima), we propose ap-plying a progressive learning method. This approa h, inspired by worksin psy hology [40, 41 (Randløv and Alstrøm [35 give an histori alintrodu tion), has been employed su  essfully in mono-agent RL, butonly in  ompletely observable MDPs [29, 34.The main idea is to ease the learning task by turning the problem theagent is fa ing into a simpler problem, and then progressively  omingba k to the original one. In fa t, as far as Markov De ision Pro essesare  on erned, a problem may be modied in various ways, as:
 − The reward fun tion may be redened [35, 29, 25. This is evendone intuitively in some  ases by rewarding the agent when it goesarti le.tex; 1/11/2006; 16:26; p.12256
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Shaping MAS 13toward its goal while a reward when the goal is rea hed shouldbe su ient. Note that this may be hazardous (agent going ba kand forth to a  umulate reward), but there are some theoreti alguarantees [29.− The physi s of the system may be altered [34. This  orrespondsto modifying the MDP's transition fun tion. A simple example isthat of adding training wheels to a bike, and then progressivelyraising them [34.Whereas very appealing, the idea of shaping is not so easily applied:it may be di ult to determine what is a simpler problem. As noti edin Laud's PhD thesis [25, shaping is generally a way to bring priorknowledge to a learning agent. In a way, it often turns Reinfor ementLearning into a slightly supervised learning.In a third shaping approa h (although its author does not men-tion shaping) an algorithm  an su  essfully nd simpler problemsby itself. In this work by Asada [1, the learning agent is helped bybeing rst  onfronted by states  lose to the goal to a hieve, and thenbeing progressively put in more and more  omplex situations (far fromthis goal). The result is to help the spreading of rewards in the valuefun tion (or Q-values). In this parti ular approa h, and if a model isknown (transition and reward fun tions T and r), the denition of thetraining used with the agent may be automated, sin e states  lose torewarded transitions  an be identied. This makes it ee tively possibleto determine what is a simpler problem.This third type of shaping is not  ompletely orthogonal to reward-based shaping. It relies indeed on a progress estimator (sin e it usesstart states  lose to the goal), and using a progress estimator is andideal way to shape a reward fun tion. Yet they  an lead to dierentbehaviours: reward-based shaping won't be e ient in a maze, sin e thedistan e to the goal is often a bad progress estimator, while Asada'sshaping a ts more as a ba kward sear h as it starts from the goal.Transition-based shaping is often di ult to implement and to benetfrom: in the mountain- ar problem [45, starting from a at mountainand progressively raising it does not help, as there is a  riti al pointwhere the poli y has to swit h from moving dire tly to the goal tomoving ba k and forth to get momentum.This  omparison between these three shaping approa hes led us toprefer Asada's method. But dierent  ontexts would lead to dierent hoi es. A se ond, and stronger, argument is that it naturally extendsto our shaping approa h for Multi-agent Systems as des ribed hereafter.Note: the term shaping sometimes appears to refer to design methodsmixing engineering and automati  design algorithms (as reinfor ement
 arti le.tex; 1/11/2006; 16:26; p.13257
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14 OB, AD and FClearning and evolutionary algorithms) [14. This is slightly dierent fromthe terminology used in our  ontext.4.3. Shaping for Multi-Agent SystemsTo speed up learning and redu e the problems of  omplexity and  reditassignment4, we propose a methodology for shaping in a multi-agentsetting. A rst step follows the same idea as in Asada's work, and ase ond one is based on a growing MAS.Growing Task ComplexityIn remental learning is possible along the  omplexity dimension of theproblem. Agents are pitted against harder and harder tasks. First tasksare near (in term of number of a tions) positive reinfor ement po-sitions, then further and further away. While the learning progresses,agents have more and more freedom of a tion and  an explore theirenvironment further ahead.To be more pre ise, a step  onsists in all agents making one move si-multaneously. Then, we dene a trial as a sequen e of n steps beginningin a given situation ( lose to the goal at the beginning). This trial mustbe repeated su iently (N times) to be useful. This su  ession of trialswill be  alled an experiment for our agents. The trainer has to dene asequen e of progressive experiments to help learning. Algorithm 1 givesa more formal presentation of the pro ess, whi h will also be usefullyillustrated in our experiments (Se tion 5.2).Growing MASThis phase is more spe i  to the  on eption of Multi-Agent Systems.It  onsists of learning with a redu ed number of agents, and then mul-tiplying them. This is simply done by  loning the rst agents obtained,and then letting them all learn again. But one should not forget that allagents always learn their own behaviours,  lones may therefore evolvein dierent ways.Simultaneously, we also add other obje ts in the environment, whi hfrom an agent's point of view will in rease the  omplexity of learn-ing in a similar fashion as adding other agents. Indeed, if the goalremains the same, more obje ts are intera ting while the agent onlyper eives few of them. An important remark at this stage is that theagents' internal ar hite ture must be adapted to a variable number ofobje ts/agents in the environment. This problem has been answered inour experimentation with a rather simple method based on the notionof lo al per eptions (see the problem des ription in Se tion 5.1 for moredetails). This shows on e again how important lo ality is in Multi-AgentSystems, even if this restri ts ea h agent's knowledge about the world.arti le.tex; 1/11/2006; 16:26; p.14258
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Shaping MAS 15Algorithm 1 Complexity shapingRequire: A system Σ  onsisting of a set A of agents and an environ-ment.A training T .1: for all experiment E of the training T do2: e = trial dened in E by:3: ⋆ s0 initial state of the system4: ⋆ n number of steps to a  omplish from s05: N = number of times e has to be repeated6: for all trial i ∈ [1..N ] do7: Put system in state s08: for all step j ∈ [1..n] do9: for all agent α ∈ A do10: Give α its per eptions oαt11: Let α learn from its last experien e12: Ask α for its de ision aαt13: end for14: Simulate system's evolution: Σt → Σt+115: t← t+ 116: end for17: end for18: end for19: repeat20: [ lines 9 to 15 21: until stopping  riterion of the learning algorithm veriedEnsure: Poli ies of agents in A.Note: the question of designing su h a s alable agent (able to handlea variable number of per eptions and motivations) also led to otherdevelopments [10 that fall out of the s ope of the present paper (seedis ussion in Se tion 6).5. Experimenting with shapingAn appli ation of the shaping method presented in the previous se tionis given in the experiments des ribed here. After a short des ription ofthe problem, we give the details of the experiments  ondu ted, whi hseparately analyse both aspe ts of the shaping used (growing  omplexityand growing MAS), and also study the inuen e of a MAS of variablesize.arti le.tex; 1/11/2006; 16:26; p.15259
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16 OB, AD and FC5.1. Problem des riptionThe task  hosen involves agents (either yellow or blue) in a grid worldwhose goal is to push light green  ubes against dark green ones5. Whentwo agents  oordinate their movements to attain this goal pushingtogether a pair of  ubes both  ubes temporarily disappear to randomlyreappear elsewhere on the grid. Simultaneously, agents responsible forthis fusion re eive a positive reward. The agent's obje tive is then tomerge pairs of  ubes as often as possible, not just foraging.Agents' des ription− a tions: Agents only have four possible a tions  orresponding tomoving North, East, South and West (they always try to move).Agents  an push other agents and other  ubes, whi h makes the onsequen es of their a tions sto hasti . Indeed, when several agentsare inuen ing a  ube's movement (for example), only one randomly hosen inuen e will have a real ee t.− per eptions: As shown in Figure 3, an agent's per eptions aremade up of the following information:
 • dir(oa): dire tion of nearest agent of the opposite  olour(N-E-S-W),• dir( l)/dir( d): dire tion of nearest light  ube (and dark ube)(N-NE-E-SE-S-SW-W-NW),• near( l)/near( d): is there a light  ube (dark  ube) in oneof the eight nearest positions (true|false).Combining these, there exists a maximum of 1024 observations(some  ombinations of per eptions are not possible). We redu e thisnumber to 256 by using symmetries of the problem. This number issmall  ompared to the 15 249 024 states of the 8×8 totally observed entralised problem, and also it is independent of the world's size.
 − reward: The reward fun tion we have  hosen eases the  redit-assignment problem. When an agent takes part in the fusion oftwo  ubes, it gets a reward (+5), while the reward is zero the restof the time. Indeed, an agent knows when it has taken part in su ha fusion as this  orresponds to the event of seeing a pair of alignedblo ks disappearing when the agent moves in their dire tion. Aglobal reward would not be very  onsistent with agents havingonly lo al information.There is no guarantee that this lo al reward fun tion leads to aarti le.tex; 1/11/2006; 16:26; p.16260
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Shaping MAS 17lightgreen
 darkgreen blue
 yellow
 agent dir( l) dir( d) dir(oa) near( l) near( d)yellow S E SE no noblue W NW NW no yes l: light  ube -  d: dark  ube - oa: other agentFigure 3. per eptions' examples (two agents in a simple world) omplete  ooperation, as would be the  ase with a global one. Onlyexperiments  an easily  onrm/inrm the  hoi e we made.We  on lude by some remarks about the simulation itself. To fo uson the learning problem, we have implemented simple me hanisms toavoid some unrelated problems. For example,  ubes  annot go on border ells of the grid, neither by being pushed, nor when reappearing on thegrid (this  ould otherwise lead to blo kings, with  ubes that  ould notbe moved away from the border).5.2. The 2-agent and 2- ube  ase5.2.1. Redu ed problemThe rst step in our in remental learning s heme is to use a small sizedworld with a minimal number of agents and obje ts: one agent andone  ube of ea h  olour. Then, beginning with positive reinfor ementsituations, the agents will fa e harder and harder problems.5.2.2. Progressive taskFor our problem, there is only one situation that leads to a positivereward. This situation is thus the starting point in the shaping pro essAgents fa e a sequen e of tasks to learn before ending in a standard8× 8 environment where they keep on learning.
 arti le.tex; 1/11/2006; 16:26; p.17261
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18 OB, AD and FCTable I shows a sequen e of experiments we used to help our agentsin their training. The starting  onguration of the rst trial, on a 6× 3world, needs only one move to rea h the goal, ea h agent pushing towardthe  ubes. However, they have up to 6 steps (the duration of a trial)to rea h it (so they  an explore dierent moves), and they  an try this150 times (duration of this experiment).Table I. The sequen e of experiments we used for in remental learning.Starting  onguration n (moves) N (trials)6 1506 10010 15020 15020 150100 15100 15In order to estimate the e ien y of our approa h, a standard learn-ing (from s rat h) is  ompared to the in remental learning (shaping)proposed. By from s rat h, we mean the use of the same poli y-gradient algorithm, but always starting with a blank poli y i.e., withno prior knowledge. In both  ases, we  ount the number of  ube mergesa  omplished during 1000 time steps to evaluate the quality of theagents' poli ies, these agents being put in an 8 × 8 environment on ethe training has ended (when there is one). We will now observe andanalyse the results obtained.
 arti le.tex; 1/11/2006; 16:26; p.18262
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Shaping MAS 19ResultsFigure 4 shows the evolutions in the pair of agents' e ien y with andwithout using shaping (average of 10 independent simulations). The urve representing the e ien y of learning after a period of assistedtraining only begins after the 12000 time steps of this training (Table I).
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 without shapingwith shapingFigure 4. 2 agents, 2  ubes: learning from s rat h vs. shapingIn both  ases, agents tend toward behaviours allowing about 90merges ea h 1000 time steps (on average, two  ubes are merged every 11time steps). On the other hand, on e the training time has elapsed, the onvergen e toward very good performan e is a hieved notably fasterthan through standard learning. If agents do not learn everythingthrough the s ript that guides them during early times, at least do theybenet from it to e iently learn their poli ies.Designing the Sequen e of ExperimentsThe sequen e of experiments should provide problems of growing  om-plexity. Here, it is rather easy to design appropriate starting situations,sin e it su es to move agents away from the blo ks and blo ks awayfrom ea h other. Be ause there is a positive reward only in one state,an in reasing distan e to this state (in the state spa e)  orrespondsgenerally to an in reasing  omplexity. We further dis uss the problemof designing this sequen e in Se . 6.5.
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20 OB, AD and FC5.3. More agents and more  ubesWe now  onsider the use of more agents and more  ubes. As done pre-viously, learning with shaping will be  ompared with standard learning(without shaping). But we will begin by  onsidering the e ien y ofthe poli ies learned in the previous experiments (with 2 agents and2  ubes, whi h will be denoted 2a2c) when they are reused in morepopulous worlds.Note: Here, agents that do not start learning from s rat h (either tosimply reuse poli ies or to improve them) have their poli ies initialisedwith poli ies learned in 2a2c.5.3.1. Results: simple reuse of poli iesIn this part of our work, the rst interest was to  he k the e ien yof dierent numbers of agents having to deal with dierent numbers of ubes (taking the same number of agents (or  ubes) of ea h  olour).So, we rst use agents whose xed behaviours have been learned in the2a2c  ase (as illustrated on Figure 5), i.e. whi h are not supposed tobe very e ient with more  ubes. Nevertheless, this gives them enoughgood rea tions to have some good results.
 Figure 5. Repli ating behaviours from 2 to n agents.Poli ies are simply  opied from the two original agents into their  lones.Several tests were  arried out with 2, 4, 6, 8 or 10  ubes and 2, 4, 8,16 or 20 agents (always in a world of size 10×10). We used series of 1000 onse utive time steps, these series beginning in random  ongurations.arti le.tex; 1/11/2006; 16:26; p.20264
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Shaping MAS 21And as blo king situations  ould sometimes o  ur, 100 su h series weremade in ea h  ase in order to  ompute an average e ien y.Table II-a gives the average e ien y in ea h of the 25 situations(the e ien y is the number of merges made in 1000 steps). Theseresults  an be  ompared with those from Table II-b that measure thee ien y of agents having a  ompletely random behaviour but pla ed inthe same environments. It then  learly appears that behaviours learnedby agents having to handle 2  ubes are still e ient in more  omplex en-vironments. Through these results, a trend seems to take shape: ex eptfor 2  ubes, a growing number of agents improves the results up to thepoint where agents  ramp ea h other and bring too many  oordinationproblems.Table II. Agents' mean e ien ies (number of merges in 1000 steps)a. Reuse of 2a2c agents b. Random agents ubes agents↓ 2 4 8 16 202 40.4 30.0 20.0 12.7 11.04 7.6 17.1 17.5 13.9 12.96 3.4 11.2 14.7 15.7 16.58 1.9 8.6 13.5 15.9 18.010 1.6 6.7 11.0 17.7 20.6
 ubes agents↓ 2 4 8 16 202 0 0 0.1 0.3 0.44 0 0.1 0.2 1.2 1.86 0 0 0.5 1.9 3.68 0.1 0.2 1.0 4.1 6.010 0.1 0.3 1.1 6.1 7.3For a given number of agents, and with a growing number of  ubes,there seem to be a threshold beyond whi h additional  ubes lead to adeterioration of the group's performan e. A more qualitative analysis ofobserved behaviours has shown that agents remain stu k in sequen esof os illatory movements. Be ause of their partial per eptions and oftheir la k of  ommuni ations, agents seem to have di ulties workingtogether on a same subset of  ubes and  onstantly hesitate between twooptions that alternatively appear to be of interest.5.3.2. Results: In remental learning along the number of agentsRather than just reusing behaviours learned for a 2 agents and 2  ubessituation in more  luttered environments, the se ond phase of our method-ology as dened in Se tion 4.3  onsists in using su h behaviours asa starting point to adapt agents to new situations by  ontinuing thereinfor ement learning.To assess this pro ess, we  ompare the learning  urve when theagents are initially novi es (starting from s rat h) to that when theagents are endowed with 2a2c poli ies. Figures 6 a, b,   and d show theresults in four distin t situations.
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22 OB, AD and FCThe learning for novi e agents is di ult, espe ially in situations aand b be ause the size of their environment (larger than the environ-ment used in Se tion 5.2) leads to s ar er non-zero rewards. In fa t, in ases a and b, novi e agents do not learn anything and their behavioursare the same as randomly moving agents. Indeed, in ea h  ase, novi eagents evaluated at time t = 0 are simply random agents having spent1 000 time steps in the environment. With more agents, even novi eagents  an learn, as the frequen y of rewarded events is higher. This isan interesting phenomenon sin e, otherwise, more agents makes learningharder. It  an be related to di ulties en ountered when learning tosolve planning problems: a reward being provided only when a goal isrea hed, a bigger state spa e leads to infrequent rewards and thereforea harder learning task.Coming ba k to the initial problem in this study, these experiments learly  onrm that agents having some experien e from a problem ofthe same kind have a mu h faster progression than beginners. In  asea, the e ien y level is even optimal from the beginning (whi h is notsurprising as the  onditions are nearly the same as in the initial learn-ing problem). In addition to an improved learning rate, the maximume ien y rea hed by the agents through shaping is by far better thanperforman es obtained when learning from s rat h. The reason for thisis that agents in a noisy environment (noise here due to a large numberof obje ts/agents) nd it di ult to learn that they should sometime goon the other side of a pair of  ubes, whereas this knowledge is presentin 2a2c behaviours and  an then be reused.6. Dis ussion6.1. On expli it  oordinationOur experiments show that this work  ould benet from expli itly ad-dressing  oordination problems. In parti ular, it is often the  ase thattwo agents, when pla ed in a world with more than two  ubes, are notable to  oordinate so as to push the same pair of  ubes. Moreover,when too many agents are present, they easily work at  ross-purposes.Making appropriate de isions would require taking into a  ount manymore agents and obje ts than ea h agent  an through their limitedper eptions. Instead, agents a t often in an in onsistent manner (nearlyrandomly) be ause they are not paying attention to most aspe ts oftheir  urrent situation but a t greedily.Other Agents' Modelling and Communi ation Considering bothother agents' modelling and  ommuni ation, it is important to noti e
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Shaping MAS 23how  omputationally expensive these approa hes  an be, as they oftenlead to huge growths of state-a tion spa es: in one  ase agents try toguess what others will be doing, and in the other  ase agents have tode ide when and what to  ommuni ate (new a tions) and have to in or-porate re eived  ommuni ations in augmented per eptions. Moreover,the work presented in this paper fo used on rea tive agents, whereasthese approa hes are quite high-level (imply more  ognitive agents).6.2. Reward DefinitionReward Shaping Modifying the reward fun tion to help learningas des ribed in Se tion 2.2 and as en ountered in Matari¢'s work [27isknown as reward shaping. As a shaping pro ess, it shares some similari-ties with the progressive training part of our approa h, but Matari¢'sexperiments  an hardly be  ompared with ours as this real roboti problem involves rather high-level ma ro-a tions: ea h ma ro-a tion isa  omplete behaviour, whi h would  orrespond to a sequen e of a tionsin our  ase. Moreover, intera tions between robots are not strong in theforaging task. There is no  oordination problem to solve.To  ome ba k to the other example of Stone and Veloso's work onsimulated roboti  so  er [44, it  ould be interesting to try our  loningapproa h on roboti  so  er (starting with a 2 × 2 game for example),but a major dieren e that  ould make things more di ult is that theso  er-playing agents will probably end up having dierent roles, ea hbeing assigned a spe i  position.6.3. S alable Ar hite ture and Multiple MotivationsAn important aspe t of our method is that it requires agents whoseinternal ar hite ture is adapted to a variable number of obje ts or agentsin their environment.In our experiments, this  onstraint is satised by designing a per ep-tion pro ess always sele ting the same number of visible obje ts (the losest ones). This prevents from taking into a  ount more than twoobje ts and one agent simultaneously, and makes it impossible to havea dierent behaviour depending on whi h agent is  onsidered. Moreover,as the visible agent may be dierent from one time step to another, itdoes not seem appropriate to make de isions based on a sequen e ofobservations.We have tried to address this issue by working on de ision makingwhen multiple motivations are fa ed. Be ause the Multi-Agent Systems onsidered are rea tive and with lo al per eptions, ea h agent is oftenfa ing multiple parallel motivations, and has thus to make a  hoi ein a multi- riteria problem. In our blo k-merging example, limiting
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26 OB, AD and FCthe per eptions ensures that only one motivation is fa ed. But work ona tion sele tion [48  ould be a way to address this parti ular problem.We  ondu ted some work in a mono-agent framework, obtaining anagent able to nd whi h basi  behaviours it should use [10, 11. Applyingour method in a multi-agent framework still needs to be done.6.4. Learning AlgorithmFor the reasons mentioned in Se tion 2.3, we have de ided to use areinfor ement learning algorithm mapping the immediate observationto a probability distribution over a tions. Some experiments with more lassi al algorithms (Q-learning) produ ing a deterministi  poli y haveshown that this is not a viable solution in our toy problem: the ambi-guity on  urrent situation leads agents to looping behaviours (agentspushing their blo ks and turning around them). Let us re all that boththe partial observability and the multi-agent setting are reasons fordeterministi  poli ies to fail.6.5. Automated ShapingComing ba k to the shaping pro ess proposed in this paper, it appearsto be mainly  onstrained by the need to de ompose the problem at handinto less and less  omplex tasks (Se tion 4). The problem is partiallymade easier in our example as the starting points of this de ompositionare rare positive reward situations (the reward being null most of thetime). Yet, it remains di ult be ause of the partial observations. More-over, our shaping method relies on  loning agents, whi h is obviouslylimited to settings with relatively homogeneous Multi-Agent Systems(with a few types of agents). This assumption seems reasonable in manydomains.Also,  onsidering multi-agent systems, our approa h involving  loningagents raises issues regarding task/role allo ation: is it easy for agentto spe ialise for a parti ular role with this type of shaping ? If the loning pro ess is  reating  opies of the same poli y, further learning  anlead to a dierentiation. But task/role allo ation does not ne essarilyimply having agents with heterogeneous poli ies. If agents with identi alpoli ies have dierent per eptions or internal states, they  an  hoose totake on dierent roles. But this view is quite dierent from most resear hon task allo ation [17, where tasks are expli itly dened, appropriatebehaviours are known for ea h task, and the problem is for the agentsto de ide who will perform whi h task.arti le.tex; 1/11/2006; 16:26; p.26270
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Shaping MAS 277. Con lusionIn this paper, we have addressed the problem of automati ally designingMulti-Agent Systems made of rea tive and  ooperating agents, ea ha ting as an independent learner. We propose the use of Reinfor ementLearning algorithms so that ea h agent individually adapts its lo albehaviour in order to a hieve a global task. Up to now, this learningproblem has no theoreti al solution be ause of its de entralised aspe tand be ause of the partial per eptions of the learning agents.To get around this di ulty, we have emphasised the use of an in- remental learning (shaping) s heme where more and more agents arefa ed with harder and harder problems. This method is quite generi as it  an be adapted to any task without adapting the agents to theparti ular problem at hand. Its appli ability is mainly limited by theagents' ar hite ture, i.e., how they handle per eptions. It is indeed re-quired to be able to re-use a learned poli y in a new setting with moreobje ts. This is feasible with rea tive agents using simple sensors (as inour experiments). It  ould be extended to more  omplex a tion-sele tionar hite tures based on a  ombination of simple behaviours [10.We have tested our approa h on a simulated environment whereagents have to  oordinate in order to rea h a shared goal: the fusionof dierent  oloured  ubes. The experiments support our framework asthey show the e ien y of in remental learning. In remental learningleads to better learning rates than unassisted learning from s rat h.Furthermore, it is more e ient to learn a more  omplex task after aninitial stage of in remental learning than learning dire tly this more omplex task from s rat h: this shaping helps over oming lo al optima.Still, there is room for improvement. We have dis ussed several waysto over ome these limitations, like using  ommuni ation for address-ing expli it  oordination or modelling other agents to better adapt totheir behaviours. Dening individual reward fun tions representing a ommon goal also remains a  ru ial issue. Yet, the main improvementregarding our shaping approa h would be to automate the denitionof training phases in our progressive learning (maybe by analysingper eptions as done in some re ent works [20).Furthermore, this work was a good opportunity to use a dire t(sto hasti ) poli y sear h algorithm in  ooperative agents with lo alper eptions. It also made it possible to observe some phenomena in su ha multi-agent learning setting: the main one being that a large numberof agents indu es more intera tions and thus a faster learning, but notne essarily with the best behaviour sin e the in remental pro ess is ableto produ e better behaviours.arti le.tex; 1/11/2006; 16:26; p.27271
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